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“Inteligência é a capacidade de se adaptar à mudança”.
(Stephen Hawking)



RESUMO

As emoções, um tipo de estado efetivo, interferem no processo de aprendizagem, bem como
no engajamento dos alunos. Assim, é importante que ambientes educacionais de aprendiza-
gem que visam proporcionar uma melhora no processo de aprendizagem dos alunos, como os
Sistemas Tutores Inteligentes (STIs), também possuam a habilidade de reconhecer as emoções
dos estudantes e responder adequadamente. Sabe-se que vários ambientes educacionais têm
apresentado diferentes formas para realizar o reconhecimento do afeto por meio de sensores ou
hardwares específicos. Porém, tal estratégia se torna inviável para a utilização desses ambien-
tes em massa. Neste contexto, a estratégia de detecção livre de sensores, por meio da análise
dos dados de interação dos alunos com os sistemas, tem se tornado uma solução interessante.
Esse trabalho tem como objetivo detectar os estados de frustração, confusão, tédio e engaja-
mento concentrado dos alunos por meio da mineração dos dados em STIs baseados em passos.
A hipótese de pesquisa deste trabalho é que a inserção de características da personalidade dos
alunos no treinamento dos detectores pode resultar em uma melhora na precisão da detecção
destes quatro estados, pois sabe-se que a personalidade influencia os estados afetivos e sua du-
ração. O método utilizado foi o desenvolvimento de detectores treinados com e sem dados de
personalidade. Para a obtenção dos dados de treinamento destes detectores, foi realizada uma
coleta de dados com 55 alunos de uma escola privada, que utilizaram o STI PAT2Math du-
rante 10 sessões. Em todas estas sessões os alunos tiveram seus rostos gravados, juntamente
com áudio ambiente e a tela do computador enquanto utilizavam o sistema. Dos dados obtidos
destas sessões de coleta, foi selecionado um total de 5525 logs de interação entre o aluno e o
sistema. Para cada um desses logs, 348 características foram calculadas, contendo informações
provenientes (i) das interações do aluno com a interface do PAT2Math, (ii) do módulo do aluno,
(iii) dos traços de personalidade e (iv) dos estados afetivos e comportamentos dos alunos. Para
a obtenção dos rótulos de estados afetivos, foi desenvolvido um novo protocolo para anotação
de estados afetivos e comportamentos baseado na análise dos vídeos gerados durante as sessões
de coleta de dados. Esse protocolo segue um conjunto de fases, incluindo treino e teste dos
codificadores, e é capaz de ser flexível e generalizável para diferentes aplicações e escalável
por não ter a necessidade da presença de anotadores durante a coleta de dados, sendo esta uma
contribuição adicional deste trabalho. Por meio deste protocolo, foram coletados 2099 rótulos
de estados afetivos e 2059 de comportamentos. Foram desenvolvidos dois detectores para cada
estado afetivo, sendo uma versão treinada com e outra treinada sem os dados de personalidade,
permitindo verificar o impacto da personalidade na detecção dos estados afetivos. A métrica
Cohen’s Kappa foi aplicada para identificar a concordância entre os rótulos de estados afeti-
vos gerados pelos codificadores e as saídas dos detectores de estados afetivos desenvolvidos.
Como resultados, foi possível identificar que apenas o detector de engajamento concentrado,
treinado com dados da personalidade dos alunos, obteve uma pequena melhora na precisão da
detecção. Mas, uma característica de personalidade foi selecionada automaticamente durante o
treinamento deste detector. Deste modo, este trabalho aponta indícios de que a personalidade
pode impactar de forma positiva na detecção dos estados afetivos dos alunos em ambientes de
aprendizagem. Destacam-se como contribuições uma possível nova fonte de dados e um novo
protocolo para anotação dos estados afetivos. Ambas as contribuições vão em direção ao ob-
jetivo de realizar uma detecção automática e em tempo real dos estados afetivos dos alunos,
permitindo uma adaptação instantânea dos STIs de acordo com as emoções dos alunos.

Palavras-chave: Mineração de Dados Educacionais. Estados Afetivos. Sistemas Tutores In-
teligentes. Detecção de Afeto Livre de Sensores. Personalidade.



ABSTRACT

It has already been shown in the literature that emotions, an affective state type, interfere in
the learning process, as well as in the students’ engagement. Thus, it is important that learning
educational environments that aim to provide an improvement in the student learning process,
such as Intelligent Tutoring Systems (ITSs), also have this ability. It is known that several edu-
cational environments have presented different ways to realize the recognition of affect through
specific sensors or hardware. However, such a strategy becomes unfeasible when it comes to
the use of these environments in mass, by hundreds or even thousands of students. Thus, the
strategy of sensor-free detection, through the use of interaction data of students with educa-
tional environments, has become an interesting solution. This work aims to detect students’
frustration, confusion, boredom, and engaged concentration through data mining in step-based
ITSs. The research hypothesis of this work is that the addition of personality features of the
students in the detectors training of these states can result an accuracy improvement in the de-
tection of these four states since it is known that the personality influences the affective states.
The method we used was the development of detectors trained with and without personality
features. To collect the training data of these detectors, we carried out a data collection with 55
students from a private school, who used the PAT2Math ITS during ten sessions. During the
sessions, students had their faces recorded along with ambient audio and the computer screen
while using the system. From the data obtained from these sessions, a total of 5525 interaction
logs between the student and the system was selected. For each of these logs, 348 features
were calculated, containing information from the (i) student interactions with the PAT2Math
interface, (ii) the student module, (iii) the personality traits, and (iv) the affective states and
behaviors of the students. We developed a new annotation protocol of affective states and be-
haviors based on the analysis of the videos generated during the data collection. This protocol
follows a set of phases, including training and testing of the coders, and it can be flexible and
generalizable for different applications and scalable because it does not require expert coders
during data collection. Thus, it is considered an additional contribution to this work. Through
this protocol, 2099 labels of affective states and 2059 labels of behaviors were collected. We
developed two detectors for each affective state, a trained version with and another without the
personality features, allowing to verify the impact of the personality in the detection of the af-
fective states. We applied Cohen’s Kappa metric to identify the agreement between the affective
state labels generated by the coders and the outputs of the developed affective state detectors.
As results, it was possible to identify that only the engaged concentration detector, trained with
personality data of the students, obtained a small improvement in the precision of the detection.
But, one personality feature was selected automatically during detectors training. Thus, this
work points to the evidence that personality can positively impact the detection of students’
affective states in learning environments. We highlighted the possible viability of a new data
source and a new annotation protocol for affective states as the contributions of this work. Both
contributions go towards the goal of performing automatic and real-time detection of students’
affective states, allowing instantaneous adaptation of the learning environments according to
the students’ emotions.

Keywords: Educational Data Mining. Affective States. Intelligent Tutoring Systems. Sensor-
free Affect Detection. Personality.
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1 INTRODUÇÃO

“Embora ninguém possa voltar atrás e fazer um novo começo, qualquer um

pode começar agora e fazer um novo fim.”

Chico Xavier

Estar presente em sala de aula não está diretamente relacionado ao ato de aprender. Vários

fatores cognitivos e afetivos podem fazer o aluno divergir de seu objetivo. Afeto, motivação e

metacognição podem influenciar a cognição, interferindo no processo de aprendizagem. (AZE-

VEDO; ALEVEN, 2013). Mais especificamente, as emoções, um tipo específico de estado

afetivo (SCHERER, 2005), têm um papel fundamental nos alunos em sala de aula. Elas podem

afetar a aprendizagem positiva ou negativamente, pois são capazes de controlar atenção, motiva-

ção, cognição, modelagem de estratégias e autorregulação da aprendizagem. (PEKRUN, 2014).

Emoções positivas, como alegria, engajamento e curiosidade podem afetar aspectos físicos,

sociais, intelectuais e criativos, influenciando positivamente no desenvolvimento destas capa-

cidades. (FREDRICKSON, 1998). Embora emoções positivas sejam mais frequentes que as

negativas em ambientes de aprendizagem (PEKRUN et al., 2002), as emoções negativas, como

frustração, confusão e tédio, podem ocasionar um desequilíbrio cognitivo, afetando também o

processo de aprendizagem, quando ocorridas repetidamente e sem intervenção. (GRAESSER;

D’MELLO, 2011).

É importante que softwares educacionais possuam habilidades afetivas, tornando esses am-

bientes mais interativos e credíveis aos alunos. Neste contexto se enquadra a computação afe-

tiva. Computação afetiva é definida como o uso de sistemas computacionais capazes de detectar,

representar e expressar o afeto humano. (PICARD, 1997). Na área de informática na educação,

para que um ambiente de aprendizagem possua habilidades afetivas, primeiramente é necessário

que esse sistema seja capaz de detectar os estados afetivos dos alunos para então adaptar suas

estratégias pedagógicas de acordo com os estados detectados. (WOOLF et al., 2009; CONATI,

2011; ARROYO et al., 2014).

Os Sistemas Tutores Inteligentes (STI), um tipo de ambiente educacional, são sistemas com-

putacionais especialistas em domínios específicos, que utilizam técnicas de Inteligência Artifi-

cial (IA) para proporcionar ensino e assistência individualizados ao aluno. (SHUTE; PSOTKA,

1994; CORBETT; KOEDINGER; ANDERSON, 1997; MURRAY, 1999). A ideia principal

de um STI é melhorar a aprendizagem de quem está usando o sistema, sendo essa melhora

relacionada com efetividade, material abordado, tempo e custo. (PSOTKA; MASSEY; MUT-

TER, 1988). Os STIs estão se tornando tão efetivos quanto tutores humanos. (VANLEHN,

2011). Com a disseminação da internet, esses sistemas passaram a ser disponibilizados a to-

dos os tipos de usuários através da web. (BRUSILOVSKY; PEYLO, 2003). Assim, eles vêm

proporcionando uma melhoria na aprendizagem em várias áreas de conhecimento, como Fí-
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sica (LITMAN; SILLIMAN, 2004; VANLEHN et al., 2005), Computação (BRUSILOVSKY;

PEYLO, 2003; GRAESSER et al., 2005), treinamento na indústria (FRASSON; AIMEUR,

1998), Matemática (KOEDINGER et al., 1997; JAQUES et al., 2013), entre outros. Os am-

bientes de aprendizagem, principalmente os STIs, são capazes de gerar muitas informações de

interação entre o aluno e o sistema, sendo capazes, inclusive, de inferir o conhecimento do aluno

(SEFFRIN; JAQUES, 2015).

Os principais meios de detecção dos estados afetivos identificados na literatura são por ex-

pressões faciais, síntese de voz, comportamento observável, sinais fisiológicos, monitoramento

cerebral, análise de textos ou pela união de mais de uma estratégia, definida como multimodal.

(CALVO; D’MELLO, 2010). Porém, alguns desses métodos utilizam de hardwares específicos

para realizar a detecção, como sensores e câmeras, adicionando um custo e uma intromissão

em aplicações no mundo real. (CALVO; D’MELLO, 2010). Especificamente em ambientes de

aprendizagem, a necessidade de câmeras ou sensores para a utilização de alguns métodos pode

inviabilizar a utilização desses sistemas em larga escala e por um longo período. (BAKER et al.,

2012). Durante a utilização desses ambientes de aprendizagem pelos alunos, vários registros,

chamados de logs, são gerados e armazenados para uma futura utilização. Esses logs contém

informações sobre todo tipo de interação do aluno com o sistema.

A mineração de dados educacionais, do inglês Educational Data Mining (EDM), é uma área

voltada para a descoberta de conhecimento de dados provenientes de ambientes educacionais,

visando uma melhor compreensão dos alunos em seus ambientes de aprendizagem. (BAKER

et al., 2010a). É uma área recente, que teve um de seus primeiros estudos publicados em 2008.

(D’MELLO et al., 2008). Desde então, EDM vem ganhando ênfase na comunidade de infor-

mática na educação. (BAKER; YACEF, 2009). Mais recentemente, pesquisas apontam que é

possível realizar a detecção dos estados afetivos dos alunos por meio da mineração dos dados de

logs capturados de ambientes educacionais, como é o caso do trabalho de Paquette et al. (2016),

que realizaram um estudo comparativo entre a detecção de estados afetivos livre de sensores

contra a detecção baseada em sensores específicos de postura. Os autores apontam resultados

favoráveis à detecção livre de sensores. Ainda, Paquette et al. (2014) desenvolveram detectores

de estados afetivos para diferentes tarefas dentro de um ambiente para o ensino de física, rela-

tando uma das maiores médias do índice Kappa já obtidas por detectores. Por fim, Jiang et al.

(2018) realizaram uma comparação entre duas estratégias de treinamento dos detectores, por

meio de uma seleção inteligente das características de treinamento ou simplesmente utilizando

técnicas de deep learning. Como resultados, os autores apresentaram diferenças significativas

a favor da seleção de características.

Atualmente, não existe uma formalização que defina qual o nível mínimo de detecção exi-

gido para a utilização desses detectores na prática. Assim, assume-se que um índice Kappa

maior ou igual à 0, 6 seria o ideal, pois este valor é o mesmo índice de concordância exigido

por codificadores humanos, durante as fases de teste de anotadores em protocolos de anotação

de estados afetivos. (OCUMPAUGH, 2015; MORAIS et al., 2019). Ao analisar os trabalhos
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relacionados, é possível identificar que nenhum conseguiu alcançar um nível de detecção ótimo

(o maior índice reportado foi de Kappa = 0, 469), para que esses detectores saiam dos testes

e possam ser implementados em ambientes educacionais de aprendizagem de forma efetiva.

É importante que os detectores apresentem um bom nível de detecção dos estados afetivos,

pois se forem implementados na prática, em ambientes de aprendizagem que se adaptam auto-

maticamente aos estados afetivos do aluno, e cometerem muitos erros, os alunos podem vir a

desacreditar no sistema ou até mesmo se frustrar ou se irritar com ele, prejudicando diretamente

na aprendizagem destes alunos. Com este problema em mente, esta dissertação visa apresentar

uma estratégia para melhorar a precisão da detecção dos estados afetivos do aluno. Para isso, se-

rão inseridos dados pessoais de cada aluno no treinamento desses detectores, sendo estes dados

referentes à personalidade do aluno. Acredita-se que este tipo de dado pode proporcionar uma

melhora na detecção dos estados afetivos, uma vez que a personalidade é capaz de interferir na

permanência dos alunos em certos estados afetivos. (REIS et al., 2018).

1.1 Objetivos

Esse trabalho tem como objetivo geral verificar se através da mineração dos dados de logs,

gerados pela interação dos alunos com um STI de matemática, é possível detectar e predizer

os estados afetivos destes alunos. Mais especificamente, este trabalho visa identificar os quatro

estados afetivos que vêm sendo encontrados com mais frequência nesses tipos de ambientes

(CALVO; D’MELLO, 2010): confusão, frustração, tédio e engajamento concentrado. Como

objetivos específicos destacam-se (i) a identificação da melhor forma para a coleta dos rótulos

de estados afetivos, (ii) a utilização de dados de personalidade para melhorar a precisão dos

detectores de estados afetivos e (iii) a comparação dos detectores treinados com e sem dados de

personalidade.

Sobre a identificação da melhor forma para a coleta dos rótulos de estados afetivos, objetivo

específico (i), para que se possa treinar detectores de estados afetivos baseados em dados de

interação entre o usuário e o ambiente educacional, logs, é necessário que sejam apresentadas

amostras do que seriam os dados representativos de cada um dos estados afetivos durante o

processo de treinamento dos detectores. Porém, primeiramente é necessário realizar a coleta

destas amostras, contendo rótulos de cada um dos tipos de estados afetivos que visa-se identifi-

car. Desta forma, o objetivo é identificar no estado da arte quais as abordagens que as pesquisas

vêm adotando para a realização desta coleta e qual é a melhor forma para ser utilizada nesta

dissertação.

Sobre a utilização de dados de personalidade para melhorar a precisão dos detectores de es-

tados afetivos, objetivo específico (ii), para que se possa considerar a personalidade dos alunos,

primeiramente deve-se identificar essa personalidade. Uma vez que esses dados forem identi-

ficados e estiverem disponíveis, eles serão sincronizados com os logs e os rótulos de estados

afetivos dos alunos e serão inseridos na fase de treinamento dos detectores. Desta forma, se os
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algoritmos de machine learning, utilizados para o treinamento dos detectores de estados afe-

tivos, considerarem alguma característica da personalidade, significa que esta característica é

capaz de influenciar ou melhorar a detecção desses estados afetivos.

Por fim, sobre a comparação dos detectores treinados com e sem dados de personalidade,

objetivo específico (iii), uma vez que se tenha os detectores de estados afetivos treinados e

validados, por meio da análise de concordância do cálculo Cohen’s Kappa, o objetivo é retreinar

os detectores incluindo características da personalidade. Tendo os mesmos modelos treinados

com e sem dados de personalidade, pode-se realizar uma comparação dos melhores resultados

dos detectores sem dados de personalidade com os detectores que foram treinados com dados de

personalidade. Tal comparação permite verificar se os detectores treinados com características

de personalidade atingem uma precisão melhor em comparação aos detectores treinados sem

dados de personalidade, indicando que a personalidade pode impactar na precisão da detecção

dos estados afetivos.

1.2 Hipótese de Pesquisa

A principal diferença desta pesquisa, em relação ao estado da arte, se dá devido à hipótese

de pesquisa deste trabalho. Essa hipótese aponta que a personalidade dos alunos pode proporci-

onar uma melhora na precisão da detecção dos estados afetivos. A justificativa desta hipótese é

baseada em pesquisas que apontam que a personalidade pode direcionar ou influenciar as emo-

ções em ambientes computacionais. Sabe-se que a personalidade pode direcionar as emoções

de usuários em sistemas web (NUNES; CAZELLA, 2011), influenciar o comprometimento de

funcionários (PANACCIO; VANDENBERGHE, 2012) e que a duração das emoções negativas

depende da personalidade. (REIS et al., 2018). Assim, para validar essa hipótese, dois tipos de

detectores foram desenvolvidos, um que não considera e outro que considera a personalidade

dos alunos durante a fase de treinamento dos detectores. Desta forma, foi possível realizar uma

comparação por meio do cálculo de concordância Cohen’s Kappa dos detectores desenvolvidos

com e sem dados de personalidade em contraste com os rótulos de estados afetivos gerados

pelos codificadores.

1.3 Escopo

Este trabalho limita-se à detecção e predição dos estados afetivos de confusão, frustração,

tédio e engajamento concentrado. Esta escolha foi realizada com base em trabalhos publica-

dos nos principais meios de divulgação científica, onde os autores vêm apontando que esses

quatro são os estados afetivos que mais ocorrem em ambientes de aprendizagem. (CALVO;

D’MELLO, 2010). Além disso, a aplicação desta detecção limita-se à sistemas tutores basea-

dos em passos, pois estes sistemas possuem uma representação maior sobre o conhecimento do

aluno, visto que são capazes de auxiliar os alunos passo a passo na resolução das tarefas e ge-



20

ram uma grande quantidade de logs de interação entre o aluno e o sistema. Ainda, este trabalho

apresenta uma comparação entre modelos de detecção treinados com e sem dados de perso-

nalidade. Desta forma, não é realizado uma implantação destes detectores para detecção dos

estados afetivos de forma online, ou seja, enquanto o aluno utiliza o ambiente de aprendizagem.

(GRAESSER; D’MELLO, 2011).

1.4 Relevância

É importante ressaltar que este trabalho é considerado uma etapa intermediaria entre ambi-

entes de aprendizagem que não consideram à ambientes que consideram os estados afetivos de

forma automática e livre de sensores. Assim, o resultado final desta trajetória seria a detecção

dos estados afetivos em tempo real, ocorrendo no mesmo instante em que os alunos estivessem

utilizando o ambiente de aprendizagem. Desta forma, tendo o conhecimento de qual estado afe-

tivo o aluno está sentido, o ambiente de aprendizagem poderia se adaptar de forma automática a

este estado e, por sua vez, tomar estratégias pedagógicas adaptativas e individuais, evitando que

o aluno entre em estados que possam ser prejudiciais a aprendizagem quando não regulados.

(GRAESSER; D’MELLO, 2011). Este trabalho se enquadra como uma etapa intermediaria pois

visa identificar qual a melhor maneira de realizar essa detecção de forma mais precisa, ao se

basear na hipótese de que a personalidade pode influenciar e direcionar os estados afetivos dos

alunos, assumindo um papel fundamental para alcançar o objetivo final desta trajetória. Sem

uma detecção precisa dos estados afetivos, os ambientes de aprendizagem tomariam decisões

com base em dados incorretos, falsos rótulos de estados afetivos, podendo fazer com que os

alunos se desmotivem e percam o interesse de continuar utilizado o ambiente de aprendizagem.

1.5 Contribuições

Esse trabalho apresenta duas principais contribuições, que podem ser aplicadas em dife-

rentes áreas. A primeira contribuição está na proposta de um novo protocolo para anotação e

identificação dos estados afetivos e comportamento dos alunos enquanto utilizam um ambiente

de aprendizagem. O objetivo deste protocolo é a geração de rótulos de estados afetivos e com-

portamentos para serem utilizados no treinamento de algoritmos de aprendizagem de máquina

supervisionado. Os diferenciais deste protocolo, em relação aos outros métodos que vêm sendo

utilizados atualmente, se dá por este (i) permitir a anotação de múltiplos estados afetivos em

cada clipe, (ii) por possuir um tamanho de clipe menor, que pode variar de acordo com a reali-

dade de cada ambiente de aprendizagem, (iii) por permitir uma tomada de decisão mais precisa

pelos anotadores, uma vez que os vídeos dos alunos podem ser vistos quantas vezes cada ano-

tador julgar necessário, (iv) por ser mais escalável, uma vez que os anotadores não precisam

estar presentes na sala de aula durante a coleta dos dados e (v) por não exigir um grande número

de anotadores, comparado com protocolos em que alunos devem rotular os comportamentos e
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estados de colegas. Assim, visto que esse protocolo pode ser expansível e ajustável de acordo

com cada aplicação e ambiente de aprendizagem, essa contribuição não se dá apenas na área de

sistemas tutores baseados em passos, mas sim a qualquer sistema que possa ser utilizado por

aprendizes que possam ter seus rostos e tarefas gravados de forma simultânea. Como o objetivo

da elaboração deste protocolo era a geração de rótulos alvo para o treinamento de algoritmos

de aprendizagem de máquina, esse protocolo apresenta uma alta qualidade na fase de anotação.

Assim, tais rótulos também podem ser utilizados por diferentes pesquisas que visam identifi-

car padrões ou analisar a relação entre estados afetivos e comportamentos com a aprendizagem

como um todo.

A segunda contribuição deste trabalho está relacionada diretamente com o objetivo deste

trabalho, que era verificar se a personalidade dos alunos pode proporcionar uma melhora na

detecção dos seus estados afetivos em ambientes de aprendizagem. Após o treinamento dos

algoritmos para a predição dos estados afetivos, sem considerar os dados de personalidade, foi

possível identificar um limiar mínimo que poderia ser atingido com os dados, algoritmos e mé-

todos de treinamento utilizados. A partir deste conjunto de detectores treinados sem dados de

personalidade, os que obtiveram um melhor índice de concordância entre os rótulos gerados

pelos algoritmos e os rótulos obtidos pelo protocolo desenvolvido, indicando o nível de preci-

são dos detectores, foram selecionados para serem retreinados com os dados de personalidade.

Desta forma, foi possível fazer uma comparação onde a única diferença no desenvolvimento e

treinamento dos detectores foi a utilização de características específicas sobre a personalidade

dos alunos. Ao final, foi possível fazer uma comparação do nível de precisão obtido pelos de-

tectores que consideram e que não consideram a personalidade dos alunos. Como resultado,

foi possível identificar que a diferença entre os algoritmos, comparando cada estado afetivo

individualmente, foi muito pequena ou não houve diferença. Porém, uma das estratégias de

treinamento foi a utilização de métodos de seleção de características que, dentre as 348 possí-

veis, selecionava no máximo 10 para serem utilizadas durante o treinamento. O resultado po-

sitivo em direção à veracidade da hipótese deste trabalho é que para o detector de engajamento

concentrado o método de seleção de características selecionou uma característica relacionada

a personalidade dos alunos. Tal resultado não afirma que utilização de dados de personalidade

impacta na detecção dos estados afetivos de forma positiva. Porém, este resultado traz indícios

de que é possível obter uma precisão melhor ao utilizar os dados da personalidade, uma vez que

uma característica relacionada a personalidade foi selecionada entre as 10 mais representativas,

dentre 348 possíveis.

1.6 Organização da Dissertação

Essa dissertação está organizada da seguinte forma: primeiramente, o capítulo 2 apresenta

uma conceitualização do que são os estados afetivos, como estes interferem no processo de en-

sino aprendizagem do aluno e apresenta uma tendência mais recente da comunidade cientifica
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na utilização dos quatro estados afetivos utilizados neste trabalho. Após, o capítulo 3 descreve

o que são os sistemas tutores inteligentes, a arquitetura, como eles funcionando e apresenta com

mais detalhes o STI PAT2Math, utilizado como ambiente de aprendizagem de obtenção dos da-

dos deste trabalho. Depois, o capítulo 4 fundamenta o conceito de mineração de dados aplicada

em dados educacionais, área denominada como mineração de dados educacionais. Posterior-

mente, o capítulo 5 faz um levantamento do estado da arte sobre detecção de estados afetivos

em ambientes de aprendizagem com base na mineração de dados de interação dos usuários com

os sistemas e, ao final, destaca as principais diferenças do trabalho desenvolvido em relação

aos trabalhos relacionados. Após, o capítulo 6 apresenta o trabalho desenvolvido, detalhando

cada uma das etapas do desenvolvimento, bem como todas as coletas de dados e o protocolo de

anotação de estados afetivos e comportamentos desenvolvido neste trabalho. Ainda, também

são apresentadas uma síntese detalha das características utilizadas para o desenvolvimento dos

detectores e os métodos utilizados para o desenvolvimento destes detectores. Depois, o capí-

tulo 7 apresenta os resultados e realiza uma análise detalhada destes resultados, comparando

os detectores treinados com e sem dados de personalidade dos alunos. E, por fim, o capítulo 8

apresenta as conclusões, ameaças à validade dos resultados desta pesquisa e os trabalhos vistos

como futuros.
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2 AMBIENTES DE APRENDIZAGEM E ESTADOS AFETIVOS

Esse capítulo tem como objetivo apresentar uma visão geral de ambientes de aprendizagem

que utilizam os estados afetivos para proporcionar uma melhor aprendizagem. Assim, o foco

desse capítulo é apresentar o que são e quais são os estados afetivos abordados, bem como

ressaltar a importância destes na aprendizagem e apontar como os pesquisadores da área vêm

considerando estes estados para proporcionar uma adaptação e, por consequência, uma melhor

aprendizagem aos alunos. Por fim, um levantamento do estado da arte é apresentado, ressal-

tando um redirecionamento dos trabalhos.

2.1 Estados afetivos

Os estados afetivos representam estados mentais afetivos e têm sido classificados em dife-

rentes categorias, como emoções, humor e traços de personalidade. (SCHERER, 2000; FRIJDA

et al., 1994).

As emoções são intensas, possuem uma curta duração, são focadas em um evento e, por

isso, são disparadas pela avaliação desse evento. (SCHERER, 2005). As emoções variam

entre níveis de intensidade alto e baixo (IZARD, 2009), possuem valência positiva ou negativa

(ORTONY; CLORE; COLLINS, 1990) e podem mudar rapidamente. (SCHERER, 2000). Por

serem direcionadas a um objeto, objeto intencional, considera-se uma emoção um estado mental

intencional. (FRIJDA et al., 1994). Um exemplo de emoção é um aluno que se sente confuso

com o novo conteúdo de matemática que o professor está explicando.

O humor, ou estado de ânimo, ao contrário das emoções, é um estado de baixa intensidade,

mas que possui uma duração maior, podendo permanecer por dias. (SLOMAN, 2002). Ainda, o

humor não tem uma causa aparente, não necessita de um objeto intencional como as emoções, e

consiste em mudanças no sentimento subjetivo. Segundo Scherer (2005), o humor é classificado

em animado, desanimado, indiferente, ansioso e irritado. Um exemplo prático é quando alguém

diz que não está em um dia bom, ou que está mal humorada, sem um motivo específico.

Os traços de personalidade representam a tendência das pessoas experimentarem certo

humor ou de reagir de alguma maneira emocional. Alguns exemplos são introvertido e extro-

vertido.

Esse trabalho foca em dois principais estados afetivos, as emoções e a personalidade. As-

sim, as próximas seções têm o objetivo de apresentar uma visão mais detalhada de cada um

desses estados, bem como descrever a relação deles com ambientes de aprendizagem e com

esta dissertação.
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2.1.1 Emoções

Vários pesquisadores vêm construindo o conhecimento de emoções que se tem atualmente.

Esses estudos tiveram seu início por volta de 430 a.c. com Platão, sugerindo que a alma é uma

estrutura dividida em cognição, emoção e motivação. Quinze anos depois, Aristóteles sugere

que esses componentes se interagem. No século 17, Descartes afirma que a cognição não tinha

relação com as emoções. Depois, James (1884), psicólogo e filósofo norte-americano, define

emoções como reações corporais a eventos. Ainda, Darwin e Prodger (1998) identificaram

padrões em expressões de emoções, mesmo em diferentes culturas. Tal teoria deu origem ao

que se conhece por teoria das emoções básicas, sendo elas raiva, alegria, tristeza, nojo, medo e

surpresa (EKMAN, 1994; IZARD, 1984), ilustradas na Figura 1.

Figura 1 – As seis emoções básicas.

Fonte: (JAQUES; NUNES, 2019).

Atualmente, uma definição de emoções, bem aceita na comunidade científica, é a de Sche-

rer (2005). Segundo esse pesquisador, emoção é “um episódio de mudanças sincronizadas e

inter-relacionadas nos estados de todos ou da maioria dos cinco componentes do subsistema do

organismo em resposta à avaliação de um evento de estímulo interno ou externo como sendo de

grande importância para um organismo”. Essa definição vê a emoção como resultado de vários

componentes. Esses componentes são divididos em: (i) cognitivo (appraisal), responsável pela

avaliação de objetos e eventos; (ii) neurofisiológicos (mudanças corporais), responsável pela

regulação do sistema; (iii) motivacional (tendências de ação), que é a preparação e direção da

ação; (iv) expressão motora (expressão facial e vocal), responsável pela comunicação da inten-

ção comportamental com a reação; e, por fim, (v) sentimento subjetivo (experiencia emocional),

responsável pelo monitoramento dos estados internos e pela interação organismo ambiente.

Cada componente desses abre uma gama de possibilidades, dependendo da linha teórica dos

pesquisadores. (JAQUES; NUNES, 2019). Pesquisadores da área de psicologia comportamen-

tal, por exemplo, se aproveitam principalmente do componente de expressão motora. Como é
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o caso de Ekman (1994) e Izard (1984), que definiram a teoria das emoções básicas, influenci-

ando estudos envolvendo a detecção das emoções por meio da captura de expressões faciais em

imagens ou de webcams. (OLIVEIRA; JAQUES, 2008).

Em outro exemplo, pesquisadores da área de psicologia cognitiva, utilizam o componente

cognitivo das emoções, responsável pelo appraisal. (SCHERER, 1999; ARNOLD, 1960; LA-

ZARUS, 1991). O appraisal é a avaliação cognitiva de situações e eventos que precedem uma

emoção. (SCHERER, 1999). Diante de uma determinada situação, o cérebro realiza uma ava-

liação cognitiva, identificando se as ações são favoráveis ou não, gerando assim uma emoção.

A psicologia cognitiva tem influenciado trabalhos na computação afetiva. (JAQUES; VICARI,

2007; CONATI; ZHOU, 2002). Além disso, também baseado na abordagem cognitiva das

emoções, foram propostos modelos pscicológicos que descrevem as emoções e os processos

cognitivos associados a elas, como o modelo OCC (ORTONY; CLORE; COLLINS, 1990), o

modelo estrutural (LAZARUS, 1991) e o modelo “Multi-level Sequential Check". (SCHERER,

2001).

2.1.2 Personalidade

A personalidade é definida como um conjunto de características presentes nas ações e inte-

rações das pessoas que ocorrem cotidianamente e que são permanentes e exclusivas de cada um.

(SCHULTZ, 1990). Ainda, outras definições também foram descritas, como a de Burger (2000)

afirmando que personalidade é “um padrão de comportamento consistente e processo intrapes-

soal que é originado internamente no indivíduo” e a de Soldz e Vaillant (1999), dizendo que a

personalidade humana, embora estável e previsível, não é permanente, conforme o que Schultz

(1990) afirmou. Ainda, Soldz e Vaillant (1999) afirmaram que normalmente a personalidade se

mantém estável por um período de 45 anos, tendo seu início já na fase adulta do ser humano.

Allport e Allport (1921) definiram que a personalidade das pessoas poderia ser distinguida

através de seus traços de personalidade, que seriam características comuns e individuais ex-

pressadas em diferentes intensidades. Tais traços são decorrentes de influências externas e

ambientais e do histórico de vida de cada pessoa. Os autores criaram cerca de 18 mil traços

diferentes, o que depois de vários anos de pesquisa, divergiram para cinco principais traços,

conhecidos atualmente como Big Five (JOHN; SRIVASTAVA, 1999), do português modelo dos

Cinco Grandes Fatores (CGF).

Os Cinco Grandes Fatores são extroversão, socialização, realização, neuroticismo, aber-

tura (abertura à experiências). Cada fator representa características únicas do comportamento

humano: (i) extroversão identifica pessoas ativas, sensíveis, impulsivas e assertivas; (ii) sociali-

zação aponta pessoas úteis, carinhosas, gentis e confiantes; (iii) realização mostra pessoas efici-

entes, organizadas, confiáveis e com pensamento de responsabilidade social; (iv) neuroticismo

reflete pessoas ansiosas, mal-humoradas e autopunitivas; e, por fim, (v) abertura caracteriza

pessoas curiosas, criativas, com facilidade intelectual e aberta a novas experiências. (BERGER,
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2003; LOEHLIN, 1992). A Tabela 1 descreve alguns adjetivos relacionados a cada um dos

cinco fatores, bem como o oposto de cada um dos polos (adaptado de (LOEHLIN, 1992)).

Tabela 1 – Adjetivos relacionados a cada um dos cinco fatores.
Extroversão Socialização Realização Neuroticismo Abertura

Polo
do
rótulo

Ativo Altruísta Confiável Ansioso Artístico
Aventureiro Amigável Consciente Apreensivo Curioso
Barulhento Carinhoso Eficiente Emotivo Engenhoso
Energético Confiante Minucioso Instável Esperto
Entusiástico Cooperativo Organizado Nervoso Imaginativo
Exibido Gentil Prático Preocupado Inteligente
Sociável Sensível Preciso Temeroso Original
Tagarela Simpático Responsável Tenso Sofisticado

Polo
oposto

Acanhado Antipático Desatento Calmo Comum
Introvertido Brigão Descuidado Contido Simples
Quieto Bruto Desorganizado Estável Superficial
Reservado Crítico Distraído Indiferente Tolo
Silencioso Frio Imprudente Sereno Trivial
Tímido Insensível Irresponsável Tranquilo Vulgar

Fonte: (NUNES, 2012).

O comportamento cotidiano das pessoas deixa pistas sobre os traços de personalidade hu-

mana, diferindo uma das outras. (GOSLING, 2009). Existem algumas ferramentas, em forma

de escalas ou questionários que podem ser utilizados para identificar e inferir esses traços. Em-

bora hajam questionários e escalas reconhecidos e validados internacionalmente (JOHNSON,

2000, 2005; GOSLING; RENTFROW; SWANN JR, 2003), esses normalmente são elaborados

na língua inglesa. Assim, não é possível utilizá-los no Brasil sem uma tradução para o por-

tuguês, pois apenas traduzir esse tipo de documento pode alterar o real sentido das questões.

Por isso, é necessário que, depois de traduzido, essas ferramentas passem por um processo de

validação. Andrade (2008), em sua tese de doutorado, apresentou uma dessas ferramentas vali-

dada para a língua portuguesa, a qual foi utilizada nessa dissertação como forma de captura dos

traços de personalidade dos alunos.

2.2 Estados Afetivos em Ambientes de Aprendizagem

Vários pesquisadores vêm destacando a importância dos estados afetivos para a aprendiza-

gem. (VYGOTSKY, 1994; VAIL, 1994; JOHN-STEINER, 2000). Primeiramente, acredita-se

que a parte cognitiva não existe sem a parte afetiva e que o afeto aumenta a atividade intelectual.

(PIAGET, 1989). Depois, o intelecto está completamente relacionado com a aprendizagem. As

emoções positivas podem afetar de forma construtiva na aprendizagem. (IZARD, 1984). Por

outro lado, alunos com emoções negativas podem ter uma mair dificuldade em aprender, pre-

judicando a aprendizagem. (GOLEMAN, 1995). Mais especificamente na aprendizagem do

conteúdo de matemática, Piaget (1989) sugere que boa parte dos alunos que apresentam difi-



27

culdades, se deve a um bloqueio afetivo. Assim, sabendo que os estados afetivos interferem na

aprendizagem, é importante que ambientes de aprendizagem, que tem como objetivo oferecer

uma melhor aprendizagem aos alunos, também sejam capazes de detectar e lidar com esses

estados de forma adaptativa.

Nessa seção, serão descritos trabalhos na área de computação afetiva aplicada à educação,

que têm como objetivo geral proporcionar uma melhora no processo de aprendizagem dos alu-

nos, baseando-se nas teorias e trabalhos que relacionam afeto e cognição. Mais precisamente,

essa seção descreve relações de emoção e personalidade com aprendizagem em ambientes edu-

cacionais.

2.2.1 Emoções

Mais precisamente sobre emoções, em seu trabalho, Jaques e Nunes (2019) classificam os

trabalhos em computação afetiva na educação em três grupos: (i) reconhecimento de emoções,

(ii) expressão de emoções e (iii) síntese de emoções. As subseções seguintes apresentam uma

visão geral de cada um desses grupos, dando uma ênfase maior no reconhecimento das emoções,

que é onde esse trabalho está inserido.

2.2.1.1 Reconhecimento de Emoções

Jaques e Vicari (2005) descrevem quatro principais fontes de dados para o reconhecimento

das emoções de alunos em ambientes de aprendizagem.

i) Voz (prosódia), que apresenta informações como entonação, volume ou até mesmo vocali-

zações não-linguísticas, como risos, gritos. (KOPECEK, 2000; TCHERKASSOF, 1999);

ii) Comportamento observável, que representa as ações dos alunos na interface de um ambi-

ente de aprendizagem, por exemplo, número de cliques, pedidos de ajuda, tempo ocioso,

entre outros. (BERCHT; VICCARI, 2000; MARTINHO; MACHADO; PAIVA, 2000; VI-

CENTE; PAIN, 1999; JAQUES; VICCARI, 2004; JAQUES et al., 2004; CONATI, 2002;

CONATI; ZHOU, 2002; CONATI; MACLARE, 2004).

iii) Expressões faciais, obtidas tanto por imagem estática, como fotos, quanto por vídeos. (EK-

MAN, 1999; WEHRLE; KAISER, 2000).

iv) Sinais fisiológicos, que representam dados de batimentos cardíacos, tensão muscular, con-

dutividade da pele (eletromiograma) e respiração, emitidos por equipamentos específicos.

(PICARD; VYZAS; HEALEY, 2001).

Mais recentemente, Jaques e Nunes (2019) destacam mais três fontes de dados:
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v) Texto, que representa os sistemas que possuem algum tipo de diálogo entre os alunos e o

sistema. Quando em conjunto com a voz, o conteúdo de texto pode trazer bons resultados.

(FORBES-RILEY; LITMAN, 2004);

vi) Ondas cerebrais, que representam os dados obtidos por eletroencefalograma (ECG). Al-

guns trabalhos envolvendo a detecção de emoções por meio de expressões faciais junta-

mente com ondas cerebrais (sinais fisiológicos) vêm sendo realizados. (DAVIDSON et al.,

1990; PETRANTONAKIS; HADJILEONTIADIS, 2010);

vii) Expressão corporal, que representa os dados obtidos pela postura do corpo do aluno. Tra-

balhos vêm utilizando as expressões faciais combinados com a expressão corporal para

um reconhecimento mais preciso das emoções. (BURLESON; PICARD, 2007; GUNES;

PICCARDI, 2007).

Quando mais de uma fonte de dados é utilizada, utiliza-se o termo de reconhecimento mul-

timodal de emoções. (ARROYO et al., 2009; WOOLF et al., 2009). Sebe et al. (2005) apresenta

uma visão mais abrangente do tema e aponta que é um desafio utilizar várias abordagens em

conjunto. Porém, autores têm afirmado que essa é a forma mais efetiva de detecção. (CALVO;

D’MELLO, 2010).

Diferentes pesquisas têm utilizado diferentes métodos de detecção de estados afetivos em

ambientes educacionais. Litman e Forbes-Riley (2006) utilizaram a voz, D’Mello e Graesser

(2010) utilizaram expressões faciais e corporais, Arroyo et al. (2009) e Muldner, Burleson e

VanLehn (2010) utilizaram sinais fisiológicos, entre outros. Porém, tais métodos se tornam

restritos, limitando a pesquisa apenas a escolas que possuam suporte para essas tecnologias.

O custo de sensores, câmeras e microfones pode tornar a utilização desses ambientes inviável.

Além disso, os dados providos de sensores e hardwares específicos podem restringir a aplica-

bilidade de novos métodos. Com base nessas limitações, uma opção que vem se apresentando

muito efetiva é a detecção de estados afetivos por meio da mineração de dados de logs, na uti-

lização dos sistemas educacionais pelos alunos, que representam o comportamento observável

do aluno com o sistema, descrito com mais detalhes no capítulo 4.

2.2.1.2 Expressão de Emoções

A tarefa de reconhecer as emoções dos alunos tem como objetivo principal melhorar a apren-

dizagem. Porém, apenas detectar essas emoções não é suficiente para atingir esse objetivo. São

necessárias abordagens ou estratégias adaptativas. Uma delas é por meio da expressão de emo-

ções. Assim, o sistema pode encorajar o aluno e se mostrar mais empático, no sentido de se

importar com as emoções deste (JAQUES; LEHMANN; PESTY, 2009; JAQUES et al., 2011;

ARROYO; et al., 2011), ou até mesmo realizar essa expressão de forma reflexiva, como se o sis-

tema estivesse imitando os estados afetivos do aluno. (LEITE et al., 2010, 2012; BURLESON;

PICARD, 2007).
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Uma forma bastante utilizada para realizar a expressão de emoções é com o uso de Agentes

Pedagógicos Animados (APA). Estes agentes simulam um personagem animado que interagem

com o aluno, introduzindo uma comunicação mais social e antropomórfica. (JAQUES et al.,

2001). Várias pesquisas têm sido realizadas com agentes animados em ambientes educacionais

(BURLESON et al., 2004; BURLESON; PICARD, 2007; JAQUES; JAQUES; LEHMANN,

2008; JAQUES; LEHMANN; PESTY, 2009; JAQUES et al., 2011), até mesmo apresentando

impacto nas atitudes dos alunos em relação à matemática. (WOOLF et al., 2009; ARROYO;

et al., 2011). Além de agentes pedagógicos animados, alguns trabalhos também têm utilizado

robôs para expressar emoções. (LEITE et al., 2010, 2012).

2.2.1.3 Síntese de Emoções

A síntese de emoções engloba sistemas computacionais que possuem emoções. (PICARD,

1997). Também utiliza de agentes pedagógicos animados, como por exemplo, o trabalho de

Elliott, Rickel e Lester (1999) que apresenta um agente que possui emoções geradas através de

um conjunto de regras baseado no modelo OCC. (ORTONY; CLORE; COLLINS, 1990). Assim

como na expressão de emoções, a síntese de emoções também tem como objetivo aumentar

a credibilidade do sistema, normalmente representado com agentes animados ou robôs. (EL-

NASR et al., 1999; ELLIOTT, 1997; REILLY; BATES, 1992; LOYALL; BATES, 1997; BATES,

1994). Como exemplo, pode-se citar o trabalho de Elliott, Rickel e Lester (1999), onde o agente

Steve fica deprimido se o aluno estiver entediado com suas tarefas.

2.2.2 Personalidade

A abordagem de traços é considerada a melhor forma para representar a personalidade em

sistemas computacionais. (NUNES, 2009). Embora a técnica mais comum para a identificação

da personalidade das pessoas ainda seja por meio de inventários de personalidade (DUNN et al.,

2009), alguns trabalhos vêm pesquisando maneiras de realizar essa identificação de forma au-

tomática e menos intrusiva, como por exemplo, através da mineração de textos (MACHADO,

2016), ou até mesmo através da forma com que o usuário digita um texto no teclado do compu-

tador. (PORTO et al., 2011).

Na área de informática na educação, mais especificamente, pesquisadores têm utilizado

a personalidade dos alunos de várias formas, como por exemplo, para formação de grupos

em ambientes de aprendizagem (ROMERO et al., 2009), para tornar agentes animados mais

credíveis (LOYALL; BATES, 1997), mais empáticos (COOPER, 2003) e para promover auto-

eficácia. (BANDURA; RAMACHAUDRAN, 1994; JAQUES; LEHMANN; PESTY, 2009).
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2.2.3 Estado da arte

Atualmente, já se sabe que os estados afetivos interferem na motivação e na aprendizagem

em ambientes educacionais. (DRAGON et al., 2008; ROWE et al., 2009; BAKER et al., 2010b,

2011; D’MELLO, 2012). Conforme Calvo e D’Mello (2010) apontam, muitos trabalhos na área

de computação afetiva ainda se baseiam na teoria das emoções básicas, proposta por Ekman

(1994). Porém, já existem vários estudos relatando que as emoções básicas têm uma relevância

muito pequena em sessões de alunos interagindo com ambientes de aprendizagem. (D’MELLO;

PICARD; GRAESSER, 2007; LEHMAN et al., 2008; LEHMAN; D’MELLO; PERSON, 2008;

BAKER et al., 2010b; D’MELLO; CALVO, 2013).

Assim, as pesquisas passaram a buscar outros tipos de estados afetivos, mais comuns nesses

tipos de ambientes de aprendizagem. Como exemplo, no trabalho de Lagud e Rodrigo (2010),

que buscam identificar tédio, confusão, frustração, surpresa e flow. Conhecido na língua inglesa

como flow, esse é um estado afetivo que envolve um forte interesse em determinada tarefa

sendo realizada com alta concentração. Outro exemplo é o trabalho de Guia et al. (2012),

que visa detectar tédio, confusão e concentração em um STI. Nesse mesmo contexto, Baker

et al. (2010b) observou a utilização de três ambientes educacionais diferentes pelos alunos.

O objetivo era verificar como os estados afetivos detectados, tédio, confusão e concentração,

interferem no modo que os alunos interagem com os sistemas.

Calvo e D’Mello (2010) sugerem que as emoções confusão, frustração, tédio, flow, curiosi-

dade e ansiedade são mais aplicáveis em ambientes educacionais que reconhecem, expressam

ou sintetizam emoções. Os autores também reafirmam que “o afeto está sempre influenciando

ativamente a cognição e o comportamento e o desafio é modelar essas manifestações de emoção

perenemente presentes, mas de certa forma sutis”.

Autores têm apontado que frustração e tédio podem ter um impacto negativo na aprendiza-

gem, enquanto que confusão e flow podem impactar positivamente. (GRAESSER et al., 2005;

D’MELLO et al., 2014). Porém, se persistir por um longo período, a confusão pode se tornar

frustração ou tédio. Assim, para apresentar esse impacto positivo, a confusão precisa ser regu-

lada de acordo com a personalidade e conhecimentos anteriores do aluno. (CRAIG et al., 2004;

D’MELLO; PICARD; GRAESSER, 2007). Por exemplo, o trabalho de Nunes e Cazella (2011)

apresenta um sistema de recomendação web baseado na personalidade dos usuários. Eles iden-

tificaram que a personalidade direciona as emoções do usuário e utilizaram essas informações

para desenvolver o sistema que obteve resultados muito satisfatórios. D’Mello (2012) apresenta

um conjunto de transições esperadas entre esses quatro estados mencionados anteriormente.

Com base neste trabalho, Reis et al. (2018) realizaram um estudo sobre o tempo de permanên-

cia dos alunos no estado de confusão até este se tornar um estado de frustração ou tédio, com

base em conhecimentos algébricos e nos traços de personalidade dos alunos em um ambiente

educacional. Ainda sobre o trabalho de Reis et al. (2018), os autores apontam que os traços de

personalidade impactam de forma significativa no tempo de permanência dos alunos no estado
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de confusão. Esse resultado pode ser utilizado na construção de modelos para a regulação emo-

cional dos alunos, evitando que estes fiquem frustrados ou entediados e venham a desistir de

realizar suas tarefas.



32

3 SISTEMAS TUTORES INTELIGENTES

Este capítulo tem como objetivo apresentar uma visão geral do conceito de sistemas tutores

inteligentes, bem como apresentar principais definições, arquitetura e comportamento desse

tipo de sistema. Por fim, este capítulo também apresenta o PAT2Math, que é um sistema tutor

inteligente voltado para o ensino de matemática que será utilizado para a obtenção dos dados

de interação dos alunos que serão analisados neste trabalho.

Atividades que proporcionam uma maior interatividade ao aluno, possibilitando-o de fazer

ao invés de apenas ver, resultam em uma melhora na aprendizagem. (KOEDINGER et al.,

2015). Os Sistemas Tutores Inteligentes (STI), do inglês Intelligent Tutoring Systems (ITS),

são softwares educacionais que têm a capacidade de proporcionar essa interatividade, pois são

capazes de auxiliar o aluno individualmente em suas tarefas. Diferentemente de outros softwa-

res educacionais, os STIs são especialistas em uma determinada área e possuem o conheci-

mento para fornecer uma tutoria individualizada ao aluno. (CORBETT; KOEDINGER; AN-

DERSON, 1997; GRAESSER; CONLEY; OLNEY, 2012). Sistemas tutores inteligentes estão

sendo desenvolvidos em várias áreas (por exemplo Matemática, Física, Leitura, Computação,

Indústria, Medicina, entre outras) e estão atingindo bons resultados no processo de aprendiza-

gem. Os STIs têm se mostrado quase tão efetivos quanto tutores humanos. (VANLEHN, 2011;

STEENBERGEN-HU; COOPER, 2013; MA et al., 2014).

Independente da área de aplicação, o comportamento dos STIs é similar. Basicamente,

os STIs possuem dois laços (loops), o laço externo (outer loop) e o laço interno (inner loop)

(VANLEHN, 2006), que são descritos com mais detalhes na seção 3.1. A arquitetura dos STIs

também possui uma similaridade, conhecida por arquitetura clássica, a qual divide o STI em

uma estrutura modular. (DEVEDZIC; HARRER, 2005). Essa arquitetura clássica de um STI é

descrita na seção 3.2.

3.1 Comportamento dos STIs

Os STIs são responsáveis por selecionar a próxima tarefa a ser apresentada ao aluno e, dife-

rentemente de outros softwares educacionais, também são responsáveis por auxiliar o aluno em

cada passo da resolução de uma tarefa. Essa seção tem como objetivo descrever o comporta-

mento dos STIs. Tal comportamento é dividido em dois laços: o externo, que é responsável pela

seleção de tarefas, e o interno, que é responsável por auxiliar o aluno na resolução passo-a-passo

de cada tarefa.

3.1.1 Laço Externo

O laço externo, do inglês outer loop, é responsável pela escolha do próximo conteúdo ou

exercício que será apresentado ao aluno. Essa escolha pode ser realizada de uma maneira inte-
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ligente pelo sistema ou de uma maneira já pré-definida, seguindo uma sequência.

Vanlehn (2006) define quatro estratégias adotadas por STIs. A primeira estratégia é deixar

o próprio aluno selecionar a próxima tarefa. A segunda estratégia é selecionar a próxima tarefa

a partir de uma sequência fixa de tarefas. A terceira estratégia é baseada no domínio do con-

teúdo, do inglês mastery learning, na qual há uma sequência definida de tarefas, porém o aluno

somente pode passar para a próxima tarefa quando ele atingir um determinado nível de conheci-

mento. A quarta estratégia, e mais complexa, é a macro-adaptação, do inglês macroadaptation,

na qual o sistema seleciona a próxima tarefa baseado nas estimativas de conhecimento que o

aluno possui. O laço externo utiliza o módulo tutor, descrito na seção 3.2, para a seleção das

tarefas.

3.1.2 Laço Interno

O laço interno, do inglês inner loop, é responsável por auxiliar o aluno em cada passo

da resolução de uma tarefa, diferentemente do laço externo, que é responsável pela seleção

de tarefas. Um passo de resolução de uma tarefa representa uma interação do usuário com o

sistema que tem o objetivo de completar uma tarefa.

Alguns serviços são destacados como mais utilizados no laço interno dos STIs, segundo

Vanlehn (2006):

i) um feedback mínimo, referente ao passo inserido pelo aluno, indicando se o passo do aluno

está correto ou não;

ii) um feedback específico para o erro do aluno, caso o passo esteja incorreto;

iii) um sistema de dicas, no qual o aluno pode solicitar uma dica, referente ao passo em que

ele se encontra, quando não souber como prosseguir;

iv) um acesso do aluno ao seu conhecimento, através de estimativas obtidas pelo sistema;

v) e, por último, uma revisão da solução da tarefa, na qual o aluno pode visualizar todos os

passos inseridos para a resolução de cada tarefa.

Para fornecer tais serviços, o laço interno utiliza o módulo especialista, descrito na seção

3.2, que é responsável por verificar e fornecer um feedback de cada passo inserido pelo aluno

no sistema.

3.2 Arquitetura Clássica em STIs

A arquitetura dos STIs varia de sistema para sistema, dependendo principalmente do seu

domínio. No entanto, observa-se que a maioria dos STIs segue uma arquitetura básica em sua

implementação. Essa arquitetura foi classificada como arquitetura clássica em STIs e é dividida

em quatro módulos: especialista, do aluno, tutor e o de comunicação. (NWANA, 1990).
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3.2.1 Módulo Especialista

O módulo especialista é onde o conhecimento do STI é armazenado. Ele é considerado a

coluna principal de qualquer STI, pois contém o conhecimento do domínio. Tal conhecimento

é “ensinado” ao STI a partir do conhecimento de especialistas, que normalmente são os profes-

sores de uma determinada área de conhecimento. (ANDERSON, 1988).

O módulo especialista pode ser dividido em dois componentes, o modelo cognitivo e o com-

ponente declarativo. O componente declarativo contém o conteúdo declarativo a ser exibido ao

aluno. Por exemplo, enunciados de exercícios, explanações, exemplos etc. O modelo cognitivo

ou procedural representa a expertise do STI. Tal conhecimento habilita o STI a resolver tarefas

e problemas em sua área de domínio.

3.2.2 Módulo do Aluno

O módulo do aluno é responsável por armazenar as informações sobre o estudante, conforme

ele interage com o STI. Tais informações estão relacionadas à qualquer interação do aluno

com o sistema ou com as preferências do aluno, tais como planos ou caminhos para a solução

utilizados na resolução de uma tarefa, a avaliação do desempenho ou habilidades do aluno na

resolução de problemas ou até mesmo restrições que o aluno tenha violado durante a utilização

do sistema, como pedir muitas dicas, preferência por cores na interface gráfica, preferência por

métodos de ensino, entre outras informações. (ZHOU; EVENS, 1999).

3.2.3 Módulo Tutor

O módulo tutor é responsável por analisar as informações do aluno, contidas no módulo do

aluno. Com base nesta análise, o módulo tutor é capaz de selecionar uma estratégia de ensino

adequada para este aluno em específico. O módulo tutor deve ter acesso ao módulo especia-

lista para identificar a relação entre os conteúdos a serem ensinados. Desta forma, o módulo

tutor pode selecionar uma estratégia adequada com o conhecimento que o aluno possui. Por

exemplo, caso um determinado conteúdo esteja relacionado com outros cinco e o aluno possui

conhecimento em apenas um desses, o módulo tutor identifica que este conteúdo ainda não é

adequado para o aluno e seleciona algum conteúdo mais adequado. Essa é uma característica

importante em STIs, pois a partir dela, o aluno recebe um ensino individualizado.

3.2.4 Módulo de Comunicação

O módulo de comunicação é representado pela interface gráfica do usuário, do inglês Graphi-

cal User Interface (GUI). A interface gráfica é o meio de comunicação entre o aluno e o STI.

Todas as interações do aluno com a interface gráfica são enviadas ao módulo tutor, que por
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sua vez armazena as informações relevantes no módulo do aluno. Tais informações podem ser

utilizadas nas tomadas de decisão do módulo tutor. Essa comunicação entre o STI e o aluno

deve ser simples e intuitiva, para que o aluno não tenha que perder tempo aprendendo a utilizar

a interface e sim aprendendo com o STI.

3.3 STI PAT2Math

STI PAT2Math, do inglês Personal Affective Tutor to Math, é um sistema tutor inteligente

para auxiliar alunos na aprendizagem de álgebra, mais especificamente em equações de pri-

meiro grau. Através de uma ferramenta, chamada PATequation, o aluno pode, a partir de uma

equação inicial, entrar com passos de resolução da equação utilizando o teclado e o mouse do

computador. O STI PAT2Math possui o conhecimento para verificar se cada passo de resolução

de uma equação, inserido pelo aluno, está correto ou não. Ao final de cada interação entre o

aluno e o sistema, o aluno recebe um feedback sobre sua interação. (SEFFRIN et al., 2010).

O STI PAT2Math possui um sistema de dicas inteligente. Ao solicitar uma dica ou ao

cometer um erro na resolução de uma equação, o sistema provê uma dica específica para ajudar

o aluno a corrigir ou solucionar um determinado passo de resolução. (SEFFRIN et al., 2012).

Um experimento com quarenta e três alunos, da sétima série do ensino fundamental, apontou

um aumento no desempenho dos alunos que utilizaram o STI PAT2Math. (JAQUES et al.,

2013).

3.3.1 Comportamento do STI PAT2Math

Nessa seção é descrito o comportamento do STI PAT2Math, conforme seção 3.1. O laço

externo do STI PAT2Math utiliza uma sequência fixa de planos. Cada plano contém equações

do mesmo nível de dificuldade. Dentro de um plano, o aluno pode escolher a equação que

deseja resolver. Porém, para um aluno ir de uma plano para outro, ele deve concluir todas as

tarefas do plano atual e o próximo plano será desbloqueado para o aluno.

O laço interno do STI PAT2Math é representado pela ferramenta PATequation. O PATequa-

tion é um editor inteligente de equações, no qual o aluno pode resolver as equações passo a

passo, inserindo-as no sistema com o uso do teclado e mouse do computador ou com o uso da

escrita à mão em dispositivos touchscreen. (MORAIS; JAQUES, 2017). Nessa, o aluno recebe

uma equação inicial e entra com passos de resolução para solucionar esta equação. A cada

passo que o aluno inserir, o sistema irá verificar se o passo está correto ou não e fornecer um

feedback ao aluno. Caso o passo esteja incorreto, o sistema irá informar o aluno o porquê do

passo estar errado. Outra característica do laço interno é de fornecer dicas para resolução do

próximo passo. A cada iteração do laço interno, o módulo do aluno é atualizado com novas

estimativas do conhecimento do aluno na unidade de conhecimento em que o passo foi dado.

(SEFFRIN; JAQUES, 2015).
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Por exemplo, caso o aluno tenha inserido o passo correto em uma equação que envolvia a

subtração, o sistema identifica que o aluno está aumentando seu conhecimento em subtração.

Caso contrário, o sistema infere que o aluno talvez precise realizar mais exercícios relacionados

à subtração para reforçar esse conteúdo.

3.3.2 Arquitetura do STI PAT2Math

O STI PAT2Math também segue a arquitetura clássica dos STIs, descrita na seção 3.2. (JA-

QUES et al., 2013). A Figura 2 ilustra a arquitetura do STI PAT2Math.

Figura 2 – Arquitetura do STI PAT2Math.

Fonte: Adaptado de Jaques et al. (2013).

No STI PAT2Math, o módulo especialista armazena o conhecimento necessário para re-

solver equações de primeiro grau, representadas através de regras de produção. Além disso,

ele também é capaz de verificar se um passo de resolução inserido pelo aluno no sistema está

correto ou não, dada uma equação inicial. (SEFFRIN; RUBI; JAQUES, 2011; JAQUES et al.,

2013). O módulo especialista se comunica com o módulo do aluno para obter as informações

do aluno e para salvar novas informações sobre este aluno, conforme ilustrado na Figura 2. O

módulo especialista também se comunica com o módulo tutor, que envia os passos de resolução

do aluno para a avaliação do módulo especialista e recebe um conjunto de informações, que

pode incluir as operações utilizadas para a resolução de um determinado passo de resolução, a

informação se o passo está correto ou não e uma possível dica ou mensagem.

O módulo do aluno do STI PAT2Math é responsável por armazenar as informações do aluno,

que inclui todas as interações do aluno com o sistema. Essas interações podem ser o tempo que

aluno levou para resolver uma determinada equação, quantas vezes o aluno acertou ou errou

equações que envolviam determinado conhecimento, em quais conteúdos o aluno pediu dicas
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ao sistema etc. Em cada passo de resolução de uma equação, o aluno aplica vários conceitos ma-

temáticos. O módulo do aluno armazena as estimativas do conhecimento do aluno em cada um

desses conceitos utilizados para a resolução das equações. Essas estimativas são obtidas através

do modelo cognitivo, inserido no módulo especialista, pois este informa quais foram as regras

de produção utilizadas pelo aluno na resolução dos exercícios. A partir do módulo do aluno,

o módulo tutor é capaz de inferir quais os próximos conteúdos que devem ser apresentados ao

aluno. Tal ligação é ilustrada na Figura 2.

O módulo tutor é responsável por receber os passos de resolução das equações, enviados

pelo módulo de comunicação, e retornar um feedback para ele. Cada um desses passos é re-

passado ao módulo especialista, que verifica o passo e fornece um feedback ao módulo tutor,

conforme ilustrado na Figura 2.

O módulo de comunicação do STI PAT2Math é representado pela ferramenta PATequation e

pela interface de exibição dos planos ao aluno. A versão atual do PATequation foi desenvolvida

como uma ferramenta web. Tal estratégia foi utilizada para solucionar uma série de proble-

mas de usabilidade na antiga versão do PATequation, que utilizava de um applet. (MORAIS;

JAQUES, 2013). A Figura 3 ilustra a última versão da ferramenta PATequation.

Figura 3 – Ferramenta PATequation.

Fonte: Elaborado pelo autor.

Na Figura 3, o quadro A ilustra uma equação inicial. Tal equação é fornecida pelo sistema
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ao aluno, sendo que ele não pode alterá-la. A partir da equação inicial, o aluno pode entrar com

passos de resolução, conforme ele identificar adequado, para encontrar a solução da equação.

O quadro B ilustra os passos de resolução inseridos pelo aluno. O sistema identifica os passos

corretos e permite a inserção de um próximo passo. Para cada passo da resolução que o aluno

insere no sistema, um feedback mínimo é fornecido ao aluno. O quadro C ilustra o caso em

que este feedback é positivo, indicando que o passo inserido pelo aluno está correto. Caso

o passo inserido pelo aluno esteja incorreto, o sistema fornece esse feedback juntamente com

uma mensagem de ajuda, conhecido como error-feedback. O quadro D ilustra uma mensagem

de ajuda fornecida pelo sistema, referente ao último passo de resolução inserido pelo aluno e

que está incorreto. Caso o aluno desejar dicas para resolver o próximo passo, se em algum

determinado momento ele não souber como prosseguir na resolução de uma equação, ele pode

solicitar uma dica ao sistema. O quadro E ilustra o botão de dicas, no qual o aluno pode clicar a

qualquer momento que lhe parecer adequado solicitar uma dica, e o quadro em forma de “post

it”, no qual a dica é exibida ao aluno. E, por último, o quadro F ilustra os conteúdos a serem ou

já vistos pelo aluno. Neste exemplo todos os planos já estão desbloqueados. Mas, eles vão sendo

desbloqueados conforme o aluno vai progredindo e concluindo todas as equações de cada plano.

Nesta versão mais recente da interface web do PAT2Math, foram inseridos componentes de

gamificação, como pontuação, ranking da turma, erros e dicas gratuitas. Tal estratégia tem sido

utilizada para evitar que os alunos abusem do sistema de dicas e de feedbacks, comportamento

conhecido como gaming the system, e ao mesmo tempo evitar que os alunos evitem de pedir

ajuda, comportamento conhecido como help refusal. Mais informações podem ser encontradas

em Azevedo, Morais e Jaques (2018).
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4 MINERAÇÃO DE DADOS EDUCACIONAIS

Este capítulo tem como objetivo descrever os conceitos gerais sobre mineração de dados

educacionais. Para isso, algumas definições mais abrangentes devem ser levadas em considera-

ção, como big data e mineração de dados. Depois, um overview sobre os principais métodos e

algoritmos de mineração de dados educacionais e a diferença deste com o conceito de Learning

Analytics é apresentado.

4.1 Big Data

Big data tem sido definido como três dimensões de desafios em gerenciamento de dados,

também conhecido como os três Vs, que são Volume, Variedade e Velocidade. (LANEY, 2001).

Definições de grandes empresas, como a Gartner, também são muito aceitas: “Big data é um

conjunto de informações de alto volume, alta velocidade e alta variedade, que demanda formas

inovadoras e econômicas de processamento de informações para melhorar percepção e tomada

de decisões.” (GARTNER, 2013).

Conforme apresentado por Gandomi e Haider (2015), volume se refere à magnitude dos da-

dos, ou seja, a quantidade de informações. Variedade se refere à heterogeneidade estrutural em

uma base de dados, uma vez que pode-se utilizar tipos de dados estruturados, semi-estruturados

e não estruturados. Atualmente, a maior parte dos dados é proveniente de textos, imagens, áu-

dios, vídeos ou até mesmo de sensores, os quais são exemplos de dados não estruturados. E, por

fim, velocidade se refere à taxa em que os dados são gerados e à velocidade em que esses dados

devem ser analisados e utilizados. Por exemplo, aplicações mobile podem, atualmente, fazer

streaming de vídeo em tempo real, enviando e recebendo informações de milhares de pessoas

ao redor do mundo ao mesmo tempo. Bancos de dados tradicionais não são capazes de lidar

com esse volume de dados não estruturados, muito menos para aplicações de tempo real. Nesse

contexto, encontra-se a área chamada de big data.

Wu et al. (2014) apresentam o teorema HACE, que define big data como sendo dados de alto

volume Heterogêneos, de fontes Autônomas com controle distribuído e descentralizado e visa

explorar dados Complexos e que Evoluem a relação entre os dados. Assim, com essas carac-

terísticas, a descoberta de conhecimento se tornam um desafio, do inglês knowledge discovery.

Autores têm enfatizado a necessidade de novas abordagens de processamento para manipular

essa grande quantidade de dados (KWON; SIM, 2013), sendo essa uma das premissas da área

de mineração de dados.

4.2 Mineração de Dados

Segundo Hand (2007), “a mineração de dados é a análise de conjuntos de dados observaci-

onais (geralmente grandes) para encontrar relacionamentos insuspeitos e para resumir os dados
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de maneiras novas que são compreensíveis e úteis para o proprietário dos dados.” A mineração

de dados, do inglês data mining, geralmente é vista como uma subárea da descoberta de co-

nhecimento em bases de dados, do inglês Knowledge Discovery from Database (KDD). (HAN;

PEI; KAMBER, 2011). Ainda, segundo esses autores, esse processo de descoberta (KDD)

possui uma sequência iterativa dos seguintes passos:

1. limpar os dados, consiste em remover ruídos e dados inconsistentes;

2. integrar os dados, quando mais de uma fonte de dados é utilizada é necessário fazer a

integração de forma consistente;

3. seleção de dados, onde os dados relevantes para a tarefa de análise são recuperados da

base de dados;

4. transformação dos dados, onde os dados são transformados e consolidados, de maneiras

apropriadas para a mineração, realizando operações de agregação e redução;

5. mineração dos dados, processo essencial onde métodos inteligentes são utilizados para a

extração de padrões de dados;

6. avaliação do padrão, identificar os padrões realmente interessantes de acordo com as mé-

tricas;

7. apresentação do conhecimento, onde técnicas de visualização e representação do conhe-

cimento são utilizadas para apresentar o conhecimento minerado para os usuários.

A mineração de dados herda técnicas de vários domínios, conforme ilustrado na Figura

4. Além disso, Han, Pei e Kamber (2011) também descrevem as principais funcionalidades da

mineração de dados, sendo elas: categorização e discriminação, padrões frequentes, associações

e correlações, classificação e regressão, clusterização e análise de outlier. Essas funcionalidades

ou métodos serão descritos com mais detalhes na seção 4.3, tendo seu foco voltado para a

educação.

A mineração de dados tem influenciado na tomada de decisões de organizações, com base

na descoberta de novas informações úteis, criando uma grande lacuna entre empresas que usam

e não usam a mineração de dados para a tomada de decisões. (KIRON et al., 2012). Assim,

as metodologias de análise e mineração de dados, que extraem informações úteis e relevantes

de grandes bases de dados, têm transformado e influenciado diversas áreas de conhecimento.

(SUMMERS; COLLABORATION et al., 2000; COLLINS; MORGAN; PATRINOS, 2003).

Quando essas técnicas de mineração são aplicadas em contextos educacionais, estes levam os

nomes de Learning Analytics (LA) e mineração de dados educacionais, do inglês Educatio-

nal Data Mining (EDM). (BAKER; INVENTADO, 2014). O foco principal desse capítulo é

apresentar o conteúdo de mineração de dados educacionais, onde esta dissertação está inserida.

Assim, a próxima seção apresenta os principais conceitos, métodos, algoritmos e definições da

área. Por fim, um comparativo entre mineração de dados e learning analytics é apresentado.
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Figura 4 – Técnicas de vários domínios.

Fonte: Adaptado de Han, Pei e Kamber (2011).

4.3 Mineração de Dados na Educação

A mineração de dados educacionais, do inglês Educational Data Mining (EDM), “é uma

disciplina emergente, preocupada com o desenvolvimento de métodos para explorar os tipos

exclusivos de dados provenientes de ambientes educacionais e o uso desses métodos para en-

tender melhor os alunos e as configurações em que eles aprendem.” (BAKER; YACEF, 2009).

Vários trabalhos têm sido apresentados na comunidade científica ressaltando aspectos im-

portantes da mineração de dados na pesquisa educacional, como o de Romero e Ventura (2007)

que apresentam uma revisão sobre aplicações de técnicas de mineração de dados em ambientes

educacionais entre 1995 e 2005. Outro exemplo é o trabalho de Castro et al. (2007), que apre-

senta uma revisão sobre técnicas de mineração que visam avaliar o material de aprendizagem,

bem como acessar a performance de aprendizagem e o comportamento dos alunos, especi-

ficamente na área de ensino a distância baseado em computador, do inglês e-learning. Não

apenas em e-learning, mas revisões em ambientes de aprendizagem virtual foram apresentadas.

(MOHAMAD; TASIR, 2013). Também, Baker e Yacef (2009) apresentam uma revisão ressal-

tando as tendências e deslocamentos de tópicos de pesquisa em EDM, as quais são descritas no

capítulo 5.

Romero e Ventura (2007) enfatizam que, embora os métodos de descoberta de conhecimento

em áreas como comércio eletrônico e e-learning são similares, há diferenças importantes para

serem levadas em consideração, como o domínio, os dados obtidos do sistema (logs), o objetivo
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(aumentar os lucros vs. melhorar a aprendizagem) e as técnicas, onde os dados educacionais

precisam de cuidados especiais, conforme apresentado por Donnellan e Pahl (2002) e Li e

Zaïane (2004).

Ainda sobre o trabalho de Romero e Ventura (2007), os autores apontam que a aplicação

e utilização de mineração de dados em ambientes educacionais é um ciclo, conforme ilustrado

na Figura 5, onde a descoberta de novas informações deve entrar nesse ciclo, facilitando e

proporcionando uma melhora na aprendizagem como um todo, e não apenas transformando da-

dos em conhecimento. A aplicação da mineração de dados em ambientes educacionais pode

ser direcionada a diferentes atores (ZORRILLA et al., 2005): orientado aos estudantes (HE-

RAUD; FRANCE; MILLE, 2004; LU, 2004; TANG; MCCALLA, 2005), orientado aos pro-

fessores (MERCERON; YACEF, 2004; MOR; MINGUILLÓN, 2004; ROMERO; VENTURA;

DE BRA, 2004) e orientado à administração acadêmica das instituições. (LUAN, 2002; UR-

BANCIC; SKRJANC; FLACH, 2002; GROB; BENSBERG; KADERALI, 2004).

Figura 5 – Ciclos da aplicação de mineração de dados em ambientes educacionais

Fonte: Adaptado de Romero e Ventura (2007).

Embora os autores ressaltem que não apresentam uma exaustiva seleção de métodos de mi-

neração, como outros trabalhos (BAKER; YACEF, 2009; ROMERO; VENTURA, 2007, 2010;

SCHEUER; MCLAREN, 2012), em seu trabalho Baker e Inventado (2014) apresentam os mé-

todos que estão sendo mais utilizados pela comunidade EDM. Esses são divididos em quatro

principais métodos: métodos de predição, mineração de relacionamento, descoberta de estrutura

e descoberta com modelos, que serão descritos com mais detalhes nas sub-seções seguintes.
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4.3.1 Métodos de Predição

Os métodos de predição, do inglês prediction methods, têm como objetivo inferir o valor

de uma variável, baseado na combinação de várias informações. Para isso, esses tipos de mé-

todos utilizam dados rotulados, ou seja, um conjunto de dados que possui o valor de saída

desejado. Esses métodos são divididos em (i) classificação, (ii) regressão e (iii) estimativa de

conhecimento latente (a versão mais recente do método de regressão), descritos abaixo com

base em Baker e Inventado (2014). Pesquisadores têm usado esses métodos em vários traba-

lhos, para predizer o conhecimento dos alunos (CORBETT; ANDERSON, 1995), os estados

afetivos (D’MELLO et al., 2008; BAKER et al., 2012), para prever os futuros resultados do

aluno (DEKKER; PECHENIZKIY; VLEESHOUWERS, 2009; PEDRO et al., 2013) etc.

i) Nos métodos de classificação, do inglês classification, a variável a ser inferida pode assu-

mir valores binários ou categóricos. Os algoritmos mais usados para esse tipo de método

de classificação são as árvores de decisão, random forests, regras de decisão, regressão

passo-a-passo e logística. Para a validação destes testes, normalmente é utilizada a técnica

de cross-validation (validação cruzada em português), que consiste em utilizar parte do

conjunto de dados para treinamento e parte para teste, de forma repetida e sistemática. É

comum em pesquisas de EDM, onde a fonte de dados são os alunos ou usuários de am-

bientes educacionais, que essa validação seja realizada a nível do aluno, ou seja, que os

dados de cada aluno sejam mantidos juntos e a validação seja baseada no conjunto inteiro

de dados do aluno. As métricas mais comuns para esses classificadores são A’/AUC (HAN-

LEY; MCNEIL, 1982), Kappa (COHEN, 1960), precision e recall. (DAVIS; GOADRICH,

2006).

ii) Nos métodos de regressão, do inglês regression, a variável a ser inferida é contínua. Os

métodos mais populares são a regressão linear e as árvores de regressão. O alto grau de

ruídos nos dados, assim como os múltiplos fatores explicativos, fazem com que seja mais

comum o uso desses algoritmos mais conservadores, deixando as redes neurais e support

vector machines de lado. As métricas de avaliação dos métodos de regressão podem ser as

mesmas dos classificadores, mas também utilizam métricas de correlação linear ou a raiz

do erro quadrático médio, do inglês root mean squared error (RMSE).

iii) Outro método de predição de grande importância em EDM é a estimativa de conheci-

mento latente, do inglês latent knowledge estimation. O uso da palavra latente refere ao

fato de que o conhecimento não pode ser medido de forma direta, apenas inferido a partir

do desempenho do aluno, ou seja, da forma com que o aluno vai aprendendo e progredindo

dentro do sistema. A inferência do conhecimento do aluno pode ser utilizada para ajustar as

estratégias curriculares, ou ainda realizar outros tipos de intervenções (ROLL et al., 2007)

e também pode ser útil para os professores. (FENG; HEFFERNAN, 2007). Os algoritmos
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mais usados nesses tipos de métodos têm sido redes Bayesianas, Bayesian Knowledge Tra-

cing, regressão logística e ainda combinando múltiplas abordagens em grandes conjuntos

de dados.

4.3.2 Mineração de Relacionamento

A mineração de relacionamento, do inglês relationship mining, conforme o nome sugere,

tem como objetivo identificar relações entre duas ou mais variáveis dentro de um conjunto

de dados. Há quatro tipos de mineração de relacionamento comumente vistos em EDM: (i)

mineração de regras de associação, (ii) mineração de padrões sequenciais, (iii) mineração de

correlação e (iv) mineração de dados causais.

i) A mineração de regras de associação, do inglês association rule mining, tem como obje-

tivo descobrir regras do tipo se-então. Assim, a ideia é que ao identificar um determinado

conjunto de valores, quando uma regra se-então for identificada, pode-se presumir que um

outro conjunto de valores será encontrado também. Pesquisas têm usado esse tipo de mé-

todo para predição de performance satisfatória do aluno (BEN-NAIM; BAIN; MARCUS,

2009) e para identificar tendências em conjuntos de erros. (MERCERON; YACEF, 2005).

ii) A mineração de padrões sequenciais, do inglês sequential pattern mining, tem como ob-

jetivo identificar associações temporais entre eventos. Pesquisas vêm utilizando tal abor-

dagem para descobrir caminhos no comportamento colaborativo dos colegas de um grupo

(PERERA et al., 2009) e para identificar o padrão de comportamento de procura de ajuda

durante o tempo. (SHANABROOK et al., 2010).

iii) A mineração de correlação, do inglês correlation mining, tem como objetivo identificar

correlações lineares, tanto negativas quanto positivas, entre diferentes variáveis. Herda

principalmente conceitos da estatística. Tem sido utilizada na identificação de correlação

entre atitudes e comportamento dos alunos (ARROYO; WOOLF, 2005; BAKER et al.,

2008) e na relação entre a usabilidade da interface gráfica de um STI com determinados

comportamentos do aluno. (BAKER et al., 2009).

iv) A mineração de dados causais, do inglês causal data mining, tem como objetivo encon-

trar se um evento foi causado por outro evento; causalidade. Essa tarefa é realizada por

meio da análise de covariância entre variáveis do conjunto de dados. Alguns trabalhos

têm utilizado para identificar fatores que podem fazer um aluno ir mal nas aulas (FANC-

SALI, 2012) ou ainda para analisar se diferentes condições de estudo podem interferir na

aprendizagem. (RAU; SCHEINES, 2012).
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4.3.3 Descoberta de Estrutura

A descoberta de estrutura, do inglês structure discovery, tem como objetivo identificar al-

gum tipo de estrutura sem a obrigatoriedade de se ter dados rotulados. Os principais algoritmos

são: (i) agrupamento, (ii) análise de fator e (iii) descoberta de estrutura de domínio.

i) O agrupamento, do inglês clustering, como o nome já diz, visa agrupar os dados conforme

algum valor em comum, normalmente dividindo o conjunto de dados em clusters, ou gru-

pos. O tamanho e a quantidade desses grupos pode variar de acordo com a necessidade

e objetivo da pesquisa. Os principais algoritmos são os de abordagem hierárquica, como

o Hierarchical Agglomerative Clustering (HAC), e os não-hierárquicos, como k-means,

gaussian mixture modeling e agrupamento espectral. Exemplos de trabalhos que utilizam

essa abordagem são Amershi e Conati (2009) e Beal, Qu e Lee (2006).

ii) A análise de fatores, do inglês factor analysis, tem como objetivo identificar variáveis que

se agrupem naturalmente, dividindo o conjunto de variáveis em um conjunto de fatores.

Normalmente, é utilizado em EDM para a redução da dimensão do problema. Os principais

algoritmos são análise de componentes principais e análise de componentes principais de

famílias exponenciais. Um exemplo de pesquisa utilizando essa abordagem é o de Minaei-

Bidgoli et al. (2003).

iii) A descoberta de estrutura de domínio, do inglês domain structure discovery, visa identi-

ficar quais características mapeiam certas habilidades específicas entre os alunos. A abor-

dagem mais conhecida é o Q-Matrix. (BARNES, 2005). Porém, outros algoritmos podem

ser usados, como algoritmos automatizados e abordagens de descoberta de processos base-

ado no julgamento humano. Exemplos de trabalhos nessa abordagem são Desmarais et al.

(2011); Koedinger, McLaughlin e Stamper (2012).

4.3.4 Descoberta com Modelos

A descoberta com modelos, do inglês discovery with models, tem como objetivo utilizar

modelos desenvolvidos com base em outras abordagens, como predição ou agrupamento, como

componente em um segundo modelo ou análise. Esse tipo de abordagem pode generalizar um

modelo em diferentes contextos. Por exemplo, Baker e Gowda (2010) usaram modelos predi-

tivos de comportamentos (off-task, descuido e gaming the system) durante um ano letivo para

analisar a diferença dos comportamentos em escolas urbanas, rurais e suburbanas. Aqui não

houve o desenvolvimento de novos modelos com base nos modelos avaliados. Porém, uma

análise de diferentes populações foi realizado com base em modelos preditivos já desenvolvi-

dos, o que gerou uma descoberta de novos conhecimentos com base em modelos previamente

desenvolvidos e testados.
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Essa abordagem tem sido muito utilizada na comunidade EDM. Porém, não é uma estraté-

gia de mineração de dados utilizada amplamente, em diferentes áreas. Um uso comum dessa

abordagem é quando um modelo inicial de predição passa a ser a variável preditora de um novo

modelo preditivo.

4.4 Learning Analytics e Mineração de Dados Educacionais

Conforme proposto pela Society for Learning Analytics (SoLAR), “Learning Analytics (LA)

é a medição, coleta, análise e relato de dados sobre os alunos e seus contextos, com o objetivo

de compreender e otimizar o aprendizado e os ambientes em que ele ocorre.” (SOCIETY FOR

LEARNING ANALYTICS RESEARCH , SOLAR). As áreas de LA e EDM compartilham

de várias caraterísticas e possuem interesses e objetivos em comum, porém ambas as áreas

possuem orientações metodológicas, ideologias e tecnologias distintas, conforme apontado por

Baker e Inventado (2014); Papamitsiou e Economides (2014); Ihantola et al. (2015); Calvet

Liñán e Juan Pérez (2015). Segundo Siemens e Baker (2012), LA e EDM se diferem em alguns

aspectos bem específicos. EDM tende à utilização de paradigmas automatizados para a análise

de dados, enquanto que LA tem seu foco em deixar o julgamento final para os humanos. Além

disso, a EDM tem um foco mais reducionista, gerando modelos e relações entre eles, enquanto

LA tem um foco mais holístico, visando entender o sistema como um todo. Por fim, EDM

possui uma ênfase em adaptação automatizada, contra um suporte à intervenção humana de

LA.

Embora hajam diferenças, Baker e Inventado (2014) concluem que ter múltiplas comunida-

des discutindo e descobrindo como desenvolver e aplicar novos métodos pode contribuir posi-

tivamente e mais efetivamente na pesquisa educacional baseada em dados. Ainda, os autores

afirmam que não é uma questão de qual método é o melhor, mas sim quais ou qual o método é

o mais útil para determinada aplicação e contexto.
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5 TRABALHOS RELACIONADOS

Este capítulo tem como objetivo apresentar uma visão geral do estado da arte em detecção e

predição de estados afetivos em ambientes de aprendizagem com o uso de mineração de dados.

Para isso, foi realizado uma busca, iniciada por um conjunto de palavras chaves nos principais

veículos de divulgação da área e após seguindo uma metodologia snowballing, por trabalhos

relacionados. O seguinte conjunto de palavras chaves foi utilizado para a busca inicial de tra-

balhos relacionados: educational data mining, data mining AND education, sensor-free, affect,

emotion, affective state, detect, recognize, infer, predict, learning environment, tutoring system,

educational software, educational system. Essa busca foi realizada nas bases da ACM, IEEE,

Web of Science, Springer, Scopus, Science Direct e Journal of Educational Data Mining. Após

identificar um conjunto inicial de trabalhos, a metodologia snowballing foi aplicada, verificando

a referência à novos trabalhos com base nos trabalhos previamente selecionados. Um total de

327 artigos foram analisados. Porém, apenas os trabalhos que visavam detectar estados afetivos

em ambientes educacionais de aprendizagem por meio de dados de logs foram selecionados.

Visando apresentar o estado da arte mais recente, apenas trabalhos mais atuais foram selecio-

nados para essa análise, publicados dentro dos últimos cinco anos. Com exceção do primeiro

trabalho, que foi publicado em 2008, mas que foi o trabalho pioneiro da área, e do segundo, que

foi publicado em 2012, mas que apresenta mais características em comum com essa dissertação.

(Artigo [1]) O trabalho considerado como pioneiro na área de EDM aplicado à detecção de

estados afetivos é o de D’mello et al. (2008). Nesse trabalho, os autores modelam os estados

afetivos dos alunos ao utilizarem o STI AutoTutor em um laboratório. Os autores relataram

que obtiveram resultados positivos na detecção de frustração, tédio, confusão e flow, quando

comparados com os rótulos gerados pela análise manual de vídeos. Porém, nesse estudo os

autores focam a análise dos resultados em diferenciar cada estado afetivo detectado (tédio, con-

fusão, frustração e flow) do estado neutro. Assim, os resultados obtidos ao distinguir frustração

de neutro foi aproximadamente Kappa = 0, 4 e para tédio, confusão e flow aproximadamente

Kappa = 0, 2. Porém, quando submetidos a distinguir um estado afetivo do outro, seu desem-

penho caiu para uma média de Kappa = 0, 163. Além disso, a validação foi realizada a nível

de observação e não a nível de estudante, o que provê menos informação para os detectores

generalizarem os resultados para novos alunos.

(Artigo [2]) Baker et al. (2012) coletaram logs de utilização de 89 alunos durante dois dias

de coleta de dados com o Cognitive Tutor Algebra I, um STI de matemática, voltado para o en-

sino de equações algébricas. Durante a coleta, dois especialistas coletaram dados de afeto dos

estudantes por meio de observação (estando na mesma sala que o aluno) e com o auxílio de um

aplicativo mobile (protocolo BROMP), resultando em um total de 408,51 minutos de observa-

ções, provenientes de 763 observações (M = 8, 57 observações por estudante). As observações

tinham duração de até 20 segundos, sendo que se o especialista detectasse um estado afetivo ou

comportamento antes disso, ele ia para a próxima observação. Os especialistas usaram a visão
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periférica para codificar os estados afetivos dos alunos, capturando informações de ações, fa-

las, expressões faciais, linguagem corporal e interação com professores ou colegas. Os estados

afetivos eram classificados em cinco categorias: tédio, confusão, flow, frustração e “?” (empre-

gado quando qualquer outro afeto, diferente dos quatro definidos, era identificado ou quando

não era possível codificar afeto). Uma informação relevante é que quando dois estados afetivos

fossem detectados em uma mesma observação, apenas a primeira era considerada. A partir dos

dados coletados de logs e dos especialistas, os autores geraram 232 características (incluindo

número de passos corretos ou incorretos, pedidos de ajuda, duração de ações no sistema, tempo

na resolução de passos e na equação, sequências de ações, estimativa de conhecimento etc.),

as quais foram utilizadas no desenvolvimento de um detector automático de estados afetivos.

Foram desenvolvidos quatro detectores, um para cada estado afetivo. Cada um dos detectores

foi avaliado usando a técnica de validação cruzada (k-fold cross-validation), com k = 6, utili-

zado a validação a nível de aluno. No desenvolvimento dos detectores, os autores utilizaram os

algoritmos de classificação mais utilizados pela comunidade, incluindo J48 decision trees, step

regression, Naive Bayes e REP-Trees. Além disso, os autores também realizaram uma seleção

das características, identificando as que mais se relacionavam com cada um dos estados afetivos.

Para a verificação da qualidade dos detectores, os autores utilizaram Cohen’s Kappa (COHEN,

1960) e A’. (HANLEY; MCNEIL, 1982). Como resultados, os autores apresentam que os me-

lhores algoritmos para detecção de cada um dos estados afetivos foram, respectivamente: (i)

detecção do flow o K* (A′ = 0, 71 e Kappa = 0, 31); (ii) para confusão o JRip (A′ = 0, 99

e Kappa = 0, 40); (iii) para frustração o REPTree (A′ = 0, 99 e Kappa = 0, 23), e, por fim,

(iv) para o tédio o Naive Bayes (A′ = 0, 69 e Kappa = 0, 28). Como conclusões, os autores

apontam que os detectores obtiveram resultados melhores que outros trabalhos relacionados.

(D’MELLO et al., 2008; CONATI; MACLAREN, 2009; SABOURIN; MOTT; LESTER, 2011;

LEE et al., 2011). Eles acreditam que a seleção de variáveis pode ter impactado positivamente

nos resultados. Porém, apenas 30% de precisão foi alcançado, quando comparados a detecção

perfeita, a qual é provavelmente impossível.

(Artigo [3]) Em outro trabalho, também envolvendo a detecção do afeto dos alunos em um

STI de matemática, Pardos et al. (2014) estimam a probabilidade do aluno estar em um estado

de tédio, flow, confusão e frustração e estimam também a probabilidade dos comportamentos

“off-task” e “gaming the system” a cada ação dele no sistema. Com base nos estados afetivos

detectados, os autores também desenvolveram um modelo para predizer o resultado que os alu-

nos alcançariam nos testes, baseado na detecção do afeto, comportamento e performance dos

alunos utilizando o STI. Para a construção dos detectores, dois conjuntos de dados foram uti-

lizados. Um contendo dados de 229 estudantes de uma única escola e outro contendo dados

de 1393 alunos de várias escolas da mesma cidade. O STI ASSISTments, um sistema tutor

web baseado em passos, foi utilizado por turmas de matemática do quarto ao décimo ano, du-

rante duas horas, duas vezes por semana, durante um ano letivo. Tais dados totalizaram 810

mil logs de utilização. Para a detecção do afeto e dos comportamentos dos alunos, os auto-
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res utilizaram o mesmo processo do trabalho de Baker et al. (2012), ou seja, 20 segundos de

observação onde dois especialistas analisavam informações de ações, falas, expressões faciais,

linguagem corporal e interação com professores ou colegas. Novamente, apenas o primeiro es-

tado era considerado quando dois fossem detectados na mesma observação. Ao final, os dados

de afeto e comportamento eram sincronizados com os dados de log do sistema. Um total de

172 características foram utilizadas no desenvolvimento dos detectores (incluindo ações ante-

riores, número de tentativas em cada problema, número de pedidos de ajuda, número de ações

incorretas, assim como a soma total, mínimo, máximo e média desses valores também foram

inclusos). Novamente, foi desenvolvido um detector para cada estado afetivo e validado por

meio de validação cruzada com alunos. Os mesmos oito algoritmos foram utilizados para tes-

tes (J48 decision trees, step regression, Naive Bayes e REP-Trees). Além disso, os autores

também realizaram uma seleção das características, identificando as que mais se relacionavam

com cada um dos estados afetivos. Uma diferença das características utilizadas nesse trabalho

em relação ao de Baker et al. (2012), é que neste os autores não utilizaram informações so-

bre a estimativa do conhecimento dos alunos. Para a verificação da qualidade dos detectores,

os autores utilizaram Cohen’s Kappa (COHEN, 1960), A’ (HANLEY; MCNEIL, 1982) e uma

terceira métrica F-measure (VAN RIJSBERGEN, 1974) e validaram os modelos utilizando 5-

fold cross-validation a nível de aluno. Como resultados, os autores apresentam que o melhor

algoritmo para detecção de flow foi o K* (A′ = 0, 678 e Kappa = 0, 358). Para detecção de

confusão foi o J48 (A′ = 0, 736 e Kappa = 0, 274). Na detecção de frustração foi o Naive

Bayes (A′ = 0, 682 e Kappa = 0, 324). E, por fim, para o tédio foi o JRip (A′ = 0, 632 e

Kappa = 0, 229). Os autores também relatam os preditores de comportamento, porém esses

não são relevantes nessa dissertação. Como conclusões os autores ressaltam que os alunos en-

tediados ou confusos tendem a irem mal nos testes. Porém, tédio e confusão em scaffolding

problems foram associados positivamente, indicando que esses dois estados são dependentes de

contexto. Um resultado inesperado foi a relação positiva entre frustração e aprendizagem. Os

autores ainda argumentam que, embora os detectores de afeto e comportamento podem prever

efetivamente a performance dos alunos nos exames, os resultados ainda não são conclusivos,

pois representam apenas um ambiente de aprendizagem.

(Artigo [4]) Ocumpaugh et al. (2014) também utilizaram o STI ASSISTments para conduzir

outro estudo. Neste estudo o objetivo era verificar se diferentes populações poderiam influen-

ciar os detectores de estados afetivos. Para isso, três grupos de diferentes populações utilizaram

o sistema, gerando dados de logs: urbano, rural e suburbano. A coleta de dados, tanto de logs,

quanto dos estados afetivos, e os algoritmos utilizados para o desenvolvimento dos detectores

foi feita da mesma forma que Baker et al. (2012) e Pardos et al. (2014) descreveram. Dos dados

obtidos, os autores utilizaram 69 características para o treinamento dos detectores (incluindo in-

formações temporais, características baseadas em habilidades, em número de erros, número de

respostas corretas e número de dicas solicitadas). A principal diferença entre esses relatos é que

o treinamento dos detectores foi dividido em modelos específicos para cada tipo de população
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e estado afetivo. Ainda, cada um dos detectores desenvolvidos utilizou um conjunto específico

de características, as quais não foram relatadas no artigo. Como resultados, os autores apontam

que não é possível generalizar um modelo, construído com base em uma única população, para

outros tipos de população. Mais especificamente, os autores sugerem que, da forma com que

os estados afetivos dos alunos é refletido na forma com que eles interagem com o sistema, alu-

nos de populações urbanas e suburbanas são mais similares do que alunos de população rural.

Assim, foi desenvolvido um detector com base nos dados obtidos das três populações, que apre-

sentou um resultado quase tão efetivo quanto o detector mais customizado para um determinado

grupo. A vantagem é de que esse novo modelo é aplicável em uma escala muito maior.

(Artigo [5]) Wang, Heffernan e Heffernan (2015) apresentam três tentativas de melhorar

os detectores de afeto do STI ASSISTments, desenvolvido por Ocumpaugh et al. (2014). Na

primeira, os autores analisam o efeito de rótulos de habilidades que estavam faltando na base

de dados. A segunda está relacionada com a seleção de características, adicionando quatro ca-

racterísticas novas sobre as turmas de alunos, e a terceira eles adicionam duas características

que descrevem sobre os erros comuns dos alunos. A coleta de dados, tanto de logs, quanto de

afeto, seguiu a mesma metodologia utilizada no trabalho de Ocumpaugh et al. (2014). Porém,

diferentemente do trabalho de Ocumpaugh et al. (2014), nesse trabalho os autores utilizaram

58 características (incluindo características temporais, informações de habilidades, número de

erros, número de respostas corretas e o número de pedidos de ajudas). Além disso, a média, mí-

nimo, máximo e somatório dessas 58 características foram calculados, gerando um total de 232

características. Assim como os outros trabalhos, quatro estados afetivos foram considerados:

tédio, flow, frustração e confusão; os quais foram considerados separadamente nos modelos de

detecção. Os algoritmos também foram os mesmos dos outros trabalhos e foram aplicados por

meio da utilização da ferramenta RapidMiner 5. Novamente, os quatro detectores foram ava-

liados e testados separadamente, utilizando as métricas Kappa e A’. Na primeira tentativa de

melhora na detecção os autores inseriram rótulos faltantes de forma manual na base de dados

e retreinaram os detectores. Como resultados, os autores relataram que houve uma melhora de

apenas 3%, indicando que rótulos faltantes não interferem tanto nos resultados. Na segunda ten-

tativa, os autores adicionaram quatro características que envolvem informações sobre a turma

em que o aluno está presente: porcentagem de questões corretas pela turma, a porcentagem do

aluno relativo a média de performance da turma, número de dados anteriores da turma, número

de alunos da turma. Como resultado, a adição de informações sobre a turma melhorou os detec-

tores de flow e tédio em 3,5% no valor médio de Kappa. E na terceira, duas características sobre

os erros comuns dos alunos: a porcentagem da resposta entre os logs que responderam o pro-

blema e uma característica binária, dizendo se uma resposta é da classe de erros comuns. Como

resultados, os autores relataram uma melhora de 5% na média Kappa geral dos detectores.

(Artigo [6]) No trabalho de Paquette et al. (2014) os autores realizam um estudo de como

detectar automaticamente o afeto dos estudantes no ambiente virtual Inq-ITS. Neste ambiente,

os alunos utilizam de interações simuladas para aprender conteúdos de ciências físicas, da vida
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e da Terra, sendo esse um ambiente menos restrito do que os de resolução de problemas, per-

mitindo mais comportamentos exploratórios. Os dados para esse estudo foram coletados de

326 alunos, de 11 turmas de oitavo ano, de três escolas diferentes. Para a coleta dos estados

afetivos dos alunos, o mesmo método utilizado por Baker et al. (2012) e Pardos et al. (2014) foi

utilizado, diferenciando no número de especialistas, que nesse estudo foram quatro. Um total

de 4155 observações foram realizadas utilizando a visão periférica dos especialistas, conforme

descrito anteriormente, seguindo o protocolo BROMP. Porém, após a validação das oberva-

ções, apenas 1241 foram utilizadas na análise final. As observações foram integradas com os

dados de logs, gerando um total de 127 características (incluindo mudanças nas variáveis de

hipóteses, alterações nas variáveis de simulação, pausas de simulação, testes incompletos, exe-

cução de testes completos, todos os ensaios executados, interações durante o estágio de análise,

tempo gasto em cada ação, número de ações, tempo de inatividade e todas as ações relevan-

tes, probabilidade de conhecimento, entre outras). Foram desenvolvidos 12 detectores, sendo

eles divididos em três estágios de investigação dentro do ambiente: hipótese, experimento e

análise, sendo que para cada um desses, quatro detectores foram desenvolvidos, um para cada

estado afetivo. A validação dos detectores foi realizada por meio de validação cruzada a nível

do aluno. No desenvolvimento dos detectores, foram utilizados três algoritmos de classificação:

J48 decision tree, JRip e step regression. Novamente, as métricas utilizadas foram Kappa e A’.

Como resultados, os autores apresentam que a média dos detectores pela validação cruzada foi

Kappa = 0, 354 e A′ = 0, 720, o qual é um resultado melhor do que o apresentado por Pardos

et al. (2014) com Kappa = 0, 296 e A′ = 0, 682. Como conclusões, os autores relatam que

as características foram utilizadas de forma diferente por cada um dos detectores, sendo que

poucas características foram reusadas em diferentes detectores.

(Artigo [7]) Paquette et al. (2016) realizaram uma comparação entre diferentes fontes de

dados para a detecção de estados afetivos. Basicamente, os autores realizaram um estudo com-

parando a detecção baseado em dados de logs (sensor-free) e na postura dos alunos, utilizando

sensores específicos. Após a análise dos resultados, os autores identificaram que os detectores

baseados puramente em dados de interação (logs) obtiveram melhores resultados do que os de-

tectores baseados em dados de sensores na detecção dos estados afetivos. Porém, os autores

ressaltam que os resultados apontam para uma continuidade na pesquisa e que ainda há muitas

questões em aberto relacionadas à área.

(Artigo [8]) Mais recentemente, Jiang et al. (2018) realizaram um estudo comparando duas

estratégias de treinamento de detectores: expert feature engineering e deep neural networks.

Primeiramente, os autores realizaram um estudo para a coleta de dados de logs. Nesta coleta,

93 alunos da sexta série de quatro turmas de ciências utilizaram o ambiente Betty’s Brain para

aprender ciências e completar desafios construindo mapas causais para descrever fenômenos

científicos. Com base nos logs de interação dos alunos com o sistema, os autores desenvol-

veram detectores para os estados afetivos concentração engajada, confusão, frustração, tédio e

surpresa. Para a coleta dos rótulos de treinamento os autores utilizaram o protocolo BROMP,
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conforme mencionado nos trabalhos relacionados anteriores. Um total de 5212 anotações fo-

ram realizadas, levando em consideração o comportamento dos alunos também (off-task, on task

conversation e on task). Nas duas estratégias os autores desenvolveram um detector para cada

estado afetivo. A diferença é que na primeira delas, expert feature engineering que significa

uma seleção inteligente de características, os autores utilizaram um conjunto de 249 caraterísti-

cas que foram inseridas no treinamento dos modelos. Dentre essas características haviam as (i)

básicas, como tempo que o aluno ficou visualizando os mapas, número de cliques, frequência

em que o aluno realizou cada ação, proporção de efetividade de ações, as (ii) de sequência,

que contemplavam a frequência de sequências de três ações consecutivas, como ler um recurso

-> adicionar um conceito -> adicionar um link no mapa, e as (iii) de limites, que envolviam

selecionar um limite ideal para determinadas ações, como número total de pausas depois de

criar um link. Visto o número consideravelmente alto de características, os autores realizaram

uma etapa de seleção de características, visando selecionar as que melhor representassem cada

um dos detectores. Após, os autores utilizaram um conjunto de algoritmos de classificação,

que vêm sendo utilizados com frequência pela comunidade, como C4.5, RIPPER, Step Regres-

sion, Logistic Regression e Naïve Bayes. Apenas o algoritmo que obteve o melhor resultado foi

considerado para a análise final. As métricas de avaliação também seguiram o que os outros tra-

balhos relacionados utilizam: Cohen’s Kappa e A’. A validação dos modelos também utilizou a

técnica de k-fold cross-validation (k = 10) com validação a nível de estudante. Por outro lado,

a segunda estratégia utilizou métodos de deep learning para o treinamento dos modelos. Nessa

estratégia, os autores não utilizaram o conjunto de características da outra estratégia, apenas

treinaram modelos neurais com muitas camadas escondidas e neurônios. Também utilizaram

vários algoritmos de teste, como Recurrent Neural Network (RNN), Long-Short Term Memory

(LSTM), Gated Recurrent Unit (GRU) e temporal Convolution. Como resultados, a estratégia

de feature engineering foi melhor em todos os estados afetivos, exceto para confusão, onde as

duas estratégias empataram. O algoritmo que obteve a melhor performance foi Logistic Re-

gression, alcançando para tédio (A′ = 0, 682, Kappa = 0, 278), para confusão (A′ = 0, 568,

Kappa = 0, 091), para frustração (A′ = 0, 634, Kappa = 0, 056), para surpresa (A′ = 0, 570,

Kappa = 0, 070) e, por fim, para engajamento concentrado (A′ = 0, 624, Kappa = 0, 142)

obtendo uma média final de (A′ = 0, 634, Kappa = 0, 168).

A Tabela 3 apresenta uma síntese dos trabalhos relacionados, focando em quais estados afe-

tivos foram detectados, quais os métodos de anotação das emoções foram utilizados, número de

anotações realizadas, número de anotadores, número de alunos que participaram da coleta, nú-

mero de características consideradas no desenvolvimento dos modelos, número de logs gerados

pelos alunos e considerados no treinamento dos modelos, algoritmos empregados, métodos de

avaliação dos modelos e a média dos resultados. Alguns artigos não apresentam certas informa-

ções, como número de logs considerados ou número de anotações realizadas. Assim, quando

tal informação não foi encontrada nos trabalhos, esta foi representada com o símbolo “-”. Além

disso, devido a uma limitação de espaço, para uma melhor visualização da Tabela 3, os nomes
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de todos os algoritmos identificados foram abreviados e o estado de concentração engajada tam-

bém foi abreviado para “concentr. engajada”. A lista de abreviações dos nomes dos algoritmos

é apresentado na Tabela 2.

Tabela 2 – Abreviações dos algoritmos utilizados nos trabalhos relacionados.
AB AdaBoost LR Logistic Regression
ALR Additive Logistic Regression LWL Locally Weighted Learning
BLR Bayesian Logistic Regression MP Multilayer Perceptron
BP Bagging Predictors NB Naive Bayes
C4 C4.5 Decision Trees NBU Naive Bayes Updatable
DT Decision Trees NN Nearest Neighbor
DTA Decision Tables NNG Nearest Neighbor Generalization
J4 J48 Decision Trees PA PART
JR JRip RI RIPPER
KS KStar ou K* RT REP-Trees
LIR Linear Regression SR Step Regression
LMT Logistic Model Trees SVM Support Vector Machines

Fonte: Elaborado pelo autor.

A Tabela 3 apresenta uma síntese dos métodos e estratégias utilizadas por cada trabalho

relacionado. Porém, nenhum resultado foi apresentado para não dificultar a visualização do

comparativo. Assim, a Tabela 4 apresenta essa síntese apenas dos resultados e dos melhores

algoritmos apresentados pelos trabalhos relacionados. Para isso, apenas os resultados para os

estados de frustração, confusão, tédio e engajamento concentrado/flow foram selecionados. Por

fim, a média dos resultados dos quatro modelos foi calculada. É importante ressaltar que esses

resultados foram obtidos de diferentes ambientes de aprendizagem, em diferentes contextos e

com diferentes características no desenvolvimento dos detectores. Assim, a comparação desses

resultados tem como objetivo apresentar até onde os trabalhos relacionados têm chegado, des-

tacando a complexidade na obtenção de um boa acurácia na detecção, chamado de desempenho

do detector.

Dos oito trabalhos relacionados, todos eles utilizaram as métricas de avaliação de desempe-

nho baseado nos valores de Kappa e A’. Porém, apenas o primeiro artigo que apresenta somente

o valor Kappa e não o A’ como todos os outros. Além disso, o primeiro artigo também não apre-

senta de forma explicita os melhores algoritmos para cada estado afetivo, os autores descrevem

que de todos os algoritmos testados os melhores foram os algoritmos baseado em funções (LR,

MP e SVM), meta (AB, BP e ALR) e em árvores de decisão (C4, LMT e RT). Novamente,

o símbolo “-” foi utilizado para demarcar as informações que não foram encontradas nos tra-

balhos. Nesta tabela, K foi utilizado como abreviação de Kappa e Al como abreviação de

Algoritmo.

Com base no comparativo apresentado na Tabela 3, é possível notar que todos os oito traba-

lhos detectam os estados de tédio, confusão, frustração e flow/concentração engajada. Alguns

dos trabalhos ([1], [7] e [8]) ainda detectam os estados de prazer, surpresa, ansiedade e neutro.

Porém, após realizar as anotações destes estados, os autores identificaram que a quantidade de
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Tabela 3 – Comparativo entre os trabalhos relacionados.
Artigo [1] [2] [3] [4] [5] [6] [7] [8]

Estados
afetivos
detectados

Tédio,
Confusão,
Frustração,

Flow,
Prazer,

Surpresa,
Neutro

Tédio,
Confusão,
Frustração,

Flow,
?

Tédio,
Confusão,
Frustração,

Flow,
?

Tédio,
Confusão,
Frustração,

Flow,
?

Tédio,
Confusão,
Frustração,

Flow,
?

Tédio,
Confusão,
Frustração,

Flow,
?

Tédio,
Confusão,
Frustração,
Concentr.
Engajada,
Surpresa,

Ansiedade,
?

Tédio,
Confusão,
Frustração,
Concentr.
Engajada,

Prazer,
?

Método de
anotação

Análise de
Vídeo

BROMP BROMP BROMP BROMP BROMP BROMP BROMP

Número de
anotações

3380 763 - - - 1241 755 5212

Número de
anotadores

4 2 2 2 2 4 2 2

Número de
alunos

28 89 1622 - - 326 119 93

Número de
características
consideradas

17 232 172 69 232 127 38 249

Número
de logs

considerados
- - 810.000 - - - - 146.141

Algoritmos
empregados

NB
NBU,
LR,
MP,

SVM,
NN,
KS,

LWL,
AB,
BP,

ALR,
C4,

LMT,
RT,

DTA,
NNG,

PA

J4,
SR,
NB,
RT

J4,
SR,
JR,
NB,
KS,
RT

J4,
RT,
JR,
KS

LIR,
DT,
SR,
NB,
JR,
J4,
RT,

BLR,
KS

J4,
JR,
SR

J4,
JR,
NB
SR,
LR,
KS

C4,
RI,
SR,
LR,
NB

Método de
avaliação

10-fold
cross-

validation

6-fold
cross-

validation

5-fold
cross-

validation

5-fold
cross-

validation

5-fold
cross-

validation

Leave-one-
out cross-
validation

10-fold
cross-

validation

10-fold
cross-

validation
Nível de
avaliação

Observação Aluno Aluno Aluno Aluno Aluno Aluno Aluno

Fonte: Elaborado pelo autor.

anotações era muito menor, quando comparado aos quatro primeiros, indicando que ocorrem

com menor frequência nestes tipos de ambientes. Ainda, o estado “?” está associado com o

protocolo BROMP, onde os anotadores devem anotar quando não tiverem certeza de um estado

em um determinado momento, representando a falha na identificação do estado afetivo do aluno

em um dado momento.

Os trabalhos mais recentes têm utilizado o termo concentração engajada, engajamento con-

centrado ou somente engajamento ao invés do termo flow. Segundo Baker et al. (2010b), isso

se deve ao fato de que o flow é um estado de concentração plena, em que o aluno esteja com

seu foco plenamente na tarefa que está realizando, com objetivos claros, envolvendo inclusive a
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Tabela 4 – Comparativo dos resultados entre os trabalhos relacionados.
[1] [2] [3] [4] [5] [6] [7] [8]

Valor Al Valor Al Valor Al Valor Al Valor Al Valor Al Valor Al Valor Al

Frustração
K 0,390

-
0,230

RT
0,324

NB
0,150

JR
0,157

JR
0,389

J4
0,105

LR
0,056

LR
A’ - 0,990 0,682 0,600 0,602 0,726 0,692 0,634

Tédio
K 0,207

-
0,280

NB
0,229

JR
0,240

J4
0,264

J4
0,332

J4
0,469

LR
0,278

LR
A’ - 0,690 0,632 0,660 0,671 0,723 0,848 0,682

Confusão
K 0,182

-
0,400

JR
0,274

J4
0,150

RT
0,148

RT
0,334

JR
0,056

NB
0,091

LR
A’ - 0,990 0,736 0,630 0,627 0,735 0,552 0,568

Flow/
Engajamento

K 0,193
-

0,310
KS

0,358
KS

0,420
JR

0,423
JR

0,360
SR

0,156
SR

0,142
LR

A’ - 0,710 0,678 0,730 0,743 0,697 0,590 0,624

Média
K 0,163 0,305 0,296 0,240 0,248 0,354 0,196 0,141
A’ - 0,845 0,682 0,650 0,660 0,720 0,670 0,627

Fonte: Elaborado pelo autor.

perda de noção de tempo e de auto-conciência, conforme definido por Csikszentmihalyi (1990).

Por outro lado, concentração engajada, considerado um estado afetivo-cognitivo, se refere ao

aluno estar trabalhando na sua tarefa de forma focada e intensa e com envolvimento completo

do aluno, mas sem se restringir aos aspectos e conceitualizações do flow.

Nota-se também que não há um padrão nos números de anotações, números de alunos que

participaram da coleta, número de características consideradas e número de logs considerados.

Isso indica que ainda não se sabe ao certo o que seria o ideal em cada um dos casos. O mesmo

ocorre com a seleção dos algoritmos. Todos os trabalhos selecionaram uma gama de algoritmos

e realizaram testes em cima de todos eles. O que obteve o melhor desempenho foi utilizado

para o desenvolvido dos modelos finais. Porém, com base na Tabela 4, é possível notar que

os algoritmos que têm apresentado os melhores desempenho foram JR (7 ocorrências), LR (6

ocorrências), J4 (5 ocorrências), NB (3 ocorrências), RT (3 ocorrências), KS (2 ocorrências) e

SR (2 ocorrências).

Referente ao método de avaliação dos resultados, todos os trabalhos utilizaram validação

cruzada, cross-validation. A diferença foi no valor K, onde a maioria utilizou 5 ou 10. Ainda,

o nível de validação da maioria dos trabalhos foi pelos dados do aluno. Ou seja, ao invés de

selecionar os dados de teste e treino, para o desenvolvimento dos detectores, aleatoriamente

do conjunto de dados, os dados de cada aluno foram selecionados em uma espécie de lote, do

inglês batch. Essa estratégia é empregada com o objetivo de que os detectores sejam capazes

de generalizar os estados afetivos de logs gerados por alunos que nunca haviam utilizado o

sistema. Assim, ao invés de separar o conjunto integral de dados em grupos de logs, esse

conjunto é separado em grupos de logs de alunos.

Ao analisar os trabalhos relacionados é possível destacar duas principais diferenças com

o trabalho proposto nessa dissertação. A primeira delas está relacionada com a maneira de

obtenção dos dados de afeto dos estudantes. Enquanto os trabalhos relacionados utilizam de

normalmente dois especialistas anotando os estados dos alunos dentro da sala de aula, proto-

colo BROMP, durante a utilização dos ambientes educacionais, em curtos períodos de tempo

(20 segundos por observação), o trabalho proposto utiliza da análise de vídeos para a geração

dos rótulos dos estados afetivos dos alunos. Nesse vídeo, é possível visualizar o rosto dos es-
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tudantes, obtidos com uso de webcam, e a tela do computador, obtidos por meio de softwares

de captura de tela, screen recorder. Diferentemente do primeiro trabalho, que também utiliza a

estratégia da análise de vídeo, este trabalho apresenta um protocolo para a anotação de estados

afetivos para rótulos de treinamento de algoritmos de aprendizagem de máquina, que é descrito

com detalhes na seção 6.2.2.

A segunda diferença é que no trabalho desenvolvido, diferentemente de todos os trabalhos

relacionados, foram utilizadas informações da personalidade dos alunos como características no

desenvolvimento dos detectores. Não foi possível descrever todas as características que foram

utilizadas no desenvolvimento dos modelos dos trabalhos relacionados, pois seria uma lista

extensa com mais de 1000 características, e, além disso, as características são restritas à área

de aplicação do ambiente de aprendizagem. Porém, nenhum dos trabalhos utiliza informações

da personalidade dos estudantes, mas sabe-se que a personalidade influencia na duração das

emoções. (REIS et al., 2018).
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6 TRABALHO DESENVOLVIDO

Esse trabalho tem como objetivo detectar os estados afetivos dos alunos por meio da minera-

ção dos dados de logs. Mais especificamente, foram detectados os estados de frustração, confu-

são, tédio e engajamento concentrado. Esses estados foram escolhidos porque várias pesquisas

vêm mostrando que eles ocorrem mais frequentemente em ambientes educacionais. (CALVO;

D’MELLO, 2010). Conforme apresentado na seção de trabalhos relacionados (Seção 5), a mai-

oria das pesquisas levam em consideração esses estados, divergindo em alguns trabalhos nos

estados de prazer, surpresa, ansiedade e neutro. Porém, a incidência desses últimos é muito

menor em ambientes educacionais (D’MELLO et al., 2008; PAQUETTE et al., 2016; JIANG

et al., 2018), quando comparado aos quatro escolhidos. Assim, optou-se por trabalhar apenas

com os mais proeminentes.

O ambiente educacional utilizado como caso de uso neste trabalho é o STI PAT2Math, des-

crito na Seção 3.3. Por ser um STI baseado em passos, PAT2Math é capaz de proporcionar uma

ajuda aos alunos durante as etapas de resolução de equações de primeiro grau e não apenas para

a resposta final. Além disso, o sistema pode fornecer dicas e verificar se cada passo de resolução

de uma equação inserido pelo aluno está correto ou não. Caso incorreto, PAT2Math irá fornecer

uma ajuda personalizada ao aluno, de forma que ele consiga prosseguir na resolução da equa-

ção. Assim, juntamente com os logs de interação dos alunos com a interface gráfica do STI,

dados do modelo do aluno também foram utilizados como características no desenvolvimento

dos modelos, que serão descritos nas seções seguintes.

O diferencial deste trabalho está na forma de captura dos estados afetivos para criação dos

rótulos dos dados e na adição de características de personalidade no desenvolvimento dos pre-

ditores. Sabendo que a personalidade influencia a duração das emoções (REIS et al., 2018)

e quais emoções são experimentadas (NUNES; CAZELLA, 2011), a hipótese de pesquisa é

que inserindo características da personalidade dos alunos no desenvolvimento dos preditores de

estados afetivos, pode resultar em uma melhora nesse processo de detecção.

6.1 Etapas do Trabalho

Para atingir o objetivo proposto neste trabalho, foi necessário uma série de etapas para a

coleta de dados e para o desenvolvimento e comparação dos detectores. Todos os detectores

foram treinados com os logs de interação e com os dados do módulo do aluno. Os dados de

interação dos alunos com a interface do PAT2Math foram coletados de 55 alunos utilizando

o ambiente, em 10 sessões com média de 40 minutos. Dessa forma, todo tipo de ação do

aluno com o sistema foi capturado. Os dados do módulo do aluno também são provenientes

desta coleta de dados com alunos. Porém, estes dados foram capturados do banco de dados

do PAT2Math. Eles contém todas as informações dos alunos geradas durante a utilização do

sistema, incluindo equações resolvidas, passos de resolução corretos, errados, dicas solicitadas,
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operações aplicadas etc. Os dados de personalidade dos alunos, utilizados somente para o trei-

namento dos detectores que consideram a personalidade, também foram obtidos destes mesmos

alunos, porém por meio da aplicação de um questionário. E, por fim, a última fonte de dados,

estados afetivos e comportamentos dos alunos, é proveniente de um protocolo elaborado no de-

correr deste trabalho. Esses dados de estados afetivos foram utilizados como rótulos alvo para

o treinamento dos detectores. Para a coleta desses dados, os alunos que utilizaram o PAT2Math

tiveram seus rostos, áudio ambiente e tela do computador gravados em formato de vídeos. Com

esses vídeos, codificadores treinados e testados por meio do protocolo desenvolvido, geraram

rótulos de estados afetivos e comportamento dos alunos utilizando o sistema.

Para verificar a validade da hipótese de pesquisa deste trabalho, foram desenvolvidos cinco

detectores para cada estado afetivo, sendo cada um deles com um algoritmo de treinamento di-

ferente. Todos esses detectores foram desenvolvidos com base nos dados de logs e nos dados do

módulo do aluno do STI PAT2Math. Após, apenas os quatro melhores detectores, um para cada

estado, foram selecionados para uma comparação. Esta comparação contou com mais quatro

detectores, que utilizaram como base esses quatro melhores detectores, mas que, além dos da-

dos já utilizados, foram treinados com dados de personalidade dos alunos. Assim, foi possível

comparar os melhores detectores treinados com e sem dados de personalidade. Ao final são

apresentados os resultados desta comparação. Além disso, os melhores detectores desenvolvi-

dos neste trabalho também são comparados com o estado da arte. As etapas realizadas neste

trabalho são ilustradas na Figura 6.

Figura 6 – Etapas de realização deste trabalho.

Fonte: Elaborado pelo autor.

Além de ilustrar as etapas realizadas neste trabalho, a Figura 6 também exibe a ordem em

que elas ocorrem. Assim, é possível identificar que as quatro primeiras etapas são relacionadas
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a coleta dos dados de (etapa 1) logs, (etapa 2) módulo do aluno, (etapa 3) personalidade e (etapa

4) estados afetivos. Após, (etapa 5) cinco detectores para cada estado afetivo são desenvolvi-

dos, cada um utilizando um algoritmo de aprendizagem de máquina diferente, destes (etapa

6) apenas o melhor detector de cada estado afetivo é selecionado. Esses quatro detectores são

treinados novamente com dados de personalidade (etapa 7). E, por fim, é realizada uma compa-

ração entre os detectores treinados com e sem os dados de personalidade (etapa 8). Cada uma

dessas etapas serão descritas com mais detalhes nas próximas seções.

6.2 Coleta dos Dados de Logs

Esta seção tem como objetivo descrever como foi realizada a coleta dos dados de logs. Essa

tarefa foi dividida em duas sub-tarefas. A primeira delas é o desenvolvimento de um coletor

dos logs de iteração do aluno com a interface do STI. A segunda é a coleta dos logs, realizada

por meio da utilização do ambiente por alunos no laboratório de uma escola, chamada de coleta

de dados.

6.2.1 Desenvolvimento do Coletor de Logs

Inicialmente, foi desenvolvido um script, utilizando a linguagem Java Script, para coletar

os dados de logs enquanto os alunos utilizam o sistema. Esse script foi integrado à interface

gráfica web do STI PAT2Math de forma que ao abrir o resolvedor de equações, o script era

inicializado. Após sua inicialização, o script tinha acesso a todos os comandos de entrada e

saída do aluno com o navegador. Assim, toda vez que o aluno realizasse qualquer movimento

com o mouse ou com o teclado, uma função específica para cada ação era executada, gerando

um registro (log). Um log representa toda e qualquer ação do aluno com a interface gráfica do

sistema, incluindo cliques do mouse, teclas pressionadas etc. Além disso, o fato do estudante

não realizar nenhum movimento também era considerado, uma vez que isso poderia significar

que o aluno estivesse realizando outra atividade fora do ambiente.

O script integrado ao PAT2Math é capaz de capturar as seguintes informações, enquanto um

aluno utiliza o ambiente:

1. cliques: o sistema captura todos os cliques do mouse do usuário e identifica em qual

componente da interface esse clique foi realizado. Além disso, um contador de cliques

seguidos é contabilizado em cada log, juntamente com um contador para cliques seguidos

em uma equação e um contador para cliques seguidos em cada passo de resolução de uma

equação.

2. Teclas: Qualquer tecla do teclado do computador que o aluno pressionar será salva como

um log. A única exceção para essa regra é quando o aluno está com a caixa de entrada

de equações selecionada, indicando que o aluno está digitando um passo de resolução de
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equação, explicado no item 3.

3. Passos de resolução: Toda vez que o aluno entrar com um passo de resolução no sistema,

um log é gerado. Esse log contém informações de como o mecanismo de verificação foi

acionado, por clique no botão de verificar ou por pressionar a tecla enter. Além disso,

esse log não é salvo imediatamente. Ele fica em um estado de espera, para que o servidor

do PAT2Math possa retornar um feedback sobre o passo inserido pelo aluno. Assim, esse

log contém a equação inicial, o passo anterior, o passo atual que o aluno acabou de inserir,

o feedback mínimo retornado pelo servidor (certo ou errado) e a mensagem de feedback

de erro, caso o passo esteja incorreto. Além disso, um contador de passos incorretos e um

contador de passos incorretos seguidos foi adicionado a cada log.

4. Tempo ocioso: O sistema contabiliza o tempo em que o aluno não interage com a inter-

face. Foi considerado como interação qualquer movimento do mouse ou tecla pressionada

do teclado. Assim, a cada dois segundos que o aluno não interagir de alguma dessas ma-

neiras com o sistema, um log de tempo ocioso é gerado. Esse intervalo de dois segundos

está relacionado com os rótulos de estados afetivos, pois estes podem ser anotados em

um tempo mínimo de dois segundos, de acordo com o protocolo de anotação dos estados

afetivos elaborado, descrito na seção 6.5. Este valor está relacionado com os rótulos de

estados afetivos de forma que se em uma determinada janela de tempo vários rótulos do

aluno foram anotados, mas este aluno não realizou nenhuma ação no sistema, não haverão

logs para sincronizar com esses rótulos anotados. Assim, com uma janela de tempo oci-

oso com o mesmo tempo mínimo para a anotação de cada rótulo, foi possível que todos

os rótulos anotados pudessem ser sincronizados com algum log. Também, um contador

foi inserido para contabilizar o tempo acumulado de ociosidade do aluno.

5. Foco no navegador: Como o STI PAT2Math é um sistema web, esse tipo de log é gerado

quando o aluno faz qualquer ação de fechamento ou troca de abas no navegador. Assim,

para cada vez que a aba em que o STI estiver sendo executada perder ou ganhar o foco,

um desses logs é gerado.

6. Redimensionamento do navegador: Assim como o log de foco no navegador, esse log

é gerado cada vez que o aluno altera o tamanho da janela em que o STI estiver sendo

executado.

7. Carregamento da página: Cada vez que o aluno carregar a página principal do STI

PAT2Math, um desses logs é gerado.

8. Fechamento da página: Caso o aluno simplesmente feche o navegador ou faça seu lo-

gout do sistema, esse log é gerado. Também é válido se o aluno realizar um recarrega-

mento da página.
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9. Movimento rápido do mouse: O sistema fica monitorando todo tipo de movimento que

o aluno realiza com o mouse do computador. Um cálculo de velocidade é feito a cada

evento de início e fim do movimento do mouse. Caso essa velocidade seja considerada

como rápida, um log é gerado, salvando inclusive posições de início e fim do movimento

na tela.

Conforme descrito no item 1, todos os cliques que o aluno realiza na interface gráfica são

capturados. Porém, há mais de 100 elementos com identificadores únicos na interface do sis-

tema. De modo a reduzir essa quantidade de possibilidades, os elementos foram agrupados em

nove grupos distintos. Cada grupo engloba os elementos referentes a certas ações na interface

do sistema. Os grupos foram definidos em (i) resolução, (ii) planos, (iii) atalhos, (iv) bugs, (v)

gamificação, (vi) dicas, (vii) erros, (viii) notificações e (ix) sistema. A Figura 7 ilustra sete dos

nove grupos, ficando de fora apenas os grupos de notificações e sistema.

Figura 7 – Classificação dos elementos da interface em grupos.

Fonte: Elaborado pelo autor.

O grupo resolução contempla todos os cliques do aluno realizados na área de resolução das

equações, incluindo cliques nos passos de resolução, nas linhas e no botão de verificação. O

grupo planos agrupa elementos clicados na seleção das equações ou planos. O grupo atalhos

engloba os cliques no botão que abre uma janela pop-up e os cliques dentro da janela, onde
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os alunos podem verificar os atalhos de teclado disponíveis no ambiente. O grupo bugs, assim

como o grupo atalhos, engloba o botão e a janela pop-up que abre para o aluno descrever

algum erro que ocorreu no sistema durante sua utilização. O grupo gamificação agrupa os

cliques em qualquer elemento relacionado à gamificação, como pontos, barra de progresso,

erros gratuitos ou ranking. O grupo dicas contempla os cliques no botão de dicas e no texto

fornecido pelo sistema quando o aluno solicita a dica. O grupo erros abrange os cliques na

mensagem de feedback de erro, fornecido pelo sistema quando o aluno comete algum erro na

resolução das equações. Os grupos notificações e sistema não aparecem na Figura 7, mas

englobam, respectivamente, os cliques em janelas pop-ups de alerta e os cliques em qualquer

outro componente ou local da interface em que não esteja englobado em um grupo específico.

Além dessas informações, para cada log criado, uma série de informações é anexada a esse

log:

1. Identificador (ID) do aluno: o identificador único que representa o aluno no banco de

dados do STI.

2. ID do log: o identificador único que representa o log salvo na base de dados do STI.

3. Sequência do log: a ordem em que o log foi gerado em cada dia de utilização do sistema

pelo aluno.

4. Sequência do dia: a ordem, em dias, em que o aluno está utilizando o STI.

5. Equação inicial: a equação em que o aluno está trabalhando no momento em que o log

foi gerado.

6. Último passo correto: o último passo que o aluno inseriu no sistema e foi verificado

como correto.

7. Passo corrente: o passo de resolução que o aluno inseriu e que foi verificado, utilizado

somente quando o aluno realiza uma requisição de verificação de passo ao servidor do

PAT2Math.

8. Pontos: a pontuação que o aluno tem até o momento.

9. Pontos de erro: quantidade de pontos que o aluno perdeu por cometer algum erro.

10. Contador de passos: número de passos que o aluno inseriu no sistema para a equação

atual.

11. Pedido de ajuda: valor booleano que identifica se o aluno solicitou alguma ajuda antes

de verificar se o passo estava correto ou não.

12. Dica: dica que o sistema forneceu quando o aluno solicitou ajuda.
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13. Dicas por operação: número de dicas solicitadas por operação.

14. Dicas no último minuto: número de dicas que o aluno solicitou no último minuto de

utilização do sistema, se houve alguma.

15. Tempo: momento exato em que o log foi gerado, incluindo data e hora.

16. Tempo entre logs: a diferença de tempo entre cada log gerado pelo sistema.

17. Tempo entre requisições: a diferença de tempo entre cada requisição que o aluno fez ao

servidor do PAT2Math, seja por pedido de ajuda ou verificação de passo.

No momento em que a página é carregada pela primeira vez no navegador, o sistema realiza

uma sincronização de data e hora entre o servidor e o computador do aluno. Assim, todos os

dados gerados no navegador do aluno foram armazenados baseado na data e hora do servidor,

facilitando a integração com outros tipos de dados.

Todos os logs são gerados no navegador do aluno e enviados para o servidor do PAT2Math.

Para que o servidor não fosse sobrecarregado com inúmeras requisições de logs por segundo,

foi implementado no script um sistema de conjunto logs. A ideia é que cada log gerado seja

armazenado localmente, ou seja, no navegador do aluno. Esse armazenamento funciona como

se fosse um buffer. Os logs são anexados nesse buffer, sendo que a cada 60 segundos o sistema

web faz uma requisição do tipo POST para o servidor, enviando todo conteúdo do buffer. O

servidor, por sua vez, recebe esse conjunto de logs e armazena cada um deles no banco de

dados do PAT2Math. Após enviar os dados do buffer, este é esvaziado para receber novos logs.

6.2.2 Coleta dos Logs

Após testar e validar o funcionamento do script de coleta dos logs, a coleta de dados foi re-

alizada em uma escola privada na cidade de São Leopoldo, região metropolitana do Rio Grande

do Sul. Duas turmas do sétimo ano do ensino fundamental utilizaram o STI PAT2Math como

ferramenta de auxílio às aulas de matemática, proposto pela própria professora por já conhecer

o STI. A professora e o tempo de utilização da ferramenta também foi o mesmo para as duas

turmas. Ao todo, participaram 55 alunos, com idade entre 12 e 13 (média de 12,15 anos), sendo

29 do sexo feminino e 26 do sexo masculino. Os alunos utilizaram o STI durante 10 sessões,

uma vez por semana. Cada sessão era definida como um período de aula, que nesta escola é de

50 minutos. Assim, levando em consideração o tempo de deslocamento dos alunos até o labora-

tório da escola, as sessões de utilização do STI eram em média de 40 minutos. Todas as sessões

ocorreram no turno da manhã. As duas turmas sempre utilizaram o sistema no mesmo dia de

coleta de dados. As sessões ocorreram entre os meses de maio e outubro de 2018, sendo duas

sessões em maio, somente uma em junho e nenhuma em julho devido ao recesso escolar, quatro

em agosto, duas em setembro e uma em outubro. Durante as sessões haviam no laboratório,

junto com os alunos, a professora de matemática, a responsável pelo laboratório e um bolsista
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do projeto PAT2Math. Assim, os alunos podiam tirar suas dúvidas relacionadas ao ambiente e

à matéria, caso necessário.

A utilização do STI pelos 55 alunos em 10 sessões, com uma média de 40 minutos cada,

totalizou uma média de aproximadamente 360 horas de utilização do sistema. Isso resultou na

geração e armazenamento de um total de 386.015 logs de interação dos alunos com a interface

do STI PAT2Math.

Um termo de consentimento (Termo de Consentimento Livre e Esclarecido - TCLE) foi

elaborado, com o intuito de comunicar aos responsáveis dos alunos sobre a coleta que estava

sendo realizado. Embora a utilização da ferramenta tenha sido uma iniciativa da professora, era

importante que ficasse bem claro o que seria feito com os dados gerados pelos alunos. Esse

termo foi submetido e aceito ao comitê de ética da UNISINOS. O TCLE foi entregue a todos os

alunos, sem a obrigatoriedade da assinatura dos responsáveis para a participação. Caso algum

responsável se negasse a deixar seu filho participar, os dados daquele aluno seriam descartados.

No caso do presente estudo, todos os alunos entregaram o TCLE assinado por pelo menos um

responsável.

6.3 Coleta dos Dados do Módulo de Aluno

O módulo do aluno do STI PAT2Math, conforme descrito na seção 3.3.2, armazena todas

as interações do aluno com o sistema. Assim, o sistema armazena em sua base de dados cada

equação resolvida, passo verificado, erro cometido, dica fornecida entre outras informações

para cada aluno. Essas informações são geradas pelo módulo especialista, que, ao receber um

passo de resolução do aluno, é capaz de identificar quais as operações foram realizadas e se

houve algum erro, qual foi esse erro.

Como apresentado pelo último trabalho relacionado (JIANG et al., 2018), uma seleção de

características mais elaborada tende a apresentar melhores resultados nos modelos de detecção.

Assim, os dados de logs da interação do aluno com a interface do STI foram integrados com

os dados do módulo de aluno, após a coleta de dados, fornecendo uma gama ainda maior de

características. Os logs e os dados do módulo do aluno foram armazenados na mesma base

de dados, que utiliza do banco MySQL, o que facilitou a integração dessas duas fontes de

informações. Como cada log possui a informação do ID do aluno, a equação sendo resolvida

e qual é o passo atual, além de informações de data e hora, essas informações foram utilizadas

para unir o log com o que já se havia salvo na base de dados. A Figura 8 ilustra o diagrama

Entidade Relacionamento (ER) de parte do modelo relacional do módulo do aluno. Essa parte

representa as tabelas onde ficam armazenadas todas as equações, passos de resolução, operações

corretas e erros do aluno.

A tabela user, usuário ou aluno, armazena as informações pessoais do aluno, como nome,

e-mail, senha etc. A tabela task_performed, tarefa realizada, armazena todas as equações que

o aluno já finalizou ou ainda está resolvendo, incluindo data e hora de início e fim e o ID do
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Figura 8 – Diagrama entidade relacionamento de parte da base de dados do módulo do aluno.

Fonte: Elaborado pelo autor.

conteúdo. A tabela content, conteúdo, armazena a equação em si. Assim, vários alunos podem

resolver uma mesma equação. Nessa tabela também são armazenados o nível de dificuldade

da equação e a pontuação máxima que o aluno pode obter ao resolver a equação. A tabela

resolution_step, passos de resolução, armazena todos os passos que o aluno inseriu para cada

equação, esteja ele correto ou errado. Caso o passo esteja correto, a tabela operation, operação,

armazena qual foi a operação que o aluno aplicou corretamente para obter o resultado. Mas,

como um passo de resolução pode englobar várias operações, a tabela step_operation, operação

no passo, armazena todas as operações corretas para um determinado passo (tabela muitos para

muitos). Por outro lado, se o passo estiver errado, a tabela tip, dica, armazena qual foi a operação

que o aluno errou no passo fornecido. O STI PAT2Math também é capaz de identificar as

misconceptions dos alunos. Segundo Ojose (2015), as “misconceptions são mal-entendidos e

interpretações erradas com base em significado incorreto”. Por exemplo, o aluno que esquece de

inverter o sinal da operação que está aplicando em uma operação inversa de adição. Assim, essa

tabela armazena as operações erradas, misconceptions e dicas para fornecer ao aluno quando

este cometer algum dos dois. Por fim, a tabela step_tip, dica no passo, tem o mesmo papel

da tabela step_operation, armazenando mais de uma dica para cada passo, pois o aluno pode

cometer mais de um erro em um único passo.
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Ao integrar os logs com o módulo do aluno, novas características foram extraídas da base de

dados. Sendo elas nível de dificuldade da equação (12 níveis), pontuação, número de passos na

equação, número de passos errados na equação, número de passos errados seguidos na equação,

efetividade dos passos na equação (calculada pela divisão entre o número de passos corretos

pelo número total de passos), tempo que o aluno está resolvendo a equação e tempo que o aluno

está no passo.

Além dessas informações específicas de cada equação, também foram calculadas caracte-

rísticas das equações resolvidas pelo aluno “até o momento atual”. Ou seja, dado um log de

um aluno no meio de uma sessão de coleta, dois cálculos são realizados, o primeiro em cima

das equações resolvidas pelo aluno desde o início do dia até o log atual, chamado de diário, e

o segundo em cima das equações resolvidas pelo aluno desde o primeiro dia de coleta até o log

atual, chamado de total. O resultado desses cálculos foi a média de tempo gasto para resolver as

equações (diário e total), a média do tempo gasto em cada passo de resolução (diário e total), o

número de passos realizados (diário e total), número de passos corretos (diário e total), número

de passos errados (diário e total), número de equações resolvidas (diário e total) e efetividade

dos passos (diário e total).

Além dos dois cálculos realizados para cada aluno (diário e total), os mesmos cálculos foram

realizados com informações da turma. Assim, foi possível inserir características da turma sobre

a média de tempo para resolver as equações (diário e total), média de tempo em cada passo

(diário e total), média de número de passos (diário e total), média de passos corretos (diário e

total), média de passos errados (diário e total), média do número de equações resolvidas (diário

e total) e média da efetividade dos passos.

Referente às operações algébricas aplicadas pelos alunos durante a resolução das equações,

o módulo especialista trabalha com dez operações distintas, sendo elas adição (AD), adição e

subtração de frações (AF), propriedade distributiva (DM), divisão (DV), multiplicação de fra-

ções (MF), mínimo múltiplo comum (MM), multiplicação (MT), operação inversa (OI), subtra-

ção (SB) e simplificação (SP). Para cada operação considerada pelo PAT2Math, foram inferidas

e calculadas as operações necessárias para resolver cada equação, quais e quantas operações o

aluno acertou nos últimos cinco segundos1, quais e quantas operações o aluno acertou na ses-

são (diário), quais e quantas operações o aluno acertou no total (total). A média das operações

também foi calculada para a turma (diário e total). Todos esses cálculos se replicaram para as

operações erradas. Mais uma vez, todas essas operações foram replicadas (aluno diário e total,

turma diário e total) mas agora para verificar a efetividade das operações.

Além das operações de passos corretos e errados, características sobre as misconceptions

também foram calculadas. Ao todo o PAT2Math é capaz de identificar 30 misconceptions. Para

cada uma delas foram calculados quais e quantas ocorreram nos últimos cinco segundos (diário

e total).

1cinco segundos é o tamanho da janela para anotação das emoções no protocolo utilizado neste trabalho.
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6.4 Coleta dos Dados de Personalidade

Após a última sessão de coleta de dados, conforme descrito na seção anterior, os alunos res-

ponderam um questionário de personalidade. Esse questionário identifica os traços de persona-

lidade dos alunos com base na teoria dos grande cinco fatores, sendo este escrito em português e

validado na tese de doutorado de Barbosa (2009) para o Brasil. Esse questionário é constituído

de 20 questões, onde as respostas seguiam uma escala Likert com valores de 1 a 5. As ques-

tões perguntavam para o aluno relatar, por exemplo, o quanto ele se considerava conversador,

comunicativo. Então, o aluno selecionava as opções discordo totalmente (1), discordo (2), nem

concordo nem discordo (3), concordo (4) e concordo totalmente (5). Haviam quatro questões

para cada um dos cinco traços de personalidade. A soma das respostas dessas quatro questões

resultavam no índice que representava um traço de personalidade, sendo esse índice variando

de 4 à 20. Assim, quanto mais próximo de 20, mais forte é a presença do traço e, por outro

lado, quanto mais próximo de 4, mais fraco é a presença do traço. Apenas um aluno dos 55 não

respondeu o questionário de personalidade, por não ter ido na aula no dia em que o questionário

foi aplicado. Assim, seus dados não foram utilizados para o treinamento dos detectores.

6.5 Coleta dos Rótulos de Estados Afetivos

Para que os ambientes de aprendizagem possam detectar e inferir os estados afetivos dos

alunos de forma automática e livre de sensores, primeiramente é necessário que esses sistemas

possuam modelos de detecção, ou detectores de estados afetivos. Esses detectores utilizam algo-

ritmos de aprendizagem de máquina e são treinados com base em algum rótulo alvo, chamado

de treinamento supervisionado. Nesse caso, onde o objetivo é que esses ambientes possuam

habilidades afetivas, o rótulo alvo de treinamento são os próprios estados afetivos. Assim, é

necessário que se tenha um conjunto de rótulos, estados afetivos, para realizar o treinamento

desses detectores. O ato de registrar os estados afetivos dos alunos é conhecido como anotação

dos estados afetivos. Essa seção tem como objetivo apresentar (i) os métodos de anotação que

vêm sendo utilizado pela comunidade e, devido a restrições que esses métodos apresentam, (ii)

um novo protocolo para anotação dos estados afetivos e comportamentos dos alunos com base

na análise de vídeos.

6.5.1 Estado da Arte

A análise de métodos para anotação dos estados afetivos deste trabalho foi realizada em

cima dos trabalhos relacionados, descritos no capítulo 5, desta dissertação, uma vez que para

alcançar o objetivo de detectar e inferir os estados afetivos dos alunos essa seja uma tarefa

necessária para todos.

O primeiro trabalho relacionado (artigo [1]) utiliza de análise de vídeos para realizar uma
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anotação após a coleta de dados, chamado também de detecção offline. Os autores filmaram o

rosto dos estudantes com áudio e a tela do computador enquanto o aluno utilizava o ambiente

de aprendizagem. Porém, sua estratégia utilizou de quatro anotadores, sendo o primeiro deles

o próprio aluno, estratégia de autorrelato das emoções, o segundo era outro aluno que relatava

as emoções de um colega e, por fim, os últimos dois eram dois codificadores treinados em de-

tectar unidades de ações faciais (Action Units - AUs), do modelo Facial Action Coding System

(FACS) de Paul Ekman. A anotação das emoções era realizada em uma janela de tempo de 20

segundos, onde quando mais de uma emoção era identificada, apenas a que era considerada a

mais proeminente devia ser anotada.

Algumas limitações foram identificadas no emprego desse método de anotação das emo-

ções. A primeira delas é que esse não é um protocolo validado. Os autores apenas relatam o

que fizeram e como fizeram. Nenhum tipo de avaliação de concordância entre os anotadores

foi previamente realizada. Segunda, como a coleta de dados realizada nesta dissertação foi em

uma escola privada, que já tem seu cronograma bem definido, não era possível solicitar mais

um espaço para que os alunos pudessem rever os vídeos e autorrelatar suas emoções. Terceira,

embora exista um mapeamento de AUs para os estados de frustração, confusão e tédio (CRAIG

et al., 2008), sendo estes apenas três dos quatro estados afetivos considerados nesta dissertação,

a utilização deste protocolo exige dois codificadores treinados pelo método FACS para detectar

unidades de ações faciais. Tendo em vista todas essas limitações, esse método não era uma

opção viável para as anotações dos estados afetivos deste trabalho.

De todos os trabalhos relacionados, apenas o primeiro, o qual foi listado acima, não utiliza

o protocolo BROMP, que é um protocolo para anotação de estados afetivos e é o protocolo que

mais vêm sendo usado pelos trabalhos publicados mais recentemente. BROMP (Baker, Ro-

drigo, Ocumpaugh Monitoring Protocol) já está em sua versão 2.0. (OCUMPAUGH, 2015).

Nesse protocolo, um codificador ou anotador fica dentro da sala de aula com um smartphone.

Neste dispositivo, o codificador utiliza um aplicativo para realizar as anotações dos estados afe-

tivos de cada aluno, seguindo uma sequência pré definida de alunos. As anotações constituem

estados afetivos e os comportamentos dos alunos. Cada anotação tem uma duração máxima de

20 segundos e, se o codificador identificar um estado afetivo ou comportamento antes do final

deste tempo, ele pode realizar a anotação e ir para o próximo aluno. Quando mais de um estado

afetivo ou comportamento é identificado, apenas o primeiro é anotado. Para usar o protocolo

BROMP, é necessário passar por uma fase de treinamento, obtendo uma certificação BROMP.

Para isso, novos codificadores devem ler o manual do protocolo, participar de sessões de trei-

namento de anotações e, por fim, alcançar um nível de concordância compatível com alguma

pessoa já certificada. A métrica de comparação usada é o Cohen’s Kappa maior ou igual a 0, 6.

Ao analisar o protocolo BROMP foi possível identificar algumas limitações quando com-

parado ao objetivo deste trabalho. Primeira limitação, este trabalho tem como objetivo verificar

se a personalidade pode impactar na precisão da detecção dos estados afetivos. Esta hipótese

partiu da justificativa de que a personalidade impacta no tempo de permanência dos alunos no
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estado de confusão, que utilizou como base a transição dos estados afetivos dos alunos. A in-

consistência encontrada aqui foi de que o protocolo BROMP identifica um estado afetivo por

vez por aluno. Ao identificar e anotar um estado afetivo para um determinado aluno, o codifica-

dor passa a analisar e anotar um estado afetivo de um segundo aluno e assim sucessivamente até

analisar todos os alunos da turma. Ao final, o codificar começa a rodada novamente, porém há

uma diferença muito grande de tempo entre anotações de um mesmo aluno. Desta forma, não

seria possível capturar a transição dos estados afetivos de um único aluno utilizando o protocolo

BROMP. Outra limitação, também relacionada com o objetivo de capturar a transição dos esta-

dos afetivos dos alunos, é em relação ao tamanho da janela de anotação. O protocolo BROMP

define uma janela de anotação de 20 segundos, sendo esta janela variável se o codificador iden-

tificar um estado afetivo antes desse período. Além disso, se o codificador identificar mais de

um estado afetivo, ele deve anotar somente o primeiro estado identificado. Novamente, esta

estratégia diverge do objetivo de identificar as transições dos estados afetivos, pois dentro desse

período de 20 segundos vários estados podem ocorrer. Pode-se utilizar o STI PAT2Math como

exemplo desse fenômeno. O PAT2Math é capaz de corrigir e fornecer um feedback para cada

passo de resolução que o aluno insere no sistema ao resolver uma equação de primeiro grau

provida pelo sistema. Desta forma, ao receber um feedback indesejado, o aluno pode mudar seu

estado, passando de engajado para frustrado, por exemplo. Foi realizado um levantamento do

tempo que os alunos levam para resolver cada passo de resolução. Este tempo varia de cinco

segundos até mais de um minuto. Desta forma, seguindo a janela de 20 segundos do protocolo

BROMP, um aluno poderia entrar com até quatro passos de resolução, tendo seu estado afetivo

afetado há qualquer momento dentro dessa janela de 20 segundos. Outra limitação encontrada

foi em relação à obrigatoriedade de se ter um anotador em sala de aula durante a coleta dos

dados. Essa limitação pode fazer com a coleta de dados fique restrita à locais mais próximos

dos anotadores, adicionando um bias negativo à generalização dos dados para diferentes popu-

lações.

Outros trabalhos também foram pesquisados, seguindo uma metodologia de snowballing

com os trabalhos relacionados sendo o conjunto inicial de artigos, com o intuito de verificar a

existência de um protocolo ou método que pudesse ser usado. No trabalho de Mota e Picard

(2003), professores assistiram vídeos de seus estudantes e realizaram a anotação dos estados

afetivos, mas nenhum método ou métrica de concordância foi utilizada para o treinamento dos

anotadores. Craig et al. (2008) também realizaram a anotação das emoções pela análise de

vídeos e pelo think aloud dos estudantes, ou seja, seus autorrelatos de estados afetivos. Neste

trabalho, os autores utilizaram uma janela de 10 segundos para anotação das emoções. Para a

verificação de concordância foi utilizada a medida Cohen’s Kappa. Porém, nenhum protocolo

de treinamento dos anotadores foi seguido. No trabalho de Woolf et al. (2009), os autores

utilizaram uma metodologia de anotação similar ao BROMP, com anotadores em sala de aula

e com uma janela de anotação de 15 a 20 segundos. Porém, neste trabalho também não foi

apresentado um cálculo de concordância entre os anotadores. Por fim, o trabalho de Bixler e
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D’Mello (2013) realizou a anotação dos estados afetivos com base em análise de vídeo, com

uma janela de 15 segundos para a anotação das emoções. Novamente, nenhum protocolo ou

métrica de concordância entre os anotadores foi apresentado.

Visto tais limitações, deu-se à necessidade da elaboração de um protocolo que pudesse ser

utilizado para a anotação dos estados afetivos desta dissertação. Este protocolo traz caracterís-

ticas de todos os protocolos utilizados nos trabalhos citados acima. Como os de Mota e Picard

(2003); Craig et al. (2008); Bixler e D’Mello (2013), este protocolo usa o que é chamado de

detecção offline, no qual a análise dos estados afetivos e comportamentos ocorre depois que a

coleta foi realizada pela análise de vídeos. Também é influenciado pelo trabalho de Woolf et al.

(2009) na ideia de anotar um aluno por vez em uma janela de tempo e pelo de Ocumpaugh

(2015) que propõem uma fase de treinamento dos anotadores, bem como um processo de ve-

rificação de concordância entre eles antes da anotação de estados afetivos e comportamentos

para serem usados como rótulos de treinamento. A diferença é que com o protocolo proposto,

os anotadores, além de poder visualizar os vídeos quantas vezes julgarem necessário antes de

tomarem uma decisão, podem fazer múltiplas anotações de estados afetivos ou comportamentos

em cada clipe (um segmento do vídeo) do vídeo total, onde a sequência em que elas ocorrem

também é gravada. Ao contrário de outros métodos e protocolos que sugerem que quando mais

de um estado ou comportamento ocorre o anotador deve escolher apenas a primeira ocorrên-

cia para anotar, no protocolo proposto os codificadores podem anotar tantos estados afetivos e

comportamentos que desejarem somente se cada um durar pelo menos dois segundos. Além

disso, o anotador visualizará o mesmo aluno por um período de tempo, em vez de analisar um

aluno e pular para o próximo, como ocorre no protocolo BROMP. Assim, os dados coletados

por este protocolo permitem identificar as transições entre estados afetivos e comportamentos

dos alunos. Nesta dissertação a transição dos estados afetivos é muito importante, pois sabe-se

que a personalidade pode influenciar no tempo em que um aluno fica em um determinado estado

e, também, reconhecer a transição entre estados afetivos permite determinar o melhor momento

para fazer uma intervenção pedagógica. (D’MELLO, 2012; REIS et al., 2018).

Destacam-se como vantagens deste protocolo (i) o fato dele ser escalável, visto que os co-

dificadores não precisam estar presentes durante a obtenção dos dados, enquanto os alunos

utilizam o ambiente de aprendizagem e têm seus rostos e telas dos computadores gravadas. As-

sim, esse método permite que os dados sejam coletados de diferentes amostras populacionais,

incluindo até mesmo diferentes países, trazendo uma generalização maior para os resultados.

Ainda, (ii) este protocolo foi desenvolvido com o intuito de obter rótulos alvos para o treina-

mento de algoritmos de aprendizagem de máquina supervisionado para a detecção de estados

afetivos. Porém, isso não limita o protocolo para somente essa aplicação. Diferentes pesquisas

podem se aproveitar deste protocolo com diferentes objetivos, devido as fases de treinamento

e teste dos codificadores. Assim, esse protocolo também é flexível e generalizável, podendo

ser utilizado em diferentes ambientes de aprendizagem e com objetivos diferentes do objetivo

visado neste trabalho. Além disso, (iii) este protocolo permite que os codificadores realizem
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múltiplas anotações de estados afetivos e comportamentos dentro de um único clipe e (iv) tam-

bém possui um tamanho do clipe menor, que pode variar de acordo com o objetivo de cada

pesquisa. Tais características, iii e iv, permitem que a transição dos estados afetivos e com-

portamentos dos alunos possa ser capturada, trazendo informações mais precisas e detalhadas,

gerando uma espécie de histórico afetivo de cada aluno. Por fim, (v) o protocolo não exige um

grande número de anotadores, comparado com protocolos em que alunos são utilizados como

codificadores.

6.5.2 Protocolo Proposto

Foi elaborado um protocolo para a anotação dos estados afetivos e os comportamentos dos

estudantes com base em observações em vídeos do aluno enquanto ele utiliza o STI PAT2Math

no contexto de uso real de ambientes de aprendizagem nas escolas. Mais especificamente, es-

ses vídeos contêm três tipos de informação: rosto dos alunos, áudio ambiente e gravações de

tela do ambiente de aprendizado, todos gravados simultaneamente. Com essa informação, é

possível ao codificador analisar um único aluno inúmeras vezes para tomar uma decisão sobre

qual estado ou comportamento anotar, permitindo também a identificação do estado afetivo e

das transições de comportamento dos alunos. O objetivo deste protocolo é a geração de rótulos

para treinamento dos detectores dos estados afetivos e comportamentos dos alunos, para serem

usados em algoritmos de aprendizado de máquina supervisionados para detectar e inferir tais

construtos (estados afetivos e comportamentos) automaticamente. Este protocolo foi elaborado

e executado por um grupo de três codificadores (Felipe de Morais (autor), Tiago Kautzman

(doutorando no PPGCA) e Patrícia A. Jaques (orientadora)), que realizaram 10 sessões de trei-

namento, seguindo as fases e definições propostas, com base em vídeos obtidos da coleta de

dados realizada e descrita na seção 6.2.2. Um artigo relatando este protocolo foi aceito para pu-

blicação, como trabalho completo, na Fourteen European Conference on Technology Enhanced

Learning (EC-TEL), 2019, como uma proposta de protocolo de anotação de estados afetivos

para geração de rótulos de algoritmos de aprendizagem de máquina supervisionada (MORAIS

et al., 2019). Neste artigo, intitulado “EmAP-ML: A Protocol of Emotions and Behaviors An-

notation for Machine Learning Labels”, além do protocolo, também foi descrito uma avaliação

sobre o protocolo proposto, onde duas pessoas seguiram a fase de treino e, na fase de teste,

foram capazes de alcançar o nível mínimo de concordância entre anotadores exigido para a

realização individual das anotações de emoções e comportamentos.

O protocolo foi dividido em quatro fases, visando simplificar o entendimento do processo

de anotação proposto. A primeira fase é a coleta e o desenvolvimento dos materiais necessários

para realizar o protocolo, chamada de fase de materiais. A segunda fase é onde os codificadores

discutem e praticam o protocolo, chamado fase de treinamento dos codificadores. A terceira

fase é onde os codificadores colocam seu treinamento em teste, chamado fase de teste dos

codificadores. E, finalmente, a quarta fase é onde os codificadores colocam seu treinamento
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e esforço para gerar os rótulos finais de estados afetivos e dos comportamentos na prática,

chamada fase de anotação. As quatro fases serão descritas em detalhes mas próximas subseções,

bem como o fluxo de mudança de fase. Porém, primeiramente, é necessário esclarecer uma série

de definições adotadas para a execução deste protocolo.

6.5.3 Definições do Protocolo de Anotação dos Estados Afetivos

Esta seção apresenta as definições de termos e nomenclaturas usadas na descrição deste

protocolo. Primeiramente, é necessário definir alguns termos gerais usados no protocolo.

Uma anotação consiste em identificar um ou mais estados afetivos e um ou mais compor-

tamentos em um clipe durante uma sessão de uma gravação, também chamados de rótulos. Um

clipe é um segmento de uma sessão a ser anotada. Os clipes são anotados por um anotador ou

codificador em uma sessão, que é a pessoa responsável por fazer as anotações. Neste trabalho,

participaram três anotadores, o que ajuda a nivelar a compreensão de cada um dos estados afe-

tivos e comportamentos durante a fase de treinamento. Para a fase de anotação, uma vez que os

codificadores são treinados, os rótulos podem ser registrados por apenas um anotador.

A sessão representa uma parte do vídeo completo que foi escolhido para ser anotado pelos

codificadores. Uma sessão tem hora de início (o ponto inicial do vídeo a ser analisado), duração

(o tamanho da sessão) e um conjunto de clipes. O vídeo completo contém o rosto do aluno

e o áudio ambiente em um lado e a tela do computador em outro. Um conjunto de sessões é

chamado de estudo, por exemplo, as sessões de vídeo para a fase de treinamento. Dois tipos

de dados são anotados pelos codificadores em cada sessão: estados afetivos e comportamentos,

chamados de construtos. Para cada estado afetivo ou comportamento a ser anotado, ele deve ter

uma duração de pelo menos dois segundos.

Este protocolo considera os quatro estados afetivos que vêm sendo utilizados pelos trabalhos

relacionados e considerados pela comunidade como os estados mais frequentes em ambientes de

aprendizagem (D’MELLO; CALVO, 2013), que são confusão, frustração, tédio e engajamento.

Porém, o protocolo não se restringe à anotação apenas destes estados, devido ao seu protocolo

de treinamento e avaliação dos anotadores. Além destes estados, o estado “?” também foi

adicionado para quando nenhum dos outros quatro for identificado.

• Confusão: A confusão acontece quando os alunos parecem ter dificuldade em entender

os materiais da aula ou a tarefa que estão tentando resolver. Já foram relatadas evidências

de que a confusão surge de uma avaliação cognitiva, appraisal, de uma incompatibilidade

entre o conhecimento necessário para resolver a tarefa atual e o conhecimento prévio do

aluno. (D’MELLO et al., 2014). Quando os alunos estão interessados, mas não têm

interação com o sistema, isso pode indicar que eles estão confusos porque não sabem

como proceder para resolver a tarefa. No entanto, quando o codificador está em dúvida,

este deve classificar o estado afetivo como “?”. Os sinais de confusão não precisam ser

expressos apenas na forma facial, como franzir a testa; os codificadores também podem
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usar sinais verbais (por exemplo, estudante pedindo ajuda) ou outros sinais convencionais

de confusão (por exemplo, um aluno levantando as mãos ou inclinando a cabeça pro lado).

• Frustração: De acordo com modelos da teoria de avaliação cognitiva, appraisal, a frus-

tração surge porque uma consequência desejável esperada para um dado evento (situação)

não aconteceu. (ORTONY; CLORE; COLLINS, 1990). Geralmente, ocorre um estado

de frustração quando os alunos esperam estar corretos sobre uma etapa da tarefa, de-

monstrando seu aborrecimento pelo feedback negativo do sistema. Alguns alunos podem

mostrar um sorriso sem graça quando estão frustrados.

• Tédio: Estados afetivos como a frustração são orientados por eventos, como quando os

alunos estão certos de que sua solução para uma tarefa estaria correta, recebem feedback

de que erraram a solução da tarefa. O tédio, no entanto, não é causado por um evento,

mas pela falta subjetiva de valor em uma determinada situação ou atividade. (PEKRUN

et al., 2010). O tédio implica sentimentos desagradáveis, percepção alterada do tempo,

excitação reduzida, motivação para mudar de tarefa ou abandono da tarefa e pode ser

expresso no rosto, na voz (mais baixa do que o normal) e na postura. (PEKRUN et al.,

2010).

• Concentração engajada ou engajamento: Neste estado afetivo-cognitivo, os alunos es-

tão focados e prestando atenção à tarefa atual ou estão executando várias tarefas enquanto

continuam focados e prestando atenção a todas essas tarefas. Este estado afetivo não deve

ser confundido com o constructo de flow descrito por Csikszentmihalyi (1990), em que

uma pessoa está totalmente imersa na tarefa. Porém, para ser classificado como engaja-

mento o aluno deve demonstrar algum esforço cognitivo. Aqueles momentos em que os

alunos estão um pouco relaxados, olhando ao redor, geralmente na troca de planos, devem

ser considerados como “?”, se durarem mais de dois segundos. Quando mais curto, eles

não devem ser anotados.

• Estado afetivo “? ”: Não se refere a um estado afetivo, mas a uma categoria na qual o ví-

deo não apresenta informações suficientes para o codificador tomar a decisão correta. Por

exemplo, quando os alunos saem do campo de visão da câmera. Esta categoria também

deve ser escolhida quando o codificador tiver identificado outros estados afetivos além

daqueles previstos no protocolo. Por exemplo, quando os alunos mostram surpresa, que

é uma emoção não considerada neste protocolo.

Em relação aos comportamentos, seis categorias também são anotadas para este protocolo:

on task (na tarefa), on task conversation (conversação na tarefa), on task out (na tarefa fora do

ambiente), on system (no ambiente), off task (fora da tarefa) e “?”. Esses comportamentos são

os mesmos usados no protocolo BROMP (OCUMPAUGH, 2015), exceto o comportamento on

system.
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• On task: Os alunos estão on task quando estão concentrados em resolver a tarefa atual,

que no caso do trabalho proposto, é a resolução de uma equação no PAT2Math. No

entanto, uma pequena viradinha pro lado ou uma breve resposta a um colega de classe,

sem tirar a atenção dos alunos da tarefa, ainda é considerado on task, se durar menos de

dois segundos.

• On system: O aluno está utilizando o ambiente de aprendizagem, mas não está focado na

resolução da sua tarefa (equação), por exemplo quando o aluno está olhando o ranking,

verificando quais os planos já estão desbloqueados ou ainda escolhendo uma equação do

plano atual para resolver.

• On task conversation: Refere-se à um comportamento quando os alunos estão traba-

lhando em uma tarefa enquanto conversam com o professor ou outro aluno especifica-

mente sobre a tarefa que estão realizando. Basicamente, esse comportamento designa

quando um aluno está recebendo ajuda na tarefa sendo realizada. Quando os alunos estão

falando sobre outras coisas além da tarefa que estão fazendo, por exemplo, o sistema (de-

sempenho do sistema, pontos de gamificação, mensagens, conteúdos) ou qualquer coisa

relacionada ao aprendizado (meta cognitivo, habilidades históricas, avaliação de um erro,

entre outros), isso deve ser classificado como comportamento off task. Da mesma forma,

quando os alunos estão ajudando um colega a resolver outra tarefa, ele também deve ser

classificado como off task. Embora essa classificação possa ser considerada não muito

intuitiva (porque os alunos também aprendem quando explicam), é importante ter em

mente que as anotações serão usadas por um classificador que visa inferir com base nos

logs das ações dos alunos quando eles estão resolvendo sua própria tarefa (ou engajados

na resolução da sua tarefa).

• On task out: Os alunos estão on task out quando estão trabalhando em suas tarefas,

mas não estão usando o ambiente de aprendizagem. Por exemplo, quando os alunos

usam cadernos para realizar cálculos intermediários ou anotações. Quando os alunos

estão on task out e falam sobre sua tarefa ou desempenho de aprendizagem, isso ainda é

considerado on task out. A palavra “out” significa que o aluno não está usando o sistema,

mas ainda está trabalhando em sua tarefa; ou seja, fora do sistema.

• Off task: O aluno não está trabalhando na tarefa atribuída pelo sistema. Por exemplo,

quando o aluno está conversando com colegas, está ouvindo e prestando atenção em con-

versas paralelas ou quando está ajudando um colega com a resolução de uma tarefa ou

com a utilização do ambiente.

• Comportamento “?”: Esta categoria inclui qualquer comportamento que não esteja na

lista de comportamentos deste protocolo. Por exemplo, quando os alunos saem das suas

cadeiras para irem ao banheiro ou se abaixam para pegar algum material que caiu. As-

sim, uma regra que se aplica é que este comportamento deve ser usado quando o aluno
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não está no vídeo ou em algum momento quando o codificador tem dúvidas sobre qual

comportamento codificar.

A combinação dos estados afetivos e dos comportamentos também podem proporcionar um

significado diferente. Assim, foi elaborado uma lista com algumas possíveis ações dos alunos

e as combinações que foram utilizadas. Essa lista é descrita na Tabela 5.

Tabela 5 – Ações dos alunos e as combinações que foram utilizadas.
Ação Estado Afetivo Comportamento

Gaming the system
Qualquer estado
menos engajamento

On task

Conversando sobre sua
própria tarefa (alguém
ajudado o aluno)

Engajado (se houver)
esforço cognitivo

On task

conversation

Em caso de dúvida
do anotador (por não
ter indícios suficientes)

? ?

Qualquer situação em que
o aluno não está usando o
sistema de forma focada,
com exceção do on task out

Qualquer estado Off task

Rosto totalmente escondido ?
Qualquer
comportamento

Está no ambiente mas não
está resolvendo uma tarefa
(ver ranking, acessar plano)

Qualquer estado
menos engajado

On system

Bug no sistema Qualquer estado On system

Lendo dica Qualquer estado On task

Emoção na transição Anotar no 2o clipe -
Ajudar colega de forma
concentrada

Engajamento
concentrado

Off task

Fonte: Elaborado pelo autor.

Baseado nas definições dos termos descritos anteriormente, algumas variáveis foram defini-

das com base na necessidade deste trabalho. A primeira definição é em relação ao tamanho do

clipe, que foi definido em cinco segundos. Apontam-se duas justificativas para esta definição,

a primeira delas é que as emoções possuem uma curta duração (SCHERER, 2005). Segunda,

inicialmente foi considerado um tamanho de 10 segundos, porém por meio de observações em-

píricas foi possível identificar que esse tamanho era inadequado. Assim, passou-se a utilizar o

clipe com a duração de cinco segundos. Para chegar neste valor, mais de 20 tarefas de anotações

foram realizadas, onde notou-se que quando o tamanho do clipe era maior do que cinco segun-

dos, os alunos experienciavam mais do que um estado por clipe. Desta forma, os codificadores

eram forçados a escolher os estados mais representativos. O problema é que esta estratégia de

escolher um estado mais representativo causa uma perda de dados, fazendo com que os rótulos

não representem realmente as transições de estados afetivos do aluno. Ainda, por ser um STI

baseado em passos, PAT2Math oferece uma grande quantidade de feedback ao aluno. A cada
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passo que o aluno insere, o sistema informa o aluno se esse passo está correto e, se estiver in-

correto, também apresenta um dica para o aluno prosseguir. Ao analisar os dados do módulo

do aluno do PAT2Math, foi possível identificar que essas interações, do aluno inserindo passos

no sistema, ocorriam com uma frequência entre cinco segundos a mais de um minuto. Como

o sistema fornece um feedback mínimo por interação, esse feedback pode elicitar diferentes

estados afetivos no aluno. Desta forma, o tamanho do clipe em cinco segundos representa me-

lhor a duração dos estados afetivos que os alunos experimentam durante a utilização do STI

PAT2Math.

Outras definições em relação ao tempo foram feitas para à sessão. O tempo de duração

de uma sessão de anotação foi definido em cinco minutos. A escolha das sessões de cinco

minutos deu-se porque foi considerado que era tempo suficiente para o codificador estar ciente

do contexto do aluno sem deixar o codificador entediado ou cansado com uma tarefa longa.

Além disso, também foi definido o tempo de início da sessão em relação ao vídeo. Os vídeos

obtidos possuíam duração média de 40 minutos (duração da aula de matemática). Desta forma,

foi definido que a sessão teria início 10 minutos após o início do vídeo. Esses 10 minutos foram

desconsiderados dos vídeos para descartar a fase inicial, quando os alunos estão logando no

sistema, se acomodando na cadeira e no computador e mais conscientes da câmera. Portanto,

se a duração da sessão é igual a cinco minutos e o tamanho do clipe é cinco segundos, para cada

sessão, cada codificador gera 60 anotações.

Este protocolo tem uma compreensão incremental dos conceitos de estados e comportamen-

tos afetivos. Assim, foi definido o número de codificadores igual a três, que neste caso são três

membros do grupo de pesquisa em informática na educação do Programa de Pós-Graduação em

Computação Aplicada (PPGCA) da UNISINOS. Dessa forma, é possível que dois codificadores

identifiquem um estado ou comportamento enquanto um terceiro discorda, gerando assim um

ponto de discussão durante a fase de treinamento. Para as anotações, foi definido que cada ano-

tação representa um ou mais estados afetivos e um ou mais comportamentos do aluno. Assim,

o protocolo permite várias anotações de estados e comportamentos dentro de cada clipe. Para

fazer uma anotação de estados afetivos e comportamentos, foi definido que a manifestação deve

ter uma duração de pelo menos dois segundos para ser anotada. Assim, por exemplo, quando o

aluno dá uma rápida olhada em algo fora da tela do computador por um período menor que dois

segundos, o codificador não deve anotá-lo como comportamento off task devido ao tempo de

duração do evento. Neste caso, como a duração dos clipes é de cinco segundos, os codificadores

são capazes de anotar pelo menos um estado afetivo e um comportamento e no máximo dois

estados afetivos e dois comportamentos em cada clipe. Para que o codificador possa observar a

duração dos eventos, foi desenvolvido uma ferramenta web para anotação que possui um relógio

marcando o tempo do clipe, descrito com mais detalhes na próxima seção.

Foram definidas algumas regras para a identificação de estados afetivos e comportamentos.

Como cada codificador pode anotar mais de um estado afetivo ou comportamento por clipe, é

importante ressaltar que a ordem em que esses estados ou comportamentos são codificados tam-
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bém é armazenada. Ou seja, é importante anotar os estados e comportamentos conforme eles

ocorrem ao longo do clipe. Para ajudar o codificador, um feedback visual na interface gráfica da

ferramenta desenvolvida mostra ao codificador qual foi a ordem na qual os estados ou comporta-

mentos foram codificados. Quando apenas um estado ou comportamento é identificado em um

clipe, o codificador deve selecionar apenas esse estado/comportamento, o que significa que não

há ordem de estados e comportamentos nesse clipe. Além disso, um requisito ao identificar um

estado ou comportamento é que ele deve estar presente por pelo menos dois segundos do clipe,

conforme indicado anteriormente. Um clipe deve conter pelo menos um estado afetivo e um

comportamento anotado. Os estados e comportamentos afetivos dependem do clipe. Ou seja,

se um codificador anota um estado afetivo e um comportamento, esse comportamento é associ-

ado ao tempo integral do estado afetivo anotado (tempo relacionado ao tamanho do clipe). Se

um codificador anotar dois estados afetivos e apenas um comportamento, esse comportamento

é associado aos dois estados afetivos anotados. Se o codificador anotar dois estados afetivos e

dois comportamentos, isso significa que o primeiro estado afetivo está relacionado ao primeiro

comportamento e o segundo estado ao segundo comportamento. Portanto, a ordem das anota-

ções é importante. Quando o codificador não tem certeza de qual estado/comportamento afetivo

escolher, ele deve escolher anotar a categoria “?” para o estado afetivo ou comportamento.

6.5.4 Fluxo de Troca de Fases do Protocolo

Conforme mencionado no início desta seção, o protocolo desenvolvido contém quatro fases.

A fase inicial define a coleta e desenvolvimento de materiais e ferramenta de anotação. Uma

vez que os vídeos foram coletados e a ferramenta de anotação foi desenvolvida, os codificadores

iniciaram a discussão inicial sobre as definições do protocolo, bem como a configuração da

ferramenta de anotação. Após essa discussão e com a ferramenta de anotação configurada, os

codificadores realizaram uma etapa de anotações e a discussão sobre as anotações. Se eles

identificassem que haviam muitas divergências nos resultados, significava que eles precisavam

melhorar sua compreensão das definições e retomar a tarefa de realização das anotações e a

discussão sobre as anotações. Para cada iteração, ciclo, de realização e discussão das anotações,

foram comparados 180 anotações de estados afetivos e 180 de comportamentos, sendo 60 destas

anotações provenientes de cada codificador. É importante destacar que um ciclo é um conjunto

de realização das anotações e discussão sobre as anotações. Uma vez que a divergência dos

resultados fosse muito pequena, os codificadores estavam aptos a ir para a fase de teste dos

codificadores. Esta fase é bastante semelhante à fase de treinamento. No início, os codificadores

têm uma instrução inicial para decidir os parâmetros da fase de teste, para então realizarem

as anotações. No entanto, não há discussão após a tarefa de fazer anotações. Em vez disso,

os codificadores analisam os resultados por meio de medições estatísticas. Esta estratégia de

não incluir a análise estatística durante a fase de treinamento foi escolhida para não liderar

o treinamento à obtenção de um limiar, mas para uma maior e verdadeira compreensão dos
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conceitos de estados afetivos e comportamentos adotados pelo protocolo. Se os codificadores

obtiverem um bom resultado na fase de teste, isto é, um Randolph Kappa igual ou maior que 0.6,

então eles são considerados capazes de gerar os rótulos de estados afetivos e comportamentos

sozinhos, isto é, a fase de anotação. Se não, os codificadores devem voltar à fase de treinamento

e reforçarem o entendimento sobre os conceitos, realizando novos ciclos de treinamento. A

Figura 9 ilustra o fluxo de troca de fases, conforme descrito anteriormente.

Figura 9 – Fluxo de troca de fases do protocolo de anotação dos estados afetivos e comportamentos.

Fonte: Elaborado pelo autor.

6.5.5 Fase dos Materiais

A fase dos materiais descreve a coleta dos vídeos para serem analisados e o desenvolvimento

da ferramenta necessária para a coleta das anotações. Assim, essa fase é dividida nessas duas

tarefas, que serão descritas com mais detalhes.

• Coleta dos vídeos: Esta fase descreve a coleta dos vídeos utilizados neste protocolo
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para a obtenção dos rótulos de estados afetivos e comportamentos dos alunos. Os vídeos

foram coletados durante a coleta de dados descrito na seção 6.2.2. O tempo médio dos

vídeos é de aproximadamente 40 minutos. Dentro dos 10 dias de coleta de dados, mais de

230 vídeos completos foram gravados. Durante a coleta, foram gravados dois vídeos por

aluno, um com rosto e áudio e outro contendo a tela do computador do aluno, enquanto ele

utiliza o STI PAT2Math. Para capturar o rosto e o áudio ambiente, foi usado uma webcam

com microfone e este vídeo foi gravado em Alta Definição (HD). Para gravar os vídeos,

foi utilizado o software online Wistia Soapbox (https://soapbox.wistia.com),

que funciona como um plugin para o navegador Google Chrome e grava vídeos (tela do

computador e rosto do aluno) de forma simultânea. Uma característica interessante deste

plugin é que ele não mostra na tela do computador que o aluno está sendo gravado, mesmo

para a webcam. Assim, os alunos não conseguiam ver o seu próprio rosto enquanto

estavam sendo gravados.

Algumas precauções foram tomadas para que os vídeos fossem gravados. Todos os alunos

usaram o sistema ao mesmo tempo. Cada aluno usou um único computador. Como o uso

do ambiente educacional foi uma atividade proposta pela escola, os alunos não puderam

realizar nenhum tipo de atividade paralela ao uso do ambiente. Assim, os alunos coloca-

ram o sistema em tela cheia e não podiam usar outro ambiente ou sistema de computador.

Antes de iniciar a gravação dos vídeos, os alunos foram instruídos a permanecer em uma

postura confortável, para que as webcams pudessem ser devidamente ajustadas de acordo

com cada aluno.

• Ferramenta de anotação: Para a anotação dos estados afetivos, foi desenvolvida uma

ferramenta computacional web, que recebe os dois vídeos (face com áudio e tela) captura-

dos simultaneamente (ver Figura 10). A ferramenta exibe os dois vídeos simultaneamente

e de forma síncrona, ou seja, para a anotação, o codificador escuta e vê o aluno e o que

ele está fazendo no sistema ao mesmo tempo, lado a lado. A anotação de estados afe-

tivos e comportamentos é realizada ao visualizar os dois vídeos simultaneamente. Para

completar o processo de anotação, o codificador deve selecionar o estudo e a sessão a ser

anotada.

As sessões têm um vídeo completo, hora de início e tamanho da sessão, conforme descrito

na seção de definições. Ao acessar uma sessão, as informações predefinidas são carre-

gadas e configuradas automaticamente. Assim, quando os codificadores reproduzirem

o vídeo, eles verão o primeiro clipe para inserir sua anotação, que possui um tamanho

de cinco segundos. O sistema reproduz o vídeo durante o tempo do clipe e para auto-

maticamente quando esse tempo acabar. Assim, os anotadores podem refletir sobre sua

anotação e inseri-la no sistema, que será armazenada automaticamente no banco de dados,

com base na ordem de seleção do anotador, para estados afetivos e comportamentos. Se

necessário, os codificadores podem rever o clipe quantas vezes quiserem para terem uma
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maior precisão em seu julgamento. Depois de realizar a anotação do clipe, o codificador

simplesmente pressiona o botão próximo, que reproduzirá o próximo clipe e limpará os

dados da última anotação. A ferramenta armazena localmente as anotações executadas

pelo codificador para que possam ser revisadas e modificadas se os codificadores conside-

rarem necessário. Sabendo que o codificador pode selecionar mais de um estado afetivo

ou comportamento por clipe, a interface gráfica da ferramenta exibe um número, indi-

cando a ordem da anotação para que o codificador tenha certeza sobre a sequência das

anotações realizadas. Após ter realizado o processo de anotação, a ferramenta indica ao

codificador o término da sessão e salva todas as anotações no banco de dados.

Figura 10 – Ferramenta desenvolvida utilizada para coletar as anotações dos estados afetivos e compor-
tamentos.

Fonte: Elaborado pelo autor.

6.5.6 Fase de Treinamento dos Codificadores

Esta fase tem como objetivo descrever o procedimento realizado para o treinamento de co-

dificadores na detecção de estados afetivos e comportamentos. A fase de treinamento dos codi-

ficadores foi dividida em três tarefas, chamada (i) discussão inicial, (ii) realização das anotações

e (iii) discussão das anotações. As tarefas ocorreram em sequência, mas a fase de treinamento

como um todo representa vários ciclos de repetição de (ii) realização e (iii) discussão das ano-

tações até que um nível de treinamento desejado seja alcançado.

1. Discussão inicial: Nesta tarefa foram esclarecidos os conceitos sobre os estados afetivos

e os comportamentos a serem anotados com este protocolo, visando alcançar um enten-

dimento mútuo. Para isso, foram estudadas teorias já conhecidas como estado da arte,
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para que o entendimento compartilhado esteja correto e de acordo com a literatura. Além

disso, nesta discussão também foram realizadas algumas definições, como o número de

sessões para essa fase (inicialmente definida como uma única), para que os anotadores

pudessem sentir como era usar a ferramenta e como estava a compreensão dos conceitos.

A duração de uma sessão foi definida em cinco minutos e a hora de início foi definida em

10 minutos. O tamanho do clipe foi estabelecido em 10 segundos, com a anotação de um

único estado afetivo e comportamento, nesta primeira discussão.

2. Realização das anotações: Esta tarefa descreve o processo de anotação dos estados afe-

tivos, na qual a ferramenta desenvolvida foi utilizada com os vídeos coletados e com base

nas definições e conceitos vistos na discussão inicial. Os três codificadores anotam a

mesma sessão, permitindo a sincronização das anotações geradas para que uma compara-

ção possa ser realizada na tarefa de discussão das anotações. Nesta tarefa, o codificador

assiste o vídeo completo a partir do horário de início da sessão e anota clipe por clipe

até o final da sessão, definido pela duração da sessão. Para cada clipe, o codificador

seleciona um, pelo menos, ou dois estados afetivos e um, pelo menos, ou dois comporta-

mentos. Se os codificadores tiverem dúvidas sobre qual estado ou comportamento anotar,

eles podem reproduzir o clipe quantas vezes acharem necessário. No final do tempo da

sessão e com todos os clipes contendo suas respectivas anotações (estado(s) afetivo(s) +

comportamento(s)), a realização das anotações estava concluída.

3. Discussão das anotações: Esta tarefa consiste em coletar todas as anotações feitas por

cada codificador em uma sessão. Depois que esses dados foram recuperados, essas anota-

ções foram analisadas e comparadas entre os anotadores para a mesma sessão. O objetivo

desta discussão era avaliar os resultados, de forma qualitativa, obtidos a partir da anotação

do ciclo atual e identificar os pontos fortes e fracos dos codificadores. Assim, se fosse

observado que os codificadores ainda não possuíam um entendimento mútuo para algum

comportamento ou estado afetivo, um novo ciclo era realizado com maior eficiência e

precisão dos codificadores, voltando à tarefa de realização das anotações.

A Tabela 6 mostra um exemplo de comparação de anotações dos três anotadores para

cinco clipes da mesma sessão. A partir da análise uma a uma dessas anotações, foi possí-

vel identificar inconsistências nas anotações, por exemplo, nos clipes 2, 3 e 5. Assim, os

codificadores revisaram o clipe e conversaram entre si para entender o ponto de vista de

cada um. Desta forma, em grupo, foi possível refletir e tirar conclusões sobre qual estado

afetivo ou comportamento representava melhor aquele clipe.

Após a discussão inicial, foi realizada o primeiro ciclo da fase de treino dos codificado-

res. Foi a primeira vez que todos os codificadores usaram a ferramenta desenvolvida. Após

a realização das anotações, foi realizada a discussão das anotações. Ao análisar as anotações,

conforme exemplificado na Tabela 6, foi possível notar algumas divergências na compreensão
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Tabela 6 – Exemplo de cinco anotações geradas pelos três codificadores para uma mesma sessão de
anotação.

Clipe Codificador 1 Codificador 2 Codificador 3
1 Confusão Confusão Confusão
2 Tédio Tédio Frustração
3 Engajado Tédio Engajado
4 Engajado Engajado Engajado
5 Frustração Confusão Confusão

Fonte: Elaborado pelo autor.

dos conceitos. Para cada divergência encontrada, o respectivo clipe era visto novamente pe-

los três codificadores para resolver os conflitos e aprimorar as definições dos estados afetivos

e comportamentos. Neste primeira ciclo de treinamento, o tamanho do clipe era de 10 segun-

dos e os codificadores podiam anotar apenas um estado afetivo e um comportamento por clipe.

Assim, foi possível identificar que um clipe de 10 segundos era muito longo e gerou muitas

dúvidas sobre qual estado ou comportamento representava melhor o clipe, quando mais de um

acontecia.

Para o segundo ciclo da fase de treinamento, o tempo de clipe foi reduzido para cinco se-

gundos. Assim, a segunda tarefa de realização de anotações e discussão das anotações foram

realizadas, comparando anotações e vendo os clipes novamente. Ainda foi identificado que,

mesmo com clipes de cinco segundos, as anotações não representavam fielmente as transições

entre estados afetivos e comportamentos apresentados pelos alunos. Assim, a ferramenta foi

modificada para que em cada clipe os codificadores pudessem observar uma sequência de esta-

dos afetivos e comportamentos, ao invés de um único, permitindo uma reprodução mais fiel das

transições dos estados afetivos e dos comportamentos dos alunos. Além disso, foi definido que

um mínimo de dois segundos é necessário para a tomada de decisão de qual estado ou compor-

tamento deve ser selecionado. Portanto, com um clipe de cinco segundos, o número máximo de

estados e comportamentos que podem ser selecionados por clipe é igual a dois.

Após este segundo ciclo, foi iniciado um novo ciclo de realização das anotações e discussão.

Neste momento, todos os três codificadores concordaram que um clipe de cinco segundos com

múltiplos estados e comportamentos era mais adequado. Foram utilizadas diferentes sessões

para cada um dos ciclos de treino, mas todos os codificadores estavam codificando a mesma

sessão por ciclo. Como foi definido, todos os codificadores também concordaram que o tempo

de início da sessão de 10 minutos e a duração de cinco minutos estavam apropriados. Assim,

mais sete ciclos da fase de treinamento foram realizados pelos três codificadores. Totalizando

10 ciclos de treinamento. No décimo ciclo, todos os codificadores concordaram que havia um

entendimento mais consolidado de cada um dos estados afetivos e comportamentos e que as

configurações do protocolo estavam de acordo. Isso permitiu passar para a fase de testes dos

codificadores.
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6.5.7 Fase de Teste dos Codificadores

Esta fase começou com uma conversa de instrução inicial, em que os codificadores defini-

ram os parâmetros para a fase de teste. Nesse caso, os valores foram os mesmos da fase de

treinamento. Durante as sessões de treinamento, que possuíam duração de cinco minutos, a ta-

refa de anotação levava cerca de 20 minutos para ser concluída por cada codificador. Isso ocorre

porque o codificador pode reproduzir o clipe várias vezes para tomar a decisão correta. Foi con-

cordado que essa tarefa precisa de atenção total e, durante longos períodos, pode causar algum

cansaço aos codificadores. Assim, optou-se manter a duração da sessão de cinco minutos. Além

disso, os valores para o tempo de início foram mantidos em 10 minutos e o tamanho do clipe

em cinco segundos, com a possibilidade de múltiplos estados afetivos e comportamentos para

cada anotação. Também foi definido três sessões para essa fase, com vídeos que nunca haviam

sido vistos durante a fase de treinamento.

Depois de concluir a instrução inicial, foi iniciada a realização da anotação para a fase de

testes. Neste momento, nenhuma discussão entre as sessões foi realizada. No final, as anotações

foram agrupadas para a realização de análises estatísticas. Foi conduzido o Randolph Kappa

separadamente para anotações de estados afetivos e de comportamentos. Antes de realizar as

medições, foi necessário calcular o número de codificadores que selecionaram cada construto

para cada clipe. Quando múltiplos estados estados afetivos ou comportamentos eram anotados

no mesmo clipe, a comparação era realizada indiferente da ordem em que foram anotadas,

chamado de acordo parcial, se os três anotadores tivesse anotado o mesmo construto. Ou seja,

se todos os codificadores anotassem o mesmo estado afetivo ou comportamento para uma das

duas anotações possíveis, seria considerado como um acordo parcial, independentemente da

ordem. Em seguida, foi identificado qual era o estado ou comportamento parcial selecionado e

seu valor foi alterado para três (o número de codificadores). Caso contrário, cada rótulo recebe

o número de codificadores que o anotou. Cada linha representa a anotação de um clipe. Cada

coluna representa um estado afetivo para o cálculo do estado afetivo e cada coluna representa

um comportamento para o cálculo do comportamento. Assim, a soma de cada linha deve ser

igual a três. Foi decidido não remover as anotações do cálculo quando um codificador anotou

a categoria “?”, tanto para estados afetivos quanto para comportamentos. Essa estratégia é

diferente de outros protocolos, como o BROMP, que remove essa linha inteira. No entanto,

acredita-se que se o codificador tenha anotado essa categoria, é porque ele/a tem certeza disso.

No caso da anotação online, o codificador pode ter perdido parte da informação para a tomada

de decisão. Porém, neste protocolo os anotadores podem rever o clipe quantas vezes julgarem

necessário.

Atualmente, os trabalhos que realizam este tipo de comparação utilizam o cálculo do valor

de Kappa, proposto por Cohen’s. (COHEN, 1960). O coeficiente Kappa K é uma medida

estatística de concordância entre avaliadores para valores categóricos nominais. Considera-se

mais robusto do que um simples cálculo de percentual de concordância, já que K leva em conta
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a concordância que ocorre por acaso. De acordo com o protocolo BROMP (OCUMPAUGH,

2015), um valor de Kappa considerado adequado para este tipo de análise é maior ou igual

que 0.6, onde o valor de K varia de −1 a 1, sendo 1 representando um acordo perfeito. A

grande questão aqui é que o Cohen’s Kappa é uma medida estatística para o acordo entre dois

codificadores. Como este protocolo utiliza três codificadores, para que a fase de treinamento se

torne mais confiável para discussões, essa medida não pôde ser usada.

Embora existam várias medidas de concordância para três ou mais codificadores, como

Light (LIGHT, 1971), Fleiss (FLEISS, 1971) e Hubert (HUBERT, 1977), a medida de Ran-

dolph (RANDOLPH, 2005) foi adotada. Esta escolha foi feita com base nas recomendações de

Randolph. (RANDOLPH, 2005). Em seu trabalho, o autor sugere que o kappa de Fleiss para

múltiplos codificadores, a medida mais usada neste caso, não é apropriado quando os marginais

não são fixos. Ou seja, Randolph é recomendado quando os codificadores não conhecem a pri-

ori a distribuição dos casos em cada categoria. Assim, o valor do Kappa não varia em função

da simetria das distribuições marginais, em vez disso, varia em função do número de categorias

de anotação utilizadas. Para este protocolo, não há como saber a distribuição de probabilidade

para cada categoria, uma vez que os vídeos analisados são de diferentes alunos e cada aluno

pode apresentar diferentes estados afetivos e padrões de comportamento. Além disso, uma

recomendação de Randolph (2005) é que as categorias devem ser bem especificadas, porque

podem inflar os resultados. No caso deste protocolo, todas as categorias de estados afetivos e

comportamentos também foram utilizadas em outras pesquisas. Com base nas definições suge-

ridas por Ocumpaugh (2015), para este protocolo, foi assumido que um limite de aceitação para

os codificadores serem capazes de trabalhar sozinhos na geração dos rótulos é um Randolph

Kappa igual ou maior à 0.6.

Com o objetivo de comparar o nível de concordância entre os três anotadores, foi apli-

cado o teste estatístico Randolph Kappa. Um total de 180 rótulos (por codificador) de estados

afetivos e comportamentos, provenientes das anotações de três sessões, foram considerados.

Foram obtidos como resultados um total Randolph Kappa de 0, 72 para estados afetivos, com

77, 53% de concordância, considerando as cinco categorias de estados afetivos. Para a anotação

de comportamentos, foi obtido uma Randolph Kappa de 0, 78, com 81, 58% de concordância,

considerando as seis categorias de comportamentos. Desta forma, os codificadores apresenta-

ram resultados satisfatórios na concordância entre as anotações, tornando-os aptos a irem para

a próxima fase do protocolo. Para o cálculo do Randolph Kappa, foi utilizado uma ferramenta

web, desenvolvido pelo próprio autor do método. (RANDOLPH, 2008).

6.5.8 Fase de Anotação

Depois de concluídas as fases de treinamento e teste, os codificadores são capazes de rea-

lizar o processo de anotação independentemente um do outro, ou seja, cada codificador pode

anotar diferentes sessões, sem fazer algum tipo de comparação entre elas, uma vez que já foram
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devidamente treinados e avaliados. Essa estratégia também é assumida por outros protocolos,

como o BROMP. (OCUMPAUGH, 2015). O principal objetivo desta fase é gerar um conjunto

de rótulos que serão utilizados no desenvolvido dos detectores de estados afetivos desta disser-

tação.

Com base no protocolo proposto, um total de 30 vídeos foram selecionados para serem ana-

lisados, sendo estes provenientes das dez sessões de coleta de dados. Ainda, para uma seleção

equilibrada dos vídeos entre sessões, três vídeos foram selecionados por cada sessão de coleta,

resultando nos 30 vídeos a serem analisados. Os vídeos foram selecionados aleatoriamente en-

tre os alunos, mas com o cuidado de não selecionar o mesmo aluno mais de uma vez. Assim,

os 30 vídeos são de 30 alunos diferentes. Como definido na fase de treino dos codificadores,

as sessões de anotação eram de cinco minutos, resultando em um total de 150 minutos vídeos

anotados. Cada sessão leva em torno de 20 minutos para ser anotada, totalizando uma média de

600 minutos para realizar todas as anotações. Como o tamanho do clipe é de cinco segundos,

foram realizadas 1800 anotações. Porém, como os codificadores podem anotar mais de um es-

tado afetivo ou comportamento por anotação, o total de rótulos de estados afetivos foi de 2099

e 2059 para comportamentos, exibidos com mais detalhes na Tabela 7.

Tabela 7 – Resultados das anotações de estados afetivos e comportamentos.
Quantidade Percentual Total

Estados afetivos

Engajamento 1118 53,3%

2099
Confusão 463 22,1%
Tédio 90 4,3%
Frustração 51 2,4%
? 377 18,0%

Comportamentos

On task 1174 57,0%

2059

Off task 291 14,1%
On system 245 11,9%
On task out 177 8,6%
On task conversation 159 7,7%
? 13 0,6%

Fonte: Elaborado pelo autor.

6.6 Síntese das Características

As características, do inglês features, são informações calculadas para cada log gerado pelo

aluno, que juntas tem o objetivo de representar o estado do aluno/sistema em um determinado

momento. Esta sessão tem como objetivo descrever todas as características utilizadas para o de-

senvolvimento dos detectores. Conforme descrito na seção 6.2.2, foram coletados 386.015 logs

durante a coleta de dados realizada com alunos. Destes dados, foram selecionados somente

aqueles que foram gerados no mesmo instante em que os vídeos, do protocolo de coleta dos

estados afetivos e comportamentos, foram analisados. Esta seleção foi realizada por um pro-

cesso de sincronização entre os logs e os rótulos de estados afetivos e comportamentos gerados.
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Assim, um total de 5.525 logs foram utilizados para o treinamento dos modelos.

Cada um dos logs selecionados possuía um total de 348 características, provenientes de

quatro fontes de dados: (i) interação do aluno com a interface gráfica (logs), descrito na seção

6.2, (ii) módulo do aluno, descrito na seção 6.3, (iii) questionário de personalidade, descrito

na seção 6.4, e (iv) rótulos de estados afetivos e comportamentos, descrito na seção 6.5. Para

os dados categóricos, foi aplicada a técnica de coluna binária, do inglês conhecida como one-

hot encoding. Assim, para cada categoria possível de uma variável categórica, foi criado uma

variável que representava essa categoria. Dessa forma, essa variável assumia somente valores

binários, onde “0” indica a ausência desta categoria e “1” indica a presença desta categoria.

Essa estratégia foi adotada pois alguns dos algoritmos de aprendizagem de máquina, como

modelos de regressão, não são capazes de lidar com dados categóricos. (BECK; WOOLF,

2000; FEURER et al., 2015; CHEN; GUESTRIN, 2016).

Dos dados de Logs de interação do aluno com o sistema, foram utilizadas 31 característi-

cas, as quais são listadas abaixo, contendo também o tipo da característica.

1. (Inteiro) Número do dia, variando de 1 até 10.

2. (Inteiro) Número do log, variando de 1 até 175, em média.

3. (Binário) Último passo de resolução estava correto.

4. (Binário) Passo de resolução foi verificado com o mouse do computador.

5. (Binário) Passo de resolução foi verificado com o teclado do computador (pressionando

a tecla “enter”).

6. (Inteiro) Tempo ocioso acumulado (aluno sem interação com o sistema)

7. (Inteiro) Número de cliques seguidos.

8. (Inteiro) Número de cliques seguidos no passo atual de resolução.

9. (Inteiro) Número de cliques seguidos na equação atual.

10. ao 22. (Binário) Uma característica binária para um dos 13 possíveis tipos de logs: ve-

rificação de passo, clique, tecla pressionada, parada do mouse, mouse rápido, pedido de

ajuda, aluno ocioso, navegador ganhou foco, navegador perdeu foco, navegador maximi-

zado/minimizado, aluno saiu da página, aluno voltou para página e aluno fez log out.

23. ao 31. (Binário) Uma característica binária para cada um dos nove grupos de cliques:

resolução, planos, atalhos, bugs, gamificação, dicas, erros, notificações e sistema.

Dos dados do módulo do aluno, foram utilizadas 298 características:

32. (Inteiro) Pontuação máxima da equação atual.
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33. ao 44. (Binário) Uma característica binária para cada um dos 12 níveis de dificuldade da

equação: muito fácil, fácil 1, fácil 2, fácil 3, fácil 4, médio 1, médio 2, médio 3, difícil 1,

difícil 2, difícil 3, difícil 4.

45. (Inteiro) Número de passos dados na equação atual.

46. (Inteiro) Número de passos errados na equação atual.

47. (Inteiro) Número de passos errados seguidos na equação atual.

48. (Inteiro) Número de passos corretos na equação atual.

49. (Decimal) Efetividade dos passos na equação atual (número de passos corretos dividido

pelo número total de passos).

50. (Inteiro) Tempo na resolução da equação atual, em segundos.

51. (Inteiro) Tempo no passo atual, em segundos.

52. (Decimal) Tempo médio gasto na resolução das equações resolvidas desde o início do dia

até o log atual (diário), em segundos.

53. (Decimal) Tempo médio gasto nos passos de resolução das equações diário, em segundos.

54. (Inteiro) Número de equações resolvidas diário.

55. (Inteiro) Número de passos de resolução diário.

56. (Inteiro) Número de passos corretos diário.

57. (Inteiro) Número de passos incorretos diário.

58. (Decimal) Efetividade dos passos diário.

59. ao 65. As mesmas características dos itens 52 ao 58, porém utilizando os dados de toda a

turma. Assim, foi calculado a média da turma para cada um dos itens especificados.

66. (Decimal) Tempo médio gasto na resolução das equações resolvidas desde o primeiro dia

de coleta até o log atual (total), em segundos.

67. (Decimal) Tempo médio gasto nos passos de resolução das equações total, em segundos.

68. (Inteiro) Número de equações resolvidas total.

69. (Inteiro) Número de passos de resolução total.

70. (Inteiro) Número de passos corretos total.

71. (Inteiro) Número de passos incorretos total.
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72. (Decimal) Efetividade dos passos total.

73. ao 79. As mesmas características dos itens 66 ao 72, porém utilizando os dados de toda a

turma. Assim, foi calculada a média da turma para cada um dos itens especificados.

80. ao 89. (Binário) Uma característica binária para cada uma das 10 possíveis operações

que a equação atual precisa para ser resolvida: adição (AD), adição e subtração de fra-

ções (AF), propriedade distributiva (DM), divisão (DV), multiplicação de frações (MF),

mínimo múltiplo comum (MM), multiplicação (MT), operação inversa (OI), subtração

(SB) e simplificação (SP).

90. ao 99. (Inteiro) Quantidade de operações aplicadas corretamente nos últimos cinco se-

gundos, sendo uma característica para cada uma das dez operações.

100. ao 109. Os mesmos dos itens 90 ao 99, porém calculadas para as operações corretas

diárias.

110. ao 119. Os mesmos dos itens 100 ao 109, porém calculadas para as operações corretas

diárias da turma, ou seja, a média de acerto por operação da turma.

120. ao 129. Os mesmos dos itens 90 ao 99 porém calculadas para as operações corretas total.

130. ao 139. Os mesmos dos itens 100 ao 109, porém calculadas para as operações corretas

totais da turma, ou seja, a média de acerto por operação da turma.

140. ao 189. Os mesmos dos itens 90 ao 139, porém calculadas para os erros por operação.

190. ao 239. Efetividade das operações, nos últimos cinco segundos, diário do aluno e da

turma e total do aluno e da turma, com base nos itens 90 ao 189.

240. ao 329. Quantidade de misconceptions do aluno nos últimos cinco segundos, diário e

total. Ao total, o PAT2Math é capaz de detectar 30 misconceptions distintas, assim, cada

uma delas é calculada individualmente.

Dos dados da personalidade do aluno, foram utilizadas 10 características:

330. ao 334. (Decimal) Uma característica decimal para cada um dos cinco traços de perso-

nalidade do aluno: amabilidade, extroversão, conscienciosidade, abertura e neuroticismo.

O valor de cada um dos traços foi calculado de acordo com o cálculo proposto pelo autor

do questionário. Porém, foi realizada uma normalização dos dados. Esta foi feita com

base no valor de cada traço dividido pela soma dos valores dos cinco traços. Assim, cada

fator assume um valor entre 0 e 1. É importante ressaltar que essas características foram

utilizadas somente no desenvolvimento dos últimos quatro detectores.



89

335. ao 339. (Binário) Além do fator de cada traço de personalidade, também foi calculado se

o fator estava mais para o lado positivo ou negativo de cada traço. Assim, o valor 0 era

atribuído ao traço se o fator fosse menor que a metade e o valor 1 era atribuído se o fator

era maior que a metade do valor máximo do traço. Novamente, é importante ressaltar que

essas características foram utilizadas somente no desenvolvimento dos últimos quatro

detectores.

E, por fim, dos dados dos estados afetivos e comportamentos dos alunos, foram utilizadas

nove características.

340. ao 343. (Binário) Uma característica binária para cada um dos estados afetivos do aluno:

engajamento, confusão, frustração e tédio. Essas características indicam a presença ou

ausência de cada um dos quatro estados afetivos. Porém, essas características nunca

foram usadas em conjunto, somente uma por vez como rótulo de treinamento do seu

respectivo detector.

344. ao 348. (Binário) Uma característica binária para cada um dos comportamentos dos alu-

nos: on task, on task conversation, on task out, on system e off task. Novamente, essas

características indicam a presença ou ausência de cada um dos cinco comportamentos.

Ao contrário dos estados afetivos, essas características foram usadas no desenvolvimento

de todos os detectores.

O que é chamado de log neste trabalho, quando referido à mineração de dados de logs, repre-

senta não apenas os dados de interação do aluno com o sistema, mas sim todas as características

que são calculadas a partir dessas interações, detalhadas anteriormente. Por exemplo, quando o

aluno realiza um clique na interface do sistema, todas as informações do estado atual do aluno

no sistema, em relação à conteúdos e conhecimentos, são levados em consideração para o cál-

culo das 348 características definidas anteriormente. A Figura 11 apresenta o exemplo de uma

sequência de logs gerada por um aluno, enquanto utilizava o STI PAT2Math.

Figura 11 – Exemplo de uma sequência de logs gerada por um aluno utilizando o STI PAT2Math, com
seus rótulos de estados afetivos e comportamentos.

Fonte: Elaborado pelo autor.
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A Figura 11 apresenta uma sequência de logs gerados por um aluno, na resolução parcial

de uma equação. Nestes logs, é possível identificar cada interação do aluno com a interface

do sistema durante alguns segundos. É importante ressaltar que esse exemplo apresenta apenas

uma janela de 15 logs e de 12 características, sendo o restante omitido para uma melhor visua-

lização. Os três pontos na horizontal representam que existem mais características, totalizando

348, que não estão exibidas nesta imagem e os três pontos na vertical indicam que existem mais

logs para este mesmo aluno, tanto antes quanto depois desta janela que está sendo exibida.

Ao observar este conjunto, apresentado na Figura 11, é possível identificar que o aluno acer-

tou o passo anterior (logs que foram gerados anteriormente e não foram exibidos) e começou

a resolução de um novo passo. Porém, neste novo passo o aluno cometeu um erro. Depois,

o aluno solicitou uma dica ao sistema e ficou em estado de idle, inativo, por seis segundos.

Provavelmente, durante este tempo sem interagir com o sistema o aluno estava lendo a dica

fornecida pelo STI. Depois, o aluno entrou com um novo passo, desta vez correto. É possível

notar que os valores das características vão sendo atualizados e recalculadas a cada novo log, de

acordo com as novas informações inseridas pelo aluno. O tempo apresentado nas características

foi calculado sempre em segundos. Assim, é possível identificar que o aluno pode gerar mais

de um log por segundo. Por fim, as últimas duas colunas foram anotadas pelos codificadores,

durante as sessões de anotação dos estados afetivos. Desta forma, é possível ver que o aluno

estava engajado na resolução do passo. Porém, ficou confuso quando cometeu um erro. Após

ver a dica solicitada, o aluno percebeu que cometeu um erro por falta de atenção, por isso ficou

frustrado por um curto período de tempo. Mas, depois voltou a ficar engajado e entrou com o

passo correto. Ainda, este aluno apresentou comportamento on task durante todo esse período,

ficando on system apenas nos últimos dois logs, onde ele passou a verificiar seu hanking na

interface do sistema (os cliques realizados foram no grupo de gamificação).

6.7 Desenvolvimento dos Detectores

Esta seção tem como objetivo descrever o desenvolvimento de quatro detectores para a de-

tecção de cada um dos estados afetivos: engajamento, frustração, tédio e confusão. O objetivo

principal desta dissertação é verificar se a personalidade dos alunos pode proporcionar uma

melhor precisão na detecção destes estados afetivos. Assim, primeiramente foram seleciona-

dos cinco algoritmos de aprendizado de máquina, que vêm sendo utilizado pela comunidade,

conforme apresentado no capítulo 5, de trabalhos relacionados. Os cinco algoritmos foram uti-

lizados para o desenvolvimento dos detectores de cada estado afetivo. Desta forma, foi possível

comparar qual algoritmo obteve o melhor desempenho em cada estado. Com os quatro melho-

res algoritmos, os detectores foram retreinados com dados de personalidade. Todas as tomadas

de decisão para o desenvolvimento dos modelos de detecção, chamados de detectores, foram

realizadas com base nos trabalhos relacionados. Estas decisões serão descritas nas próximas

seções.
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6.7.1 Ferramenta de Desenvolvimento

A primeira decisão é em relação a ferramenta utilizada para o desenvolvimento dos detec-

tores. Todos os trabalhos relacionados utilizam o ambiente RapidMiner Studio, que atualmente

se encontra na versão 9.1. Esta ferramenta possui um ambiente gráfico, onde é possível arrastar

componentes e interligá-los para a execução de operações. No final da execução das operações,

o ambiente apresenta uma lista de resultados, com base nas métricas de avaliação selecionadas.

Assim, este ambiente também foi utilizado para desenvolver e avaliar os modelos de detecção

desta dissertação.

6.7.2 Seleção dos Algoritmos de Treinamento

A segunda decisão tomada foi em relação à escolha dos algoritmos de aprendizagem de

máquina supervisionada. Cinco algoritmos foram selecionados para o desenvolvimento dos

detectores desta dissertação. A escolha dos algoritmos foi realizada com base nos algoritmos

que obtiveram o melhor desempenho na detecção dos estados afetivos dos oito trabalhos rela-

cionados (ver Seção 5). Com base nos resultados apresentados na Tabela 4, os três melhores

algoritmos foram JRip (JR) (sete ocorrências), Logistic Regression (LR) (6 ocorrências) e J48

(J4) (cinco ocorrências). Após, houve um empate entre Naive Bayes (NB) (três ocorrências) e

REP-Trees (RT) (três ocorrências) e entre KStar (KS) (duas ocorrências) e Step Regression (SR)

(duas ocorrências). Como critério de desempate, foram selecionados os algoritmos que utilizam

estratégias diferentes dos que já haviam sido selecionados. RT é da mesma classe de algoritmos

de J4, algoritmos baseados em arvores de decisão. SR é da mesma classe de algoritmos do LR,

algoritmos baseado em regressão. Assim, foram selecionados NB e KS.

JRip é um algoritmo de classificação baseado em regras, no qual as características são in-

terpretadas como classes. Assim, o objetivo do algoritmo é identificar regras do tipo if-else que

cubram todos os membros das classes. (RAJPUT et al., 2011). Logistic Regression é um al-

goritmo de classificação baseado em regressão, utilizado para a classificação de características

binárias, ou seja, apenas duas classes de valores. Assim, objetivo desse algoritmo é a geração

de um modelo que calcula a probabilidade de associação das características às classes. (DREI-

SEITL; OHNO-MACHADO, 2002). J48 é um algoritmo de classificação baseado em árvores

de decisão, que tem como objetivo descobrir a forma que as características se comportam de

acordo com os dados de treinamento. Assim, o algoritmo gera as regras de predição de acordo

com o rótulo alvo. J48 é uma extensão do algoritmo ID3, que é capaz de trabalhar com valores

ausentes, missing values, redução ou poda da árvore, tree pruning, características contínuas,

derivação de regras, entre outras. (KAUR; CHHABRA, 2014). Naive Bayes é um algoritmo de

classificação baseado em probabilidade, mais especificamente baseado na estatística Bayesiana.

A palavra naive indica que as características são independentes entre si. Assim, o algoritmo as-

sume que a presença ou ausência de uma característica não é relacionada com a presença ou
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ausência de qualquer outra característica. (YUAN, 2010). KStar é um algoritmo de classifica-

ção baseado em instâncias. Assim, uma classe é classificada pelo voto majoritário dos dados

de treinamento similares a ele. Ainda, a similaridade das instâncias é determinada usando uma

medida de distância entrópica. (CLEARY; TRIGG, 1995).

6.7.3 Método de Validação dos Detectores

A terceira decisão também foi tomada de acordo com os trabalhos relacionados. Nesta, to-

dos os trabalhos utilizaram o método de validação cruzada para treinamento dos modelos, do

inglês k-fold cross-validation. Essa estratégia tem como objetivo dividir toda a base de dados

em k conjuntos mutualmente exclusivos de treino e teste. Os detectores são treinados e testados

k rodadas. Em cada rodada, os dados de k − 1 grupos são utilizados para treinar os detectores

e os dados do grupo restante para testar o detector. (KOHAVI et al., 1995). Ao analisar os

trabalhos relacionados, verificou-se que houve um empate: três utilizaram o valor de k = 5

e três utilizaram o valor de k = 10. Assim, o critério de escolha deu-se com base nos dois

trabalhos mais recentes, que utilizaram k = 10. A estimativa de precisão dos detectores que

são treinados e avaliados com a validação cruzada é realizada com base na média dos resul-

tados de todas as k rodadas. A validação cruzada traz resultados mais realistas aos modelos

desenvolvidos. Normalmente, algoritmos de aprendizagem de máquina são treinados com uma

parte dos dados e testados com o restante dos dados. Em métodos de validação tradicionais,

a escolha dos dados que formam esses dois conjuntos é realizada de forma aleatória. Porém,

mesmo de forma aleatória, não é garantido que os dados de treino e de teste sejam distribuídos

uniformemente. Diferentemente, na validação cruzada os dados são aleatoriamente distribuídos

em grupos (folds). Sendo que, o treinamento contempla todas as permutações de treinamento e

teste incluindo todos os grupos. Desta forma, a utilização da validação cruzada elimina possí-

veis ganhos ou perdas nos resultados por causa da má distribuição dos dados de treino e teste.

É importante ressaltar que independente do tipo de validação utilizada, os dados de teste nunca

são utilizados no desenvolvimento dos modelos, apenas para validação, indicando o quanto o

modelo é capaz de generalizar os resultados sobre novos dados.

6.7.4 Nível de Validação dos Detectores

Uma outra escolha a ser realizada é o nível da validação dos modelos. O nível da validação

significa como os dados são selecionados para irem para os conjuntos de treino e de teste e

pode ser de dois tipos: a nível do aluno e a nível da observação. A nível de observação significa

que os dados são selecionados um a um e a nível do aluno os dados são selecionados com base

nos dados de cada aluno. Assim, os modelos treinados e avaliados a nível do aluno conseguem

generalizar os resultados de novos alunos com uma maior precisão. Essa estratégia também é

conhecida como divisão em lotes de dados, do inglês split on batch. Sete dos oito trabalhos
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relacionados utilizaram a validação a nível do aluno. Dessa forma, esse trabalho também uti-

liza a validação a nível de aluno. Para isso, os 30 alunos foram divididos em 10 grupos, sendo

estes selecionados de forma aleatória. O número dos grupos igual a 10 foi definido de acordo

com o valor k, que foi escolhido de acordo com os trabalhos relacionados mais recentes, con-

forme descrito na seção 6.7.3. Assim, cada grupo contém dados de 3 alunos diferentes, o que

representa 10% do total dos dados.

6.7.5 Seleção das Características

Todos os trabalhos relacionados realizam uma seleção das características, do inglês feature

selection. O objetivo desta seleção é descobrir quais as características (features) que melhor re-

presentam o conjunto de dados de acordo com o rótulo de treinamento, ou seja, o valor objetivo

que os detectores visam predizer. Embora os trabalhos relacionados descrevam que utilizam a

técnica de seleção progressiva, do inglês forward selection, os autores não deixam claro como

as realizaram. Assim, não se sabe ao certo como (parâmetros e métodos de validação) os tra-

balhos realizaram essa seleção de característica. A técnica de seleção progressiva começa com

um conjunto vazio de características e tem o objetivo de adicionar as características progressi-

vamente. Para cada característica adicionada, o modelo é testado usando alguma operação de

validação. Apenas as características que apresentarem as melhores performances são mantidas

no conjunto final. (SUTTER; KALIVAS, 1993). Assim, como nos trabalhos relacionados, este

trabalho também implementa a seleção progressiva das características, utilizando a validação

cruzada como método de avaliação das características selecionadas.

6.7.6 Métricas de Avaliação dos Detectores

De acordo com todos os trabalhos relacionados, a principal métrica de avaliação dos detec-

tores é pelo cálculo de concordância Cohen’s Kappa. Segundo Cohen (1960), Cohen’s Kappa,

ou somente Kappa, tem o objetivo de medir o quanto o detector é melhor do que a seleção ao

acaso dos estados afetivos. O valor de Kappa igual a 0 indica que o detector alcança a mesma

precisão da seleção por acaso. O valor de Kappa igual a 1 indica uma performance perfeita.

A segunda métrica, utilizada por sete dos oito trabalhos relacionados, é a A’, calculada como a

estatística de Wilcoxon. (HANLEY; MCNEIL, 1982). A’ indica a probabilidade de que o detec-

tor tenha identificado corretamente a presença ou ausência de um estado afetivo, por exemplo

estar confuso ou não estar confuso. Um detector com A’ igual a 0,5 indica performance igual à

probabilidade ao acaso e 1 indica performance perfeita. Assim, essas duas métricas foram utili-

zadas para avaliação dos detectores desenvolvidos. Para a aplicação das métricas, os resultados

dos detectores são armazenados e comparados com os rótulos de estados afetivos gerados pelos

anotadores, na sessão de anotação dos estados afetivos.
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6.7.7 Treinamento dos Detectores

De acordo com as decisões descritas acima, todas baseadas nos trabalhos relacionados, fo-

ram utilizados cinco algoritmos para o desenvolvimento dos detectores de cada estado afetivo.

Validação cruzada a nível de aluno, com k = 10, foi utilizado como método de avaliação dos

modelos. Como métricas de avaliação, foram utilizados os valores de Kappa e A’. Além disso,

seleção progressiva das características foi aplicado para seleção das características que melhor

representam os estados afetivos.

Cada detector é treinado para identificar um único estado afetivo. Assim, os detectores

foram treinados para identificar a presença ou ausência do seu respectivo estado afetivo. Desta

forma, como característica alvo de cada detector, foi utilizada uma única característica binária,

representando a ausência ou presença do estado afetivo em cada log. O objetivo é que o detector

aprenda a generalizar os logs de novos alunos com base nos logs utilizados durante a fase de

treinamento de cada detector.

A seleção progressiva das características também realiza uma validação para identificar

quais as características que melhor representam o conjunto de dados que está sendo analisado.

Essa análise é realizada com uma característica alvo, ou rótulo. No caso desse trabalho, os

rótulos são a presença ou ausência do estado afetivo, conforme descrito anteriormente. Para

essa validação da seleção progressiva, foi utilizada outra validação cruzada a nível de aluno.

Assim, para cada conjunto de dados de treinamento da validação cruzada do detector, uma nova

validação cruzada foi aplicada para validar a seleção progressiva das características. A Figura

12 tem como objetivo simplificar essa descrição com base em um exemplo.

Figura 12 – Exemplo de uma rodada dos ciclos de teste e treino e seleção das características no treina-
mento dos detectores.

Fonte: Elaborado pelo autor.

A Figura 12 exibe o exemplo de uma rodada do ciclo de teste e treino do detector e, somente
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no conjunto de dados de treino, uma rodada do ciclo de seleção das características. Neste

exemplo, os dados dos grupos de 1 a 9 foram selecionados para serem utilizados no treinamento

do detector. Ao final desse treinamento, esse detector é submetido a um teste com dados nunca

vistos antes, que neste exemplo são do grupo 10. Assim, os valores Kappa e A’ são calculados

nessa etapa de teste. O resultado indica o quanto esse detector é capaz de predizer os estados

afetivos de novos alunos. Porém, como essa é uma validação cruzada, esse exemplo ilustra

apenas uma das 10 rodadas do ciclo de teste e treino da validação. Assim, um novo modelo é

treinado e testado para cada permutação de 1 a 10, sempre separando os dados de nove grupos

para treino e os dados do grupo restante para teste. Ao final das dez execuções, a precisão na

detecção do estado afetivo de cada detector é calculada com base na média das dez rodadas.

Ainda conforme o exemplo da Figura 12, para cada rodada do ciclo de teste e treino, um

ciclo de seleção das características é executado por completo, este contendo nove rodadas. Cada

rodada do ciclo de teste e treino contém um conjunto de treino com os dados de nove grupos

de alunos. Esse conjunto é dividido novamente em grupos de teste e treino, mas desta vez com

o objetivo de validar a seleção das características. Dos nove grupos, oito são selecionados para

seleção das características e um é reservado para testar esta seleção. No exemplo da Figura

12, os dados dos grupos de 1 a 8 foram selecionados como conjunto de treino e os dados do

grupo 9 foram utilizados para o teste. Assim, novamente, um nova seleção de características é

realizada e testada para cada permutação de 1 a 9, sempre separando os dados de oito grupos

para seleção e os dados do grupo restante para teste da seleção. Ao final das nove execuções,

as características que apresentaram a melhor performance com base na média das nove rodadas

são selecionadas.

Essa estratégia de validação cruzada para o desenvolvimento do detector e para a seleção de

características, resultou em um total de 90 rodadas de treino e teste. Sendo estas 10 do ciclo

de teste e treino e, para cada rodada do ciclo de teste e treino, mais nove rodadas do ciclo de

seleção das características. Em média, o treinamento de cada detector, utilizando esta estraté-

gia, levou mais de sete horas para ser processado. Além disso, para cada estado afetivo foram

desenvolvidos cinco modelos, utilizando os cinco melhores algoritmos, resultando na constru-

ção de 20 modelos e de 140 horas de processamento. Para o processamento dos detectores, foi

utilizado um MacBook Pro com processador Intel Core i5 de 2,6GHz com quatro núcleos de

processamento e 8GB de memória RAM.

A estratégia apresentada acima foi utilizada na construção de todos os detectores, exceto

para os detectores que utilizaram o algoritmo KStar. Não foi possível aplicar a mesma estra-

tégia de seleção de características com este algoritmo devido ao fato de que o processamento

deste algoritmo sem a seleção de característica levou o mesmo tempo dos outros algoritmos

com seleção de característica, ou seja, mais de sete horas. Assim, se somente para 10 rodadas

foram necessárias sete horas, para 90 rodadas estimou-se que seriam necessárias mais de 600

horas de processamento. Neste caso, optou-se por não aplicar a seleção de características no

desenvolvimento dos detectores que utilizaram o algoritmo KStar, somente a validação cruzada
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do ciclo de teste e treino.

Além disso, foram testados os valores 10 e 20 para o número de características a serem se-

lecionadas na seleção progressiva de características. Porém, o melhor resultado foi encontrado

quando 10 características eram selecionadas. Quando os algoritmos foram processados para se-

lecionarem 20 características, o tempo de processamento foi quase o dobro e não houve melhora

nos resultados. Assim, optou-se por permanecer com a seleção das 10 melhores características.

Sendo este o limite máximo de características a serem selecionadas. Outra estratégia de pa-

rada é quando, mesmo adicionando novas características, não há mais melhora na performance,

fazendo com que a seleção seja terminada.

O desenvolvimento de todos os detectores seguiu o mesmo padrão dentro da ferramenta

RapidMiner. Primeiramente os dados foram carregados, sendo estes 5.525 logs, cada um com

348 características. Depois, para cada detector foi realizada uma operação de seleção de atri-

butos, onde os estados afetivos que não fossem o rótulo alvo daquele detector eram removidos.

Após, foi aplicado uma operação de definições de papéis das características. Nesta operação,

a característica que representava o estado afetivo à ser detectado recebia o papel de label e a

característica que definia em qual grupo de alunos cada log pertencia recebia o papel de batch.

Após, o processo era o mesmo para todos os detectores, mudando apenas o algoritmo utilizado,

conforme descrito anteriormente.
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7 RESULTADOS E DISCUSSÕES

Este capítulo tem como objetivo descrever os resultados encontrados nos testes dos detec-

tores de estados afetivos desenvolvidos e apresentar uma análise desses resultados. Ao todo,

foram desenvolvidos 24 detectores. Destes, os 20 primeiros serviram para testar qual dos cinco

algoritmos apresentava o melhor resultado na detecção de cada um dos quatro estados afetivos

e os quatro últimos foram treinados utilizando os dados de personalidade dos alunos, com base

nos melhores detectores encontrados para cada estado.

7.1 Resultados

A hipótese de pesquisa deste trabalho é que os dados de personalidade dos alunos podem

influenciar de forma positiva nos resultados da detecção automática dos estados afetivos dos

alunos. Desta forma, para validar esta hipótese, dois tipos de detectores de estados afetivos

foram desenvolvidos, um detector que não leva em conta a personalidade e outro que considera

os traços de personalidade dos alunos durante as suas fases de treinamento. Assim, esta seção

tem como objetivo descrever os resultados encontrados nos dois detectores desenvolvidos para

que a comparação desses resultados permita verificar se os dados de traço de personalidade

melhoram a detecção das emoções.

7.1.1 Detectores Treinados Sem Considerar a Personalidade

Esta seção descreve somente os resultados dos detectores desenvolvidos sem considerar os

dados de personalidade dos alunos. A Tabela 8 ilustra o resultado dos 20 detectores e seus

respectivos algoritmos utilizados para cada estado afetivo. Foram destacados os melhores re-

sultados, utilizando o valor de Kappa como métrica primária.

Tabela 8 – Resultados dos detectores com diferentes algoritmos na detecção de cada estado afetivo.
J48 JRip Logistic Regression Naïve Bayes KStar

Kappa A’ Kappa A’ Kappa A’ Kappa A’ Kappa A’
Confusão 0,250 0,624 0,288 0,636 0,307 0,728 0,342 0,690 0,083 0,552
Tédio -0,002 0,470 0,025 0,542 0,000 0,452 0,040 0,608 0,005 0,560
Frustração -0,004 0,535 0,042 0,533 -0,001 0,600 0,022 0,421 0,098 0,543
Engajamento 0,630 0,844 0,617 0,821 0,592 0,847 0,564 0,799 0,104 0,530

Fonte: Elaborado pelo autor.

Conforme apresentado na Tabela 8, o melhor algoritmo para a detecção de confusão foi o

Naive Bayes, obtendo um índice Kappa = 0, 342 e A’= 0, 690. Na detecção do estado de tédio,

o melhor algoritmo também foi o Naive Bayes, com um valor Kappa = 0, 04 e A’= 0, 608.

Para a detecção do estado de frustração, o melhor algoritmo foi o KStar, mesmo sem a seleção

de características, obtendo um valor Kappa = 0, 098 e A’ = 0, 543. E, por fim, na detecção
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do estado de engajamento concentrado o melhor algoritmo foi o J48, com um índice Kappa

= 0, 630 e A’ = 0, 844. Também foram calculadas as médias dos melhores resultados, sendo

Kappa = 0, 278 e A’ = 0, 671.

Todos os resultados de treinamento dos detectores foram armazenados para a realização

de uma análise. Assim, é possível listar quais foram as características selecionadas para cada

estado afetivo, de acordo com cada algoritmo. A seguir são listadas as 10 características dos

melhores algoritmos para cada estado afetivo, com exceção do estado de frustração, que apre-

sentou seu melhor resultado com o algoritmo KStar, o qual não teve seleção de características.

A Tabela 9 descreve as características selecionadas para o estado de confusão, a Tabela 10 lista

as características selecionadas para o estado de tédio e a Tabala 11 enumera as características

selecionadas para o estado de engajamento concentrado.

Tabela 9 – Características selecionadas para o estado de confusão.
Número Característica

1
Comportamento off task, indicando que o aluno não está trabalhando
no ambiente de aprendizagem.

2
Comportamento on task conversation, indicando que o aluno está no
ambiente de aprendizagem resolvendo as tarefas, mas pediu ajuda ao
professor ou colega.

3 Número de erros na operação de adição nos últimos cinco segundos.
4 A equação contém a operação propriedade distributiva na sua resolução.
5 Número de acertos na operação de multiplicação nos últimos cinco segundos.
6 Número de erros na operação de multiplicação nos últimos cinco segundos
7 Efetividade na operação de multiplicação nos últimos cinco segundos.

8
Efetividade na operação inversa diário (desde o início do dia atual até o
log atual).

9 Número de passos errados seguidos na equação.
10 Quanto tempo que o aluno está no passo atual.

Fonte: Elaborado pelo autor.

Tabela 10 – Características selecionadas para o estado de tédio.
Número Característica

1
Comportamento on system, indicando que o aluno está no sistema
mas não está trabalhando na resolução das equações.

2 Média de acertos da turma na operação de multiplicação de frações diário.
3 A equação contém a operação mínimo múltiplo comum na sua resolução.
4 Média de erros da turma na operação mínimo múltiplo comum diário.
5 Média de erros da turma na operação de subtração diário.
6 Número de cliques seguidos.
7 Número de passos corretos na equação.

8
Número de passos corretos total (desde o primeiro dia de coleta até o
log atual).

9 Número de passos total.
10 Tempo gasto no passo atual.

Fonte: Elaborado pelo autor.
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Tabela 11 – Características selecionadas para o estado de engajamento concentrado.
Número Característica

1 Comportamento on task.
2 Comportamento on task out.
3 A equação contém a operação inversa na sua resolução.
4 A equação é de categoria difícil 3.
5 Número de passos errados seguidos na equação.
6 O tipo do log é igual a parada do mouse.
7 Clique no grupo resolução.

8
Média da efetividade da turma na operação de mínimo múltiplo
comum total.

9 Número de cliques seguidos.
Fonte: Elaborado pelo autor.

7.1.2 Detectores Treinados Considerando a Personalidade

Esta seção descreve os resultados obtidos nos detectores de estados afetivos que consideram

os dados da personalidade dos alunos durante a fase de treinamento desses detectores. Após

identificar qual o melhor algoritmo para cada estado afetivo, sem considerar os dados de per-

sonalidade, foi possível treinar novamente os detectores. Porém, desta vez as características de

personalidade foram inseridas no treinamento destes detectores. Assim, os quatro detectores

foram retreinados, mas sem alterar nada além da adição das características de personalidade. A

Tabela 12 apresenta os resultados obtidos nos testes dos quatro últimos detectores e realiza uma

comparação com os detectores que foram treinados sem os dados de personalidade.

Tabela 12 – Comparação dos detectores que consideram contra os detectores que não consideram carac-
terísticas de personalidade.

Kappa A’
Sem personalidade 0,342 0,690

Confusão
Com personalidade 0,309 0,688
Sem personalidade 0,040 0,608

Tédio
Com personalidade 0,000 0,558
Sem personalidade 0,098 0,543

Frustração
Com personalidade 0,094 0,537
Sem personalidade 0,630 0,844

Engajamento
Com personalidade 0,633 0,846
Sem personalidade 0,278 0,671

Média
Com personalidade 0,259 0,657

Fonte: Elaborado pelo autor.

Ao analisar os resultados obtidos nos testes dos detectores que consideram a personalidade

do aluno, comparando com os detectores que não consideram a personalidade, conforme apre-

sentado na Tabela 12, o único resultado em que houve uma melhora na precisão do detector foi

sobre o estado de engajamento, destacado na cor verde na tabela. O detector que considera a
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personalidade obteve os valores de Kappa = 0, 633 e A’= 0, 846, enquanto o detector que não

considera a personalidade obteve os valores de Kappa = 0, 630 e A’= 0, 844.

Ao verificar as características dos detectores treinados com dados da personalidade do aluno,

foi possível identificar que não houve mudanças na seleção de características dos estados de

confusão e tédio. Porém, para o estado de engajamento concentrado, duas características foram

substituídas em relação à seleção de características do detector que não considera a personali-

dade dos alunos, conforme apresentado na Tabela 13.

Tabela 13 – Características selecionadas para o estado de engajamento concentrado no detector que
considera a personalidade do aluno.

Número Característica
1 Comportamento on task (igual).
2 Comportamento on task out (igual).
3 A equação contém a operação inversa na sua resolução (igual).
4 A equação é de categoria difícil 3 (igual).
5 Número de passos errados seguidos na equação (igual).
6 O tipo do log é igual a parada do mouse (igual).

7
Média da efetividade da turma na operação de mínimo múltiplo
comum total (igual).

8
Número de acertos na operação de subtração nos últimos
cinco segundos (adicionado).

9
Identificação do lado do traço abertura, ou seja, 0 se o traço for
menor que a metade ou 1 caso contrário (adicionado).

10 Clique no grupo resolução (removido).
11 Número de cliques seguidos (removido).

Fonte: Elaborado pelo autor.

As características “clique no grupo de resolução” (item 10) e “número de cliques seguidos”

(item 11) foram substituídas pelas características “número de acertos na operação de subtra-

ção nos últimos cinco segundos” (item 8) e pela característica “identificação do lado do traço

abertura” (item 9). É importante ressaltar que essas foram as características resultantes da se-

leção progressiva de características aplicadas somente na detecção do estado de engajamento e

nenhuma alteração no desenvolvimento do modelo foi realizada, apenas a adição dos dados de

personalidade.

7.2 Análise dos Resultados

Esta seção apresenta uma análise dos resultados obtidos no desenvolvimento dos dois tipos

de detectores, os que consideram e os que não consideram a personalidade dos alunos. Além

disso, os resultados obtidos foram comparados com os resultados apresentados pelos trabalhos

relacionados. Desta forma, esta seção está subdividia de acordo com as análises realizadas.
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7.2.1 Resultados dos Detectores Sem Personalidade

A Tabela 8 apresenta os resultados obtidos por cada um dos detectores treinados sem dados

de personalidades, sendo estes provenientes de cinco algoritmos diferentes e quatro estados

afetivos. Além disso, a Tabela 8 também destaca, na cor verde, os algoritmos que obtiveram o

melhor desempenho na detecção de cada um dos estados afetivos.

7.2.1.1 Estado de Confusão

Na detecção do estado de confusão, o melhor resultado apresentado foi pelo algoritmo Naive

Bayes, com Kappa de 0, 342 e A’ de 0, 690. Embora não exista um limiar mínimo para conside-

rar um modelo de detecção de estados afetivos ideal, considera-se como comparação o mesmo

valor que é exigido por anotadores humanos dos estados afetivos. Assim, o resultado obtido

no estado de confusão pode ser considerado intermediário, quando comparado ao nível mínimo

exigido para a concordância de codificadores humanos, que é um Kappa maior ou igual à 0, 6.

Porém, ele indica que o detector desenvolvido foi capaz de predizer o estado de confusão com

uma precisão maior do que um algoritmo que leva em consideração apenas a probabilidade de

ocorrência do estado de confusão.

Ainda sobre a detecção do estado de confusão, a Tabela 9 apresenta as características con-

sideradas como mais relevantes para a predição do estado de confusão. A escolha destas dez

características ocorreu de forma automática, por meio da execução do algoritmo de seleção

progressiva de características, especificamente para o estado de confusão e para o algoritmo

Naive Bayes, que obteve o melhor resultado na detecção da confusão. Ao analisar as caracte-

rísticas selecionadas, é possível identificar que o comportamento do aluno, principalmente os

comportamentos off task e on task conversation, impactam na detecção do estado de confusão.

Além disso, as outras oito características que mais representam o estado de confusão estão re-

lacionadas ao número de acertos, erros e efetividade dos passos dos alunos. É possível notar

que quatro destas características representam os dados gerados pelo aluno nos últimos cinco

segundos, apontando que a confusão tem uma relação com logs mais recentes.

7.2.1.2 Estado de Tédio

Na detecção do estado de tédio, o melhor algoritmo também foi o Naive Bayes, com Kappa

de 0, 040 e A’ de 0, 608. Embora esse tenha sido o melhor resultado entre os cinco algoritmos

utilizados para a detecção do estado de tédio, esse resultado ainda é muito baixo comparado

com o mínimo exigido para a concordância de codificadores humanos, Kappa maior ou igual

à 0, 6. Esse resultado, Kappa = 0, 040, indica que a detecção do estado de tédio é um pouco

melhor do que um algoritmo probabilístico, que escolhe o estado de acordo com o probabilidade

de ocorrência que ele ocorre.
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Ao analisar a Tabela 10, que apresenta as 10 características que melhor representam o estado

de tédio, é possível identificar que o comportamento on system está relacionado com o tédio,

assim como o número de cliques seguidos que o aluno realizou, número de passos corretos,

número de passos total e o tempo gasto no passo atual. Novamente, essas características foram

selecionadas automaticamente pelo algoritmo de seleção progressiva de características. Além

disso, foi possível identificar que informações mais antigas, calculadas com dados obtidos desde

o início do dia (diário) e desde o início das sessões de coleta (total), foram as mais aparentes

(cinco ocorrências). A escolha dessas características aponta que informações mais históricas do

aluno pode refletir melhor na detecção do estado de tédio.

7.2.1.3 Estado de Frustração

Para a detecção do estado de frustração, o algoritmo que obteve o melhor desempenho foi o

KStar, com um índica Kappa de 0, 098 e A’ de 0, 543. Novamente, este resultado ainda é muito

baixo, quando comparado ao mínimo exigido por anotadores humanos. Porém, esse resultado é

um pouco melhor do que a detecção realizada por algoritmos baseado em probabilidade. Con-

forme descrito na seção 6.7.7, treinamento dos detectores, não foi possível aplicar o algoritmo

de seleção progressiva de características para o algoritmo KStar. Desta forma, foram conside-

radas as 348 características nas fases de treinamento do algoritmo KStar.

7.2.1.4 Estado de Engajamento Concentrado

Por fim, na detecção do estado de engajamento concentrado, o algoritmo que apresentou o

melhor resultado foi o J48, com Kappa de 0, 630 e A’ de 0, 844. Esse resultado é considerado

acima do mínimo exigido por codificadores humanos. Desta maneira, o detector do estado de

engajamento concentrado pode ser considerado apto à ser testado em ambientes na identificação

de engajamento em tempo real. Este foi o melhor resultado obtido na detecção dos estados

afetivos, quando comparado aos melhores resultados obtidos na detecção dos demais estados.

A Tabela 11 descreve as características que melhor representam o estado de engajamento

concentrado, de acordo com o resultado do algoritmo de seleção progressiva das características.

Novamente, o comportamento do aluno está presente nas características que melhor represen-

tam o estado afetivo, mas, desta vez, os comportamentos on task e on task out são os que melhor

representam o engajamento. Além disso, a maioria das demais características estão relaciona-

das à equação atual que o aluno está resolvendo ou à interação do aluno com a interface, como

posição do clique, número de cliques ou movimento do mouse. Essas características apon-

tam que os dados de logs podem ser utilizados de forma efetiva para a detecção do estado de

engajamento concentrado.
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7.2.2 Resultados dos Detectores Com Personalidade

Ao analisar os resultados apresentados na Tabela 12, é possível verificar que não houve uma

melhora na detecção dos estados de confusão, tédio e frustração. Porém, no estado de engaja-

mento houve uma melhora na detecção. Este trabalho tinha como objetivo verificar se os dados

da personalidade do aluno poderiam resultar em uma melhora na detecção dos estados afetivos

destes alunos. Embora a diferença entre os dois detectores, com e sem dados de personalidade,

seja pequena, ela traz indícios de que a hipótese de pesquisa deste trabalho é verdadeira, con-

forme apresentado nos resultados destacados em verde na Tabela 12. A diferença de 0,003 no

valor Kappa e 0,002 no valor de A’ entre o detector treinado com e sem os dados de persona-

lidade indica que o detector de engajamento com dados da personalidade foi 0,3% melhor que

o mesmo detector treinado sem os dados de personalidade. Acredita-se que, embora essa dife-

rença seja pequena, esse é o primeiro trabalho que utiliza os dados de personalidade do aluno

no desenvolvimento dos detectores de estados afetivos. Mesmo assim, já é possível identificar

que a personalidade pode trazer melhores resultados na detecção.

Ainda sobre a diferença entre os detectores de engajamento que foram treinados com e sem

os dados de personalidade, foi possível identificar uma diferença nas características selecio-

nadas para o desenvolvimento de ambos os detectores. O detector que considera a personali-

dade, dentre as 348 características possíveis, considerou a característica relacionada ao traço

de personalidade abertura como sendo uma das mais importantes, juntamente com as outras

oito selecionadas. Conforme descrito na seção 6.7.6, as características foram selecionadas e

validadas utilizando a validação cruzada, que oferece mais segurança para os resultados encon-

trados. Acredita-se que a seleção desta característica de personalidade é um forte indício de que

a personalidade pode influenciar os estados afetivos e suas transições.

Referente aos demais estados afetivos, não houve uma mudança no resultado de detecção

pois nenhuma característica relacionada à personalidade dos alunos foi selecionada. Ao verifi-

car as características dos detectores treinados com dados da personalidade do aluno, foi possí-

vel identificar que não houve mudanças na seleção de características dos estados de confusão

e tédio, ou seja, as mesmas características foram selecionadas pelo detector com e sem dados

da personalidade. O algoritmo de seleção progressiva de características selecionou apenas as

dez características mais representativas de cada estado, de acordo com cada algoritmo, que

neste caso não incluíram a personalidade. Ainda, como não houve seleção de características

no desenvolvimento do detector de frustração, devido ao tempo de processamento do algoritmo

KStar, não se sabe quais características foram utilizadas no treinamento do modelo.

Foram levantadas algumas hipóteses sobre o porquê das características da personalidade não

terem sido selecionadas na identificação dos estados de tédio e confusão. A primeira delas é

relacionado ao limitante de escolher no máximo dez características para representar o estado

afetivo. Um teste foi realizado para verificar se 20 características iriam representar melhor cada

um dos estados, mas com base nesse teste o tempo de treinamento do detector quase dobrou e
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não houve uma melhora no resultado. Assim, acredita-se que é necessário realizar um estudo

correlacional mais elaborado, visando identificar com mair precisão qual o conjunto de carac-

terísticas que melhor representa cada estado afetivo. Ainda sobre o algoritmo de seleção de

características, a segunda hipótese é que o algoritmo de seleção progressiva (foward selection)

talvez não seja o mais apropriado para este tipo de problema, pois deve lidar com uma grande

quantidade de características. Assim, é necessário realizar novos testes visando identificar algo-

ritmos de seleção de características que possam levar em consideração esse grande número de

características, 348, que foram calculadas. Por fim, a terceira hipótese é de que haviam poucas

amostras (logs rotulados) para o treinamento dos detectores destes estados afetivos, principal-

mente para os estados de tédio e frustração, quando comparado com a quantidade de amostras

do estado de engajamento.

Ao analisar o número de rótulos gerados na fase de anotações de estados afetivos, apre-

sentados na Tabela 7 (seção 6.5.8), é possível identificar uma forte relação entre os resultados

obtidos na detecção de cada estado afetivo (apresentados na Tabela 12), Conforme apresentado

na Tabela 14.

Tabela 14 – Comparação da quantidade de rótulos com os resultados obtidos nos detectores.
Rótulo coletado Resultado detector

Quantidade Representatividade dos Rótulos Kappa A’
Engajamento 1118 53,3% 0,633 0,846
Confusão 463 22,1% 0,342 0,690
Tédio 90 4,3% 0,040 0,608
Frustração 51 2,4% 0,098 0,543

Fonte: Elaborado pelo autor.

O propósito da Tabela 14 é apresentar a relação entre o número de rótulos coletados para

cada estado afetivo contra o resultado obtido por cada um de seus respectivos detectores. É

possível identificar que quanto mais rótulos foram utilizados no treinamento de cada detector,

melhor os resultados obtidos na detecção do estado afetivo. Os trabalhos relacionados utili-

zam uma estratégia de duplicação dos dados que possuem uma menor quantidade, do inglês

resampling. Porém, essa estratégia pode fazer com que os detectores decorem certos padrões,

reduzindo a capacidade de generalização de novos dados. Os autores dos trabalhos que utili-

zaram esta estratégia relatam que a análise dos resultados é feita em cima do conjunto real de

dados, sem a re-amostragem. Porém, neste trabalho foi escolhido não aplicar essa técnica, pois

o número de rótulos dos estados de tédio e frustração eram muito pequenos comparados aos de

engajamento e confusão. Assim, um grande número de duplicações deveria ser realizado, o que

possivelmente poderia resultar em overtraining1 dos algoritmos. Acredita-se que a pequena

quantidade de rótulos dos estados de confusão e, principalmente, tédio e frustração, pode ter

afetado na escolha das características. Assim, ainda são necessárias novas sessões de coleta de

1Comportamento apresentado quando os algoritmos de aprendizagem de máquina são treinados demais ou com
muitos dados, principalmente replicados, ocasionando um baixo nível de generalização dos resultados quando
aplicados a novos dados.
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dados para obtenção de um maior número desses rótulos e, por sua vez, o treinamento de novos

detectores.

7.2.3 Resultados Obtidos Comparados Com os Trabalhos Relacionados

Além da análise interna dos resultados, comparando os melhores detectores que não con-

sideram a personalidade com os melhores que consideram a personalidade, descritos anterior-

mente, também foi realizada uma análise dos melhores resultados obtidos com os resultados

apresentados pelos trabalhos relacionados. Assim, a Tabela 15 apresenta os dados da Tabela 4,

apresentada no capítulo 5 (trabalhos relacionados), juntamente com os resultados obtidos pelos

melhores detectores de cada estado afetivo. Nesta tabela, K foi utilizado como abreviação de

Kappa e TD como abreviação de Trabalho Desenvolvido.

Tabela 15 – Comparação dos resultados apresentados pelos trabalhos relacionados com o trabalho de-
senvolvido.

[1] [2] [3] [4] [5] [6] [7] [8] TD
K 0,390 0,230 0,324 0,150 0,157 0,389 0,105 0,056 0,098

Frustração
A’ - 0,990 0,682 0,600 0,602 0,726 0,692 0,634 0,543
K 0,207 0,280 0,229 0,240 0,264 0,332 0,469 0,278 0,040

Tédio
A’ - 0,690 0,632 0,660 0,671 0,723 0,848 0,682 0,608
K 0,182 0,400 0,274 0,150 0,148 0,334 0,056 0,091 0,342

Confusão
A’ - 0,990 0,736 0,630 0,627 0,735 0,552 0,568 0,690
K 0,193 0,310 0,358 0,420 0,423 0,360 0,156 0,142 0,633Flow/

Engajamento A’ - 0,710 0,678 0,730 0,743 0,697 0,590 0,624 0,846
K 0,163 0,305 0,296 0,240 0,248 0,354 0,196 0,141 0,278

Média
A’ - 0,845 0,682 0,650 0,660 0,720 0,670 0,627 0,672

Fonte: Elaborado pelo autor.

Conforme os resultados apresentados na Tabela 15, é possível identificar que os detectores

de confusão e engajamento alcançaram resultados positivos, quando comparados ao estado da

arte. O detector de confusão, destacado na cor azul, apresentou um resultado mais similar aos

resultados apresentados nos trabalhos relacionados. Por outro lado, o detector de engajamento

obteve o melhor desempenho, comparando com os trabalhos relacionados. É a primeira vez que

um detector atinge um valor Kappa maior que o mínimo exigido por codificadores humanos,

para a geração de rótulos de estados afetivos, como ocorre no protocolo BROMP. Esse resultado

indica que os rótulos gerados pelo detector do estado de engajamento que considera a persona-

lidade do aluno podem ser considerados semelhantes a de um codificador humano. Acredita-se

que este resultado na detecção do estado de engajamento concentrado seja em (i) decorrência

do maior número de rótulos, em relação aos rótulos dos outros estados afetivos, (ii) à quanti-

dade de características utilizadas, levando em consideração todas as informações de interação

do aluno com a interface, modelo do aluno, comportamentos e personalidade do aluno, (iii) à

forma de obtenção dos rótulos, na qual somente um aluno era analisado por vez e os estados
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afetivos codificados representavam de forma mais fiel o estado do aluno e (iv) a quantidade de

logs gerados por cada aluno, nos quais eram possível identificar todas as interações do aluno

com o sistema.

Diferentemente dos resultados dos detectores dos estados de confusão e engajamento, os

resultados dos detectores de frustração e tédio não foram tão bons, quando comparados com o

estado da arte. O detector do estado de tédio obteve um resultado muito abaixo do que os traba-

lhos relacionados vêm apresentando. O detector do estado de frustração também apresentou um

resultado baixo, embora outros trabalhos também tenham apresentados resultados muito abaixo

do mínimo exigido. O menor índice Kappa na detecção da frustração foi obtido pelo traba-

lho mais atual, indicando que a detecção do estado de frustração ainda é uma tarefa complexa.

Acredita-se que o baixo desempenho destes detectores deve-se principalmente à quantidade de

rótulos associados a cada um deles. Com tão poucos dados de treinamento, é difícil que os

detectores sejam capazes de generalizar dados novos, de acordo com os testes aplicados. Além

disso, não foi aplicado nenhuma técnica de duplicação dos dados, a qual poderia superestimar

os resultados.

A média dos resultados dos quatro detectores foi calculada, resultando em um valor Kappa

= 0, 278 e A’ = 0, 672. Essa média não foi calculada com o intuito de fazer uma comparação

com os trabalhos relacionados, uma vez que estes divergem em áreas de aplicação e em tipos

de ambientes. Porém, ao calcular essa média e analisar com a média apresentada pelos traba-

lhos relacionados, é possível identificar que mesmo a melhor média ainda é muito baixa quando

comparada ao índice Kappa mínimo exigido por codificadores humanos. Um fato interessante

de se destacar é que a média dos dois últimos trabalhos relacionados, os mais recentes, foram

menores que a média dos trabalhos anteriores. Embora várias pesquisas e estratégias para me-

lhorar os detectores automáticos de estados afetivos vêm sendo publicadas, o nível de detecção

dos detectores automáticos ainda é muito inferior aos resultados alcançados por detectores hu-

manos, indicando que ainda há muito a ser aperfeiçoado para tornar esses detectores viáveis de

serem utilizados para a detecção de estados afetivos em ambientes de aprendizagem em tempo

real.
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8 CONCLUSÕES

As emoções, um tipo de estado afetivo, podem influenciar no processo de aprendizagem dos

alunos. (AZEVEDO; ALEVEN, 2013). Emoções como confusão podem afetar a aprendizagem

de forma positiva, quando se tornam engajamento (FREDRICKSON, 1998), ou de forma nega-

tiva, quando se tornam frustração ou tédio. (GRAESSER; D’MELLO, 2011). Assim, é impor-

tante identificar os estados afetivos dos alunos para que se possa adotar estratégias pedagógicas,

evitando que os alunos entrem em estados que afetem a aprendizagem negativamente.

Os sistemas tutores inteligentes são ambientes de aprendizagem capazes de guiar os alunos

passo a passo na resolução de tarefas, em uma determinada área de conhecimento. PAT2Math é

um STI voltado para o ensino de álgebra elementar, equações de primeiro grau, no qual o aluno

pode inserir passos de resolução de uma equação inicial e, para cada passo inserido pelo aluno,

o sistema fornece um feedback notificando o acerto ou erro, e no último caso acompanhado de

um feedback de erro específico para o passo fornecido.

O principal objetivo dos STIs é melhorar o processo de aprendizagem dos alunos, forne-

cendo um auxilio individualizado e adaptado, de acordo com suas necessidades. Assim, sa-

bendo que os estados afetivos podem influenciar de forma positiva ou negativa na aprendiza-

gem, é importante que os STIs também levem em consideração a informação emocional sobre o

estudante. Deste modo, estes ambientes poderão adaptar suas estratégias pedagógicas de acordo

com o estados afetivos do aluno e saberão qual o melhor momento para realizar uma interven-

ção, proporcionando uma melhor aprendizagem. Para isso, é necessário que esses ambientes

sejam capazes de detectar e predizer os estados afetivos dos alunos.

O STI PAT2Math, assim como outros STIs, armazena todas as interações do aluno com

o ambiente no módulo do aluno. Além de interações, também são armazenados estimativas

de conhecimento, tarefas resolvidas, erros cometidos e dicas solicitadas ao sistema. Assim,

um grande conjunto de dados individual de cada aluno é armazenado no banco de dados do

sistema. Mais recentemente, a comunidade de mineração de dados educacionais tem usado

dados provenientes da interação dos alunos com ambientes de aprendizagem, como os STIs,

para a descoberta de novos conhecimentos, bem como a detecção e predição de determinados

comportamentos ou estados afetivos dos alunos. Porém, nenhum trabalho conseguiu atingir

um nível de precisão adequado para a utilização desses detectores em tempo real. O nível de

detecção que os trabalhos relacionados tem reportado ainda é baixo, comparado com o mínimo

exigido por codificadores humanos (Kappa maior ou igual à 0, 6). Desta forma, esses detectores

poderiam inferir os estados afetivos de forma incorreta, fazendo com que o sistema perca a

credibilidade e o aluno pare de utiliza-lo, prejudicando sua aprendizagem.

Este trabalho teve como objetivo verificar se a utilização de dados de personalidade no

treinamento de detectores de estados afetivos pode proporcionar uma melhora na precisão da

detecção dos estados de frustração, confusão, tédio e engajamento concentrado. A escolha desta

abordagem deu-se devido ao fato de que a personalidade pode direcionar as emoções (NUNES;
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CAZELLA, 2011) e a duração das emoções parecem depender do traço de personalidade dos

alunos. (REIS et al., 2018). Atualmente, já se sabe que trabalhos têm relatado um alto nível de

concordância com os rótulos gerados pelos detectores com os rótulos gerados por codificadores

humanos.

Outros trabalhos já vêm apresentando diferentes técnicas e métodos para a detecção desses

quatro estados afetivos, identificados como mais frequentes nestes tipos de ambientes. Oito

trabalhos foram classificados como relacionados ao trabalho proposto aqui. (D’MELLO et al.,

2008; BAKER et al., 2012; PARDOS et al., 2014; OCUMPAUGH et al., 2014; WANG; HEF-

FERNAN; HEFFERNAN, 2015; PAQUETTE et al., 2014, 2016; JIANG et al., 2018). Porém,

nenhum deles utilizou dados da personalidade do aluno para o treinamento dos detectores. As-

sim, as estratégias adotadas para o desenvolvimento destes detectores foram de acordo com o

que os trabalhos relacionados vêm adotando.

Além dos dados de personalidade dos alunos, este trabalho também utilizou outro método

para a obtenção dos rótulos de estados afetivos. Atualmente, a maioria dos trabalhos relacio-

nados utilizam do protocolo BROMP para a coleta dos estados afetivos durante a utilização de

ambientes de aprendizagem pelos alunos em sala de aula. Porém, este protocolo não é capaz

de capturar as transições de estados afetivos de um único aluno, além de considerar apenas um

estado afetivo a cada 20 segundos. Assim, um novo protocolo para a coleta dos rótulos de es-

tados afetivos, com base em fases de treinamento e teste dos codificadores, foi proposto neste

trabalho.

Este protocolo foi proposto para a coleta de rótulos de estados afetivos, com base em análise

de vídeo com informações do rosto do aluno com áudio e tela do computador, para serem utili-

zados como rótulos de treinamento em algoritmos de aprendizagem de máquina. Este protocolo

possui um conjunto de definições, fases de coleta dos vídeos e desenvolvimento da ferramenta

de anotações, fase de treinamento dos codificadores, fase de testes dos codificadores e a fase de

anotações, onde os codificadores podem gerar os rótulos de estados afetivos individualmente,

depois de terem sido treinados e obterem um nível de concordância medidos com Randolph

Kappa maior do que 0, 6. Um artigo completo sobre este protocolo foi publicado na European

Conference On Technology Enhanced Learning (EC-TEL) 2019, descrevendo as definições,

fases, fluxo de execução e uma avaliação com diferentes anotadores utilizando uma versão apri-

morada deste protocolo. (MORAIS et al., 2019).

Uma coleta dos dados de logs, módulo do aluno, personalidade e estados afetivos foi rea-

lizada em uma escola privada do RS. Nesse estudo, 55 alunos do sétimo ano utilizaram o STI

PAT2Math em 10 sessões, contendo em média 40 minutos de duração. Deste estudo, foram

utilizados para o desenvolvimento dos detectores 5.525 logs, cada um contendo 348 caracte-

rísticas. Além disso, 30 vídeos foram analisados, gerando um total de 2099 rótulos de estados

afetivos e 2059 rótulos de comportamentos.

Os cinco melhores algoritmos apresentados nos trabalhos relacionados foram utilizados para

o desenvolvimento do detector de cada estado afetivo. Assim, ao todo foram desenvolvidos 20
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detectores. Porém, apenas o melhor detector de cada estado afetivo foi selecionado para ser

retreinado com os dados de personalidade, permitindo a realização de um comparativo dos

detectores que consideram e dos que não consideram a personalidade dos alunos. No desen-

volvimento dos detectores foram utilizados as técnicas de seleção de características e validação

cruzada a nível de aluno, sendo k = 10, sendo estes 10 grupos contendo dados de três alunos se-

lecionados aleatoriamente. As métricas de avaliação dos detectores foram as mesmas utilizadas

pelos trabalhos relacionados, sendo estas Cohen’s Kappa e A’.

Ao comparar os resultados dos detectores treinados com e sem os dados de personalidade

dos alunos, apenas o detector do estado de engajamento apresentou uma melhora na precisão

da detecção. Embora a melhora na detecção tenha sido muito pequena, com uma diferença

de Kappa = 0, 003 e A’ = 0, 002, foi possível identificar que uma característica relacionada

à personalidade dos alunos foi selecionada como uma das mais representativas do estado de

engajamento. Essa seleção de características ocorreu de modo automático, por meio da aplica-

ção do algoritmo de seleção progressiva de características. Esse algoritmo selecionou, das 348

características disponíveis, somente nove características que melhor representaram o estado de

engajamento concentrado, sendo uma delas relacionada à personalidade do aluno. Assim, este

é um indício de que a hipótese de pesquisa deste trabalho é verdadeira.

Quando comparados os melhores resultados obtidos neste trabalho com os resultados apre-

sentados pelos trabalhos relacionados, o detector de engajamento superou todos, apresentando

um Kappa = 0, 633 e A’ = 0, 846, que é maior que o nível de concordância exigido de codi-

ficadores humanos. Acredita-se que esse resultado é devido a utilização de rótulos de estados

afetivos mais representativos dos estados dos alunos, provenientes do novo protocolo de ano-

tação de estados afetivos e comportamentos proposto nesta dissertação. Assim, este trabalho

apresenta o primeiro detector que é capaz de atingir um nível de concordância tão alto quanto

o de um codificador humano na detecção do estado de engajamento concentrado. Quanto aos

resultados dos outros detectores, o detector de confusão obteve um resultado intermediário, as-

sim como os resultados apresentados pelos outros trabalhos. Porém, os detectores de frustração

e tédio obtiveram resultados inferiores da maioria dos trabalhos relacionados, fazendo com que

essa seja uma limitação e uma proposta de trabalho futuro desta dissertação.

Conforme apresentado na Tabela 15, que apresenta uma comparação dos resultados deste

trabalho com os resultados apresentados nos trabalhos relacionados, ainda não se conhece um

método padrão para o desenvolvimento de cada um dos detectores, nem para a coleta de dados,

seja dos logs ou dos rótulos de treinamento. A área de EDM vem crescendo cada vez mais, mas

ainda é uma área recente e que tem muito a ser descoberta. Desta forma, pesquisas exploratórias

como essa podem apresentar direcionamentos e sugerir novas diretrizes, como o protocolo de

anotação dos estados afetivos e uma possível fonte de dados que pode para melhorar a detecção

destes estados com base em mineração de dados, descritos neste trabalho.
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8.1 Ameaças à Validade dos Resultados

É importante salientar que os resultados obtidos nesta dissertação são provenientes da aná-

lise dos dados obtidos de apenas uma escola particular, situada na região metropolitana do Rio

Grande do Sul, região sul do Brasil. Embora os dados tenham sido gerados por 55 alunos de

duas turmas, durante 10 sessões que ocorreram em dias diferentes e que a seleção dos 30 ví-

deos analisados tenha sido realizada de forma aleatória, a amostra da sessão de coleta ainda

é pequena. Por mais que os resultados obtidos aqui indiquem que os dados de personalidade

dos alunos podem proporcionar uma melhora na detecção automática dos estados estados afe-

tivos, ainda não é possível generalizar esses resultados para toda a população. Além disso, os

dados de logs foram obtidos de apenas um ambiente de aprendizagem na área da matemática,

o STI PAT2Math. Assim, também não é possível generalizar esses resultados para ambientes

de outras áreas, uma vez que muitas das características utilizadas no desenvolvimento dos de-

tectores finais estejam relacionadas com as operações que os alunos aplicaram para resolver as

equações.

Outra ameaça à validade dos resultados está relacionada com o número de rótulos de esta-

dos afetivos. Da mesma forma que a pequena quantidade de rótulos dos estados de frustração

e tédio tenha impactado negativamente na detecção destes estados, pode ser que esta pequena

quantidade também tenha influenciado positivamente no resultado da detecção do estado de

engajamento concentrado. Desta forma, os algoritmos de aprendizagem de máquina talvez te-

nham considerado essa quantidade de rótulos como um tipo de bias durante o treinamento dos

detectores. Ainda sobre os detectores, embora a estratégia de validação cruzada tenha sido uti-

lizada como método de validação, proporcionando resultados mais fidedignos na detecção dos

estados afetivos, ao utilizar essa estratégia de validação juntamente com poucos dados de treina-

mento (5525 logs), os detectores podem ter decorado alguns resultados, do inglês overtraining,

tornando-os muito dependentes de características específicas do STI PAT2Math, reduzindo as-

sim a generalização dos resultados para novos ambientes de aprendizagem.

8.2 Trabalhos Futuros

Como trabalhos futuros, espera-se estudar maneiras de como melhorar a detecção dos es-

tados de frustração e tédio. Uma das estratégias será retreinar estes detectores com uma maior

quantidade de rótulos. Para isso, será necessário realizar a análise de mais vídeos para a gera-

ção de mais rótulos de estados afetivos. Além disso, conforme apontado na seção de ameaças

à validade dos resultados, pretende-se realizar sessões de coleta para a obtenção dos dados em

outras escolas. Outro trabalho futuro será na detecção dos comportamentos dos alunos. Estas

informações dos comportamentos foram utilizadas no desenvolvimento dos detectores de esta-

dos afetivos, porém foram obtidas pelo protocolo de detecção dos estados afetivos e comporta-

mentos descrito neste trabalho. Assim, o objetivo será desenvolver detectores para a detecção
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automática desses comportamentos. Ainda, outro trabalho futuro é em relação a detecção auto-

mática da personalidade do aluno. Novamente, esses dados foram utilizados para o treinamento

dos detectores apresentados nessa dissertação. Porém, o método de coleta desses dados foi

por meio de um questionário que identificava os cinco traços de personalidade de cada aluno.

Assim, o objetivo será verificar se é possível detectar e predizer a personalidade dos alunos de

forma automática.
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