UNIVERSIDADE DO VALE DO RIO DOS SINOS
CIENCIAS EXATAS E TECNOLOGICAS
PROGRAMA INTERDISCIPLINAR DE POS-GRADUACAO EM
COMPUTACAO APLICADA

ANTONIO CARLOS STUMPF SOUTO

Uso de Redes Neurais Artificiais na
Simulagao Monte Carlo
Aplicado ao Problema de
Dobramento de Proteinas

Monografia apresentada a
Universidade do Vale do Rio dos Sinos
como requisito parcial para a obtencao do titulo de
Mestre em Computacao Aplicada

Prof. Dr. Adelmo Luis Cechin
Orientador

Sao Leopoldo
julho de 2006



Ficha catalografica elaborada pela Biblioteca da
Universidade do Vale do Rio dos Sinos

S728u

Stumpf Souto, Antonio Carlos

Uso de redes neurais artificiais na simulacéo Monte Carlo aplicado
ao problema de dobramento de proteinas / por Antonio Carlos Stumpf
Souto. — 2006.

130 £.: il. ; 30cm

Dissertagao (mestrado) — Universidade do Vale do Rio dos Si-
nos. Programa Interdisciplinar de Pés-Graduacao em Computacao
Aplicada. 2006.

"Orientagao: Prof. Dr. Adelmo Luis Cechin, Ciéncias Exatas e
Tecnologicas".

1. Rede neural - Computacdo. 2. Rede neural artificial. 3. Monte
Carlo - Método. 4. Proteina - Classificagao. 5. Bioinformatica. I. Ti-
tulo

CDU 004.855.5

Catalogacao na Publicagao:
Bibliotecaria Vanessa Borges Nunes - CRB 10/1556







Dedicatoéria

Dedico aos meus pais,

que comegaram 6 construir

o caminho que trilhet,

este trabalho e 0o meu sucesso nesta etapa:

ambos nada mais que a continuacao de sua obra.



Agradecimentos

Agradeco & minha mae, Medy, por acreditar mesmo quando eu j& perdera a
fé, por se intrometer na minha vida como um anjo da guarda rebelde e insistente,
com o ar decidido de quem parece saber algo que ninguém mais sabe, por nao dar
ouvidos aos meus protestos e tentativas de errar, e por ansiar clara e constantemente
por minha realizacao e felicidade.

Agradeco ao meu pai, Carlos Ary, pelo apoio incondicional, por me propor-
cionar sempre, ao alcance da mao, o exemplo de como as coisas podem ser, pelo
espirito sagaz e pela insaciedade na busca de saber, por transmitir esta necessidade
a nos, seus filhos, nos instigando a sempre buscar mais, e pela obra magnifica de
construir a nossa familia com o carinho e dedicacao de seu grande coracao.

Agradeco aos meus pais ainda e sobretudo por criarem a mim e aos meus
irmaos em uma casa acolhedora, cheia de amor, carinho e incentivo, que hoje carrego
comigo e na qual encontro conforto e forca.

Agradeco & minha mulher, Mércia, por suportar e compreender os planos
adiados, a indisponibilidade, a solidao que porventura causei, as indisposicoes de
espirito, e continuar ao meu lado com seu amor, cuidando de mim, da casa, da
minha vida e, muitas vezes sozinha, do nosso relacionamento.

Agradeco ao meu orientador Adelmo, pela exceléncia profissional e humana,
por me abrir as portas do ambiente cientifico e académico, por acreditar sempre,
pelo incentivo transmitido com o seu fascinio pela pesquisa e a sua alegria a cada
resultado promissor.

Agradeco & meu irmao José e minhas irmas Teresinha e Inés, meus queridos
sobrinhos, amigos, a todos que me querem bem, pela compreensao nas minhas au-
séncias em festas, aniversérios, confraternizacoes, almocos em familia, pela falta de
telefonemas, por nao ter estado presente quando talvez precisaram de mim.

Agradeco por fim & minha querida irma Ligia, por toda a alegria de viver que
sempre transmitiu a mim e a todos que com ela privaram, nos poucos e preciosos
anos em que nos deu a graca de sua companbhia.



Resumo

Neste trabalho é proposto um novo método de otimizacao do método Monte
Carlo (MC) aplicado ao dobramento de proteinas. Este método baseia-se em in-
formagoes oriundas de Redes Neurais Artificiais (RNAs) treinadas para prever a
estrutura secundaria de proteinas. Inicialmente, sao introduzidos conceitos basicos
sobre proteinas e sua estrutura, sobre o método MC, sobre RNAs e sobre os métodos
PHD e PROF de treinamento de RNAs para a predicao de estruturas secundarias.
A seguir, é apresentada uma revisao bibliografica sobre métodos de previsao de es-
trutura tridimensional de proteinas e o ganho de informacao em sistemas hibridos.
Com base nos resultados obtidos em outras abordagens, um novo método é pro-
posto utilizando as predicoes dos método PROF, disponiveis on-line e com indices
de acerto para estrutura secundaria acima de 76%, para a reducao do espaco de
busca do método MC aplicado ao dobramento de proteinas. O método MC é apre-
sentado com a previsao da estrutura secundaria baseada em RNAs (MC-RNA), e
é aplicado a quatro proteinas retiradas da lista de proteinas alvo dos experimen-
tos CASP, para as quais é demonstrado o ganho de acuracia do novo método em
relagao ao método MC na determinacao da estrutura tridimensional das proteinas.
Adicionalmente ao método MC e ao novo método MC-RNA, foi desenvolvido o mé-
todo de controle MC-DSSP utilizando informacao real e conhecida a priori sobre
a estrutura secundaria das proteinas. O método MC-DSSP também foi aplicado
as quatro proteinas de teste para demonstrar como a qualidade das predicoes da
estrutura secundaria influencia a predi¢ao da estrutura tercidria. Em todos os tes-
tes com os trés métodos MC-DSSP, MC-RNA e MC, atingiu-se maior qualidade de
predicao de estrutura terciaria com o método MC-RNA do que com o método MC,
utilizando o mesmo esforco computacional. Da mesma forma o método MC-DSSP,
que utiliza informagao precisa sobre a estrutura secundéaria, obteve sempre melhores
predicoes sobre a estrutura tridimensional do que os demais métodos, evidenciando
a importancia da qualidade da informacao sobre a estrutura secundéaria na acurécia
da predicao da estrutura terciaria de proteinas.

Palavras-chave: Bioinformatica, Redes Neurais Artificiais, Monte Carlo, Dobra-
mento de Proteinas.



TITLE: “USE OF ARTIFICIAL NEURAL NETWORKS WITH MONTE CARLO
SIMULATION APPLIED TO THE PROTEIN FOLDING PROBLEM”

Abstract

This work proposes a new strategy to optimize the Monte Carlo method (MC)
applied to the protein folding problem. This strategy is based on the information
obtained from Artificial Neural Networks (ANNs), trained to predict the protein
secondary structure. The work presents, initially, background knowledge about
proteins and their structure. Follows an introduction to the MC method, Neural
Networks and to the prediction of secondary structure using PHD /PROF programs.
Then, a survey about tridimensional protein structure is presented. Other concepts,
such as information gain in the context of hybrid systems, are also presented. Based
on state-of-the art results, a new method is proposed using the predictions produced
by the PROF program, available on-line and with a performance higher than 76% for
secundary structure prediction, for the reduction of the MC search space. The MC
method is presented with the secondary structure prediction based on ANNs (MC-
RNA) and applied to four different proteins obtained from the list of target proteins
in the CASP experiments. For these proteins, an improvement in performance is
shown in relation to the conventional MC method. Additionaly to the MC method an
to the new MC-RNA method, a validation method MC-DSSP was developed using
real informations and a priori knowledge about the secondary structure. The method
MC-DSSP was also applied to the four test proteins to demonstrate the influence of
the quality in the secondary structure prediction on the tertiary structure prediction.
In all tests with the three methods MC-DSSP, MC-RNA and MC, a higher score
in terms of tertiary structure prediction was obtained with the MC-RNA method
than with the MC method, for the same computer power. In the same way, the MC-
DSSP method, which uses exact information about the secondary structure, reached
better prediction for the tridimensinal prediction than the other methods, showing
the importance of a good quality in the secondary structure for the prediction of
the tertiary structure.

Keywords: Bioinformatics, Artificial Neural Networks, Monte Carlo, Protein Fold-
ing.
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Capitulo 1

Introducao

O método Monte Carlo (MC) é um método de simulagao estocastico que pode
ser utilizado para criar uma amostra estatisticamente representativa dos estados
de um sistema fisico. A simulacdo MC de um sistema fisico consiste basicamente
em transicoes aleatorias entre estados do sistema. FEstas transicoes ocorrem de
acordo com as probabilidades de uma cadeia de Markov e resultam, ao atingirem
o equilibrio, em uma amostra de estados visitados correspondente a distribuicao de
estados possiveis do sistema. Se esta amostra for grande o suficiente e analisarmos
os estados em funcao de determinada variavel, os estados que apresentarem valores
minimos para esta variavel estarao préoximos do minimo global.

Dado um niimero de estados visitados, grande o suficiente e que a simulac¢ao
MC tenha chegado ao equilibrio, havera entre eles um ou mais estados proximos ao
minimo global do sistema.

Redes Neurais Artificiais (RNAs) aproximam o comportamento de um sistema
através de algoritmos de aquisicao automatica de conhecimento a partir dos dados
do sistema. Além disto RNAs sao capazes de aprender o comportamento global
do sistema e sao capazes de generalizar o comportamento do sistema para dados
nao vistos previamente. Tao importante quanto as caracteristicas citadas acima é
a capacidade que a RNA treinada tem de, uma vez alimentada com novos dados
de entrada, gerar previsoes em apenas um passo. Ou seja, enquanto modelos de
sistemas dinamicos dos quais nao se conhece a solucao analitica tem de ser resolvi-
dos numericamente, com At pequeno e alto custo computacional, as RNAs podem
aprender e armazenar a resolucao analitica destes sistemas, e realizar em um passo
o equivalente a N passos da solucao analitica.

No entanto ha limites teoricos para o que a RNA possa aprender sobre de-
terminados sistemas. Ha informacoes que simplesmente nao se encontram codifi-
cadas apenas nos dados que descrevem o sistema mas dependem da sua dinamica
no tempo. Para estes casos o aprendizado armazenado na RNA a partir dos dados
funciona como informacao sobre o comportamento estatistico do sistema. Em outras
palavras, baseada nas variaveis do sistema, a RNA pode prever com probabilidade
P o estado final deste, e P é dependente da quantidade de informacao existente
nos dados de treinamento. Métodos Estocasticos por sua vez tém a capacidade de
extrair amostras representativas dos estados possiveis de um sistema. E de se es-
perar portanto que o aumento de quantidade de informacao oriunda de RNAs nao
s6 acelere a simulagao MC como melhore a capacidade de aproximacgao do estado
6timo em relacao aos dois métodos isoladamente.
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O método MC-RNA proposto, baseado na premissa acima, é um modelo de
simulagao estocastico que utiliza o método MC para a minimizacao de uma fungao
e RNAs para a reducao do espago de busca e conseqiiente aceleragdo da solucao
do sistema. O modelo consiste em simulacao estocastica pelo método MC, com a
probabilidade de geragao de transigao de estado g(u — v) determinada pela RNA.

O problema de dobramento de proteinas foi escolhido como aplicacao do mé-
todo MC-RNA por ser um problema que envolve alto custo computacional tanto pelo
uso de métodos de simulacao continua quanto pelo uso de métodos de simulagao es-
tocastica como o método MC. O alto grau de complexidade imposto pelas dimensoes
de uma proteina em termos de nimero de atomos, a falta de conhecimento sobre os
mecanismos de interacao internos a proteina e com o meio tais como a hidrofobici-
dade e o papel da entropia, e a importancia da determinacao da estrutura nativa de
proteinas para a industria quimica e farmacéutica, tornam a aceleracao dos métodos
de determinacao do dobramento de proteinas um objetivo de suma importancia. A
estrutura tridimensional de proteinas é essencial para a determinacao da sua funcao.
A descoberta de novas drogas e terapias depende diretamente da nossa capacidade
de prever qual a conformacao final de uma proteina em seu meio.

O problema da determinacao da estrutura tridimensional de proteinas esbarra
na dimensionalidade do espaco de busca. A busca em todas as possibilidades de
combinagoes de angulos de proteinas com centenas de residuos de aminoéacidos (do-
ravante referidos simplesmente como residuos) resulta em explosao combinatoéria.
Utilizando a mioglobina como exemplo, com angulos diedrais entre os seus153 resi-
duos podendo variar livrtemente de um em um grau entre0° e 360°, teriamos 3603
opcoes de conformacoes diferentes!

A literatura estd repleta de métodos de predicao de estrutura secundéaria de
proteinas a partir da seqiiéncia de aminoacidos [CF74, GRG91, Lev97, YL93, KS96,
MHA95, RS93, Ros96, SS95, Jon99), e entre estes, o método de predi¢do de estrutura
secundaria por RNAs tém obtido excelentes resultados. Uma vez treinadas, as RNAs
podem realizar a predicao diretamente a partir da seqiiéncia de aminoacidos, sem
necessidade de comparagoes com bancos de dados, e sao capazes de generalizar o
conhecimento para proteinas nao vistas durante a fase de treinamento.

Tamanho da Janela Q3(%) C, Cs  Ceont
1 5300 011 014 017
3 5770 022 0,20 0,30
5 6050 028 026 037
7
9

61,90 0,32 028 0,39
62,30 0,33 0,28 0,38

11 62,10 0,36 0,29 0,38
13 62,70 0,35 0,29 0,38
15 62,20 0,35 0,31 0,38
17 61,50 0,33 027 0,37
21 61,60 0,33 027 0,32

TABELA 1.1 — Dependéncia da precisao para os dados de teste (adaptado
de [QS88]). Qs é & média de acerto na previsao das trés estruturasa, 5 e coil. C é
o coeficiente de correlagao para cada tipo de previsao, como definido por [Mat75]
apud [HMKO5].
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A abordagem do método misto MC-RNA destina-se a acelerar a simulagao
Monte Carlo com o uso de informagao estatistica proveniente de RNAs. A RNA é
capaz de prever a estrutura secundaria diretamente a partir da seqiiéncia local de
residuos. Como a RNA é treinada com informagoes locais, nao é capaz de modelar in-
teragoes entre residuos distantes. Qian & Sejnowski [QS88| e outros [HK89, BBB 90|
mostraram que utilizar uma janela local de residuos como entrada da RNA melhora
os indices de acerto, como mostrado na Tabela 1.1. Esta Tabela mostra que com
janelas pequenas o indice de acerto da RNA cai, evidenciando a importancia da
informacao ao redor da janela para a predicao da estrutura secundaria. Porém, com
janelas maiores do que 6 residuos de cada lado do residuo central também ocorre
reducao na precisao da previsao. Isto mostra que janelas maiores do que6 residuos
nao contribuem com mais informacao, mas pelo contrario deterioram a performance
da predi¢ao adicionando ruido [HMK95]. Sabe-se contudo que a estrutura tridimen-
sional da proteina envolve interagoes entre residuos distantes, e para levar em conta
a influéncia destes residuos outros métodos devem ser utilizados que nao dependam
apenas de informacoes locais. O método MC leva em conta a iteracao de todos os
atomos da proteina, pois depende do cédlculo da energia potencial das conformacoes
que gera para calcular a probabilidade de transicao entre estados.

O novo método MC-RNA utiliza portanto RNAs para acelerar as técnicas
tradicionais de simulacao estocastica. Esta aceleragao acontece porque o método MC
é simulado com distribuicao de probabilidade baseada em RNAs, o que resulta em
diminui¢ao do nimero de estados passiveis de serem visitados. O método MC-RNA
utiliza-se de RNAs treinadas através do método PROF, capaz de prever a estrutura
secundaria de proteinas a partir da seqiiéncia de residuos com precisao maior do
que 76% [Ros01], e desenvolvido por Burkhard Rost a partir do método PHD, que
por sua vez era capaz de predicoes com quase 72% de precisao e foi desenvolvido
originalmente pelo proprio Rost e por Chris Sander [RS93, Ros96, Ros01].

O sistema fisico responsével pelo dobramento da proteinas na natureza pode
ser descrito por uma seqiiéncia de aminoacidos e as diversas interagoes entre seus
atomos. Partindo desta descricao é possivel a construcao de modelos matematicos
para a simulagao da dinamica das proteinas. O modelo que melhor representa es-
tas interacoes é o quantico, constituido por equacoes de Schrédinger e intratavel
computacionalmente.

A simulacao de dindmica molecular é realizada através do modelo mecéanico da
interagao entre atomos, e ¢ uma das principais ferramentas para o estudo de com-
portamento de moléculas biologicas. A simulacao de dinamica molecular é utilizada
tipicamente em estudos sobre a formacao da estrutura tridimensional de proteinas,
de sua dinamica e termodinamica.

Apesar da aceitacao geral e ampla utilizacdo, o Modelo Mecanico para simu-
lacao de Dinamica Molecular ainda ¢ um processo muito caro computacionalmente.
Devido a falta de solugoes analiticas para o modelo mecanico, a integracao numérica
de suas equacoes diferenciais se faz necessaria. Intimeros algoritmos de integracao
sao utilizados pelos pacotes de dinamica molecular, mas todos apresentam alto grau
de complexidade do ponto de vista do custo computacional. De fato, proteinas sao
comumente compostas por seqiiéncias de 100 a 500 aminoécidos, podendo ultrapas-
sar este valor. Se considerarmos que cada aminoécido possui aproximadamente10

LB Rost: PROF: predicting one-dimensional protein structure by profile based neural networks.
unpublished, 2000.
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atomos, a dinamica molecular de uma proteina é um problema que envolve centenas
ou milhares de graus de liberdade.

Na simulacao de dinamica molecular de uma mioglobina é necessario inte-
grar as equagoes diferenciais de posicao e velocidade para aproximadamente 1530
Atomos em cada iteracao. Para a simulacao de 1us de dinamica molecular da
mioglobina sdo necessarios aproximadamente 1,53 -10'? integracoes das equacoes
diferenciais(At = 1fs). Em um Xeon 2,40GH z, 1us de simula¢do da mioglobina em
solvente explicito, equivale a 200 dias de processamento. De acordo com [LCNOO]
o tempo de dobramento de uma proteina em ambiente fisiologico é da ordem de
ms a segundos, o que da uma idéia da complexidade do problema da simulagao de
dinamica molecular.

Na natureza a dinamica molecular é responsavel por duas etapas do dobra-
mento de proteinas. Na fase inicial ocorre a formacao da estrutura secundéria, e
posteriormente a formacao da estrutura terciaria. Ou seja, em um primeiro mo-
mento ocorre a formacao de a-hélices e folhas-G. Uma vez terminado este processo,
as estruturas secundarias comecam a dobrar umas em direcao as outras, formando
a estrutura tridimensional final da proteina.

No método proposto, a RNA contribui na aceleragao do método MC auxiliando
no processo de formacao da estrutura secundaria. O método MC fica responsavel
principalmente pelo trabalho de dobrar as a-hélices e segmentos de folhas-3 umas
sobre as outras. Ou seja, a RNA é responsavel pela previsao da estrutura secundaria
relativa a influéncia dos residuos dentro de uma janela local, e 0 MC é responsavel
pelas iteracoes entre residuos distantes.

Inicialmente sao introduzidos no Capitulo 2 os conceitos bésicos sobre aminoa-
cidos e proteinas, a descricao de sua estrutura em diversos niveis, os campos de forca
para proteinas, o dobramento de proteinas e os métodos tradicionais para se atingir
este dobramento. Também sao introduzidos conceitos sobre o método MC, clusteri-
zagao, sobre RNAs, sobre particularidades do treinamento de RNAs para predicao
de estrutura secundaria de proteinas, e sobre os métodos PHDsec |[Ros96, Ros96]
e PROFsec? de treinamento de RNAs para a predicao de estrutura secundéaria. O
Capitulo 3 traz uma revisao bibliografica sobre métodos de previsao de estrutura
secundaria de proteinas, o estado da arte dos métodos de Dinamica Molecular, Mé-
todos Estocasticos, RNAs, métodos de alinhamento (baseados em homologia) e o
ganho de informacgao em sistemas hibridos. No Capitulo 4 é apresentado o novo
método proposto: MC-RNA, que através do ganho de informagao proporcionado
pelas RNAs treinadas com o método PROF, otimiza o método MC aplicado ao do-
bramento de proteinas através de reducao do espaco de busca. O novo método é
dividido em duas fases: a primeira referindo-se & geracao de conformacoes, e a se-
gunda detalhando a clusterizagao dos dados gerados. O Capitulo 5 traz os resultados
dos experimentos divididos em quatro secoes, uma para cada proteina utilizada como
teste. Finalmente no Capitulo 6 sao apresentadas consideracoes finais e conclusoes
extraidas dos resultados dos experimentos.

No Capitulo 4, juntamente com o novo método MC-RNA proposto, sao apre-
sentados os dois métodos de controle utilizados neste trabalho a titulo de com-
paracao: o MC e o MC-DSSP. O MC é o método MC aplicado ao problema de
dobramento de proteinas, e o MC-DSSP é o mesmo método MC com informacao

2B Rost: PROF: predicting one-dimensional protein structure by profile based neural networks.
unpublished, 2000.
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conhecida a priori da estrutura secundaria das proteinas. O método MC serve como
comparativo com o MC-RNA, permitindo mensurar o ganho de performance pro-
porcionando pela informacao extra do método MC-RNA. Ja o método MC-DSSP
utiliza informacao conhecida, obtida experimentalmente, da estrutura secundéaria
das proteinas testadas. Como o MC-DSSP utiliza informacao ja conhecida, ele nao
tem objetivo de ser uma ferramenta para uso pratico em predi¢oes, mas foi proposto
e aplicado para demonstrar como a maior precisao da informagao sobre a estrutura
secundaria acarreta em aumento da acuracia dos resultados em relagao ao MC-RNA.

Todos os trés métodos MC, MC-RNA e MC-DSSP foram aplicados a um con-
junto de quatro proteinas de dominio publico, relativamente pequenas, escolhidas
dentre o conjunto de proteinas utilizadas nos experimentos CASP como alvo de si-
mulagoes: 158b, 1g7d dominio C-terminal, 1974 (dominio 2) e 1kkg. A fim de gerar
os dados do espaco de busca para os algoritmos, foi criado um banco de dados a par-
tir da lista de proteinas nao homologas do grupo EVA!, contendo informacoes sobre
a estrutura secundéria de 377540 residuos pertencentes a 2327. A anélise das con-
formagoes geradas a partir do método MC-RNA e dos métodos de controle é feita no
Capitulo 5, analisando-se clusters obtidos com o método de clusterizacao K-means
aplicado sobre os angulos formados pelas ligacoes quimicas entre os residuos. Para
otimizar o processo de clusterizacao, apenas uma fracao dos residuos das proteinas
com maior liberdade de movimento é utilizada. Como os residuos pertencentes a
estruturas secundérias formam pontes de hidrogénio entre si, acabam por ter pou-
cos graus de liberdade e podemos despreza-los para fins de clusterizagao, adotando
como representacao da conformacao tridimensional da proteina apenas os angulos
dos residuos pertencentes as algas (coil) que interligam as estruturas secundéarias,
e permitem que elas se dobrem umas sobre as outras. Assim como os angulos de
ligacao dos residuos pertencentes a segmentos coil sao determinantes para a confor-
macao tridimensional da proteina, pequenas variagoes nestes angulos causam grande
impacto na estrutura obtida. Soma-se a isto a grande variedade de combinagoes de
angulos permitida (contra a existéncia de intervalos de angulos preferenciais para
folhas-(3 e a-hélices) para explicar o alto grau de complexidade inerente ao problema
de dobramento de proteinas.

As proteinas sao entao representadas pelos angulos dos residuoscoil que deter-
minam como as estruturas se dobrarao umas sobre as outras, e para cada proteina ha
no Capitulo 5 graficos e tabelas que comparam os clusters obtidos através destes an-
gulos. Os dados obtidos ap6s o término dos experimentos e a clusterizagao mostram
que, para todas as quatro proteinas testadas, o método MC-RNA obteve sempre
maior acuracia e eficiéncia na determinacao de conformacoes tridimensionais pro-
ximas & conformacdo nativa (conformagao tridimensional da proteina na natureza)
do que o método MC. Comparando-se ainda os métodos MC-RNA com o método
MC-DSSP, o segundo foi sempre capaz de produzir estruturas mais proximas da
estrutura nativa do que o primeiro. Considerando-se que as RNAs treinadas com
o método PROF e utilizadas no método MC-RNA conseguem prever a estrutura
secundaria com acuracia maior que 76% |Ros01], os 6timos resultados do MC-DSSP
permitem inferir que a melhora nos métodos de predicao de estrutura secundéria te-
riam grande efeito na otimizacao do MC aplicado & previsao da estrutura terciaria,
ou seja, ao dobramento de proteinas.

3http://predictioncenter.gc.ucdavis.edu/
4 EValuation of Automatic protein structure prediction
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Capitulo 2

Conceltos Basicos

Neste Capitulo, sao apresentados conceitos necessarios ao entendimento deste
trabalho. Os assuntos abordados sdo a composicao e estrutura de proteinas, técnica
Monte Carlo, Clusterizacao e Redes Neurais Artificiais.

2.1 Aminoacidos e Proteinas

As proteinas sao as mais abundantes macromoléculas biologicas, e estao pre-
sentes em todas as células e em todas as partes das células [LCNOO|. As proteinas
ainda apresentam enorme diversidade: no tamanho elas vao desde pequenos pepti-
deos a enormes polimeros com peso molecular na casa dos milhoes de unidades de
massa atdmica, e na funcao onde podem servir para fins tao diversos quanto fun-
coes enzimaticas e hormonais, na composi¢ao da estrutura de tecidos como o tecido
muscular, no transporte de moléculas e muitos outras.

Apesar de toda a diversidade, as proteinas sao formadas por combinacoes de
um grupo de apenas 20 aminoacidos padrao (Tabela 2.1), que se unem uns aos
outros por ligacoes covalentes em uma seqiiéncia de residuos distinta para cada
tipo de proteina. Todos os 20 aminoacidos padrao sao a-aminoicidos. Eles sao
compostos de um carbono central denominado carbono« e, ligados a ele, um grupo
carboxila, um grupo amina, um atomo de hidrogénio e uma cadeia lateral. A cadeia
lateral é denominada grupo R (de radical), e é o que diferencia um aminoacido do
outro influenciando na carga elétrica, na estrutura, no tamanho, na polarizacao e
na solubilidade em &gua do aminoacido (Tabela 2.1 e Figura 2.1).
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Aminoacido Abreviatura Simbolo Indice hidropético

Grupos R alifaticos, apolares

Glicina GLY G —0,4
Alanina ALA A 1,8
Valina VAL vV 4,2
Leucina LEU L 3,8
Isoleucina ILE 1 4,5
Metionina MET M 1,9
Grupos R arométicos

Fenilalanina PHE F 2,8
Tirosina TYR Y -1,3
Triptofano TRP W -0,9
Grupos R neutros, polares

Serina SER S -0,8
Prolina PRO P 1,6
Treonina, THR T -0,7
Cisteina CYS C 2,5
Asparagina ASN N -3,5
Glutamina GLN Q -3,5
Grupos R carregados positivamente

Lisina LYS K -3,9
Histidina HIS H -3,2
Arginina ARG R —4,5
Grupos R carregados negativamente

Aspartato ASP D -3,5
Glutamato GLU E -3,5

TABELA 2.1 — Nomenclatura dos aminoacidos (adaptada a partir de [LCNO0]).
Os aminoacidos estao divididos por grupos R. Na tltima coluna o indice de
hidropatia mede a tendéncia do aminoécido de procurar ambientes aquosos

(valores —) ou ambientes hidrofobicos (valores +).

Os 20 a-aminoacidos padrao podem portanto ser classificados pelo seus grupos
R como [LCNOO]: (1) alifaticos e apolares, (2) aroméaticos, (3) neutros e polares, (4)
carregados positivamente e (5) carregados negativamente.

Os grupos R da primeira classe sao apolares e hidrofobicos. As cadeias laterais
da alanina, valina, leucina e da isoleucina tendem a se agrupar no interior das
proteinas, estabilizando-as com interacoes hidrofébicas.



25
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FIGURA 2.1 — Os 20 aminoacidos padrao das proteinas(|[LCN00|) classificados
pelo grupo R. As formulas estruturais mostram o estado de ionizagao
predominante em pH fisiologico (7,0). As partes ndo sombreadas sdo comuns a
todos os aminoacidos, e as partes sombreadas sao os grupos R.

A segunda classe corresponde aos grupos R aromaticos. Estes sao relativa-
mente apolares (hidrofobicos). Os aminoacidos desta classe tém por caracteristica
a absorcao de luz ultravioleta, aspecto aproveitado por cientistas para caracterizar
proteinas.

A terceira classe é composta por grupos R neutros e polares, mais soltveis
em agua do que os grupos R apolares porque contém grupos funcionais que for-
mam pontes de hidrogénio com a &gua. A cisteina se oxida na presenca de outra
cisteina e forma um aminoacido dimérico chamado de cistina. A cistina é formada
por duas cisteinas ligadas através de ligacao covalente dissulfidica, e é altamente hi-
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drofobica (apolar). As ligagoes dissulfidicas tém influéncia importante na formagcao
da estrutura tridimensional de proteinas, pois formam ligacoes covalentes entre dois
segmentos da proteina ou entre dois polipeptideos.

Os grupos R das classes (4) e (5) apresentam carga elétrica positiva e negativa
respectivamente. Estes grupos sao os mais hidrofilicos. A histidina, por ter uma
cadeia lateral ionizével em ambiente préoximos ao pH neutro, tem a fun¢ao de faci-
litar inimeras reacoes catalizadas por enzimas servindo como doador e receptor de
prétons.

A proteina é portanto um polimero de residuos de aminoacidos, assim deno-
minados devido & perda de agua pelo aminoacido ao se ligar através de um ligagao
covalente & outro aminoacido. As diferentes combinagoes deste grupo de20 ami-
noacidos formam as seqiiéncias de residuos, ou polipeptideos, que formam todas as
proteinas. A andlise da porcentagem de cada tipo de aminoacido presente em uma
proteina pode ser obtida por hidrolise, por meio da qual a seqiiéncia de residuos é
desnaturada e resulta em uma mistura de aminoacidos livres. E interessante notar
que as porcentagens e mesmo a presenca de tipos de aminoécidos varia de pro-
teina para proteina, sendo dificil encontrar duas proteinas diferentes com a mesma
proporcao de tipos de aminoécidos.

Estrutura Estrutura Estrutura Estrutura
Primaria Secundaria Terciaria Quaternaria

-
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FIGURA 2.2 — Representacao hierarquica dos niveis de estrutura em
proteinas [LCNOO].

O conhecimento sobre a estrutura tridimensional de uma proteina em ambiente
natural (estrutura nativa) é essencial para o entendimento de seu funcionamento,
pois a funcao da proteina no organismo é determinada por sua conformacao nativa.
A conformacao de uma proteina é o arranjo espacial de todos os seus residuos.
Mesmo para uma proteina pequena, composta por poucas dezenas de residuos, as
possiveis conformacoes tedricas seriam tantas quantas as combinacoes de variagoes
de angulos possiveis para cada uma das ligacoes covalentes entre os residuos. No
entanto, apenas algumas conformacoes tendem a predominar sobre as outras sob
condi¢oes biologicas (temperatura, ions, nivel de pH, temperatura, etc, similares ao
ambiente fisiologico). A Hipotese Termodinamica [Anf93] estabelece que a estrutura
tridimensional de uma proteina em seu ambiente fisiologico natural é tal que a
energia livre de Gibbs |[LCNO00| (G) de todo o sistema é minima. Em |[BK00| os
autores sugerem que o dobramento da proteina em direcao & conformacao nativa
percorre um tinel de energia decrescente sem barreiras de energia importantes, e que
"a taxa de dobramento da proteina é limitada por uma regiao do tinel onde o ganho
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de energia nao compensa a perda de entropia conformacional". Os autores sugerem
que a cinética da proteina é determinada majoritariamente por barreiras entropicas.
Como a conformagao nativa de proteinas (e portanto de energia livre minima) é
determinada por interacoes fracas [LCN00|, simula¢oes de dinamica molecular que
levem em consideracao apenas a entalpia do sistema tém dificuldade em encontrar
os minimos globais.

A descricao da estrutura de uma proteina é dividida em trés etapas principais
(Figura 2.2): (1) a estrutura primaria descreve as ligacoes covalentes entre os resi-
duos, e tem como elemento mais importante a seqiiéncia de residuos de aminoéacidos,
(2) a estrutura secundaria se refere a arranjos locais estaveis de residuos na forma de
estruturas recorrentes, e (3) a estrutura terciaria é a estrutura tridimensional global
da proteina. Para proteinas grandes como a hemoglobina, composta por mais de
uma cadeia polipeptidica, o arranjo espacial destas cadeias ¢ denominado estrutura
quaternria.

2.1.1 Estrutura Primaria

Aming
—

FIGURA 2.3 — Cadeia polipeptidica. Por convengao os angulos de rotacao das
ligagoes covalentes no carbono alfa (C,) sao denominados ® para a ligacio N — C,,
e U para a ligacao C, — C. Os planos indicam que os dtomos das ligagoes
covalentes C, — C' — N — (|, sao coplanares e portanto as unicas ligacoes
covalentes com liberdade para rotacionar sao as doC,. (JLCNO00]).

A estrutura priméria de uma proteina é a descricao de todas as ligacoes cova-
lentes entre a sua seqiiéncia de residuos. Linus Pauling e Robert Corey, em meados
de 1930 determinaram que entre cada carbono alfa (C,) hé trés ligagoes covalentes
do tipo C, — C — N — C,, e que os 4 atomos participantes sdo coplanares [LCNOO].
As tnicas ligacoes covalentes com liberdade para rotacionar sao as doC,. Por con-
vencao os angulos de rotacao das ligacoes covalentes noC', sao denominados ® para
a ligacao N — C, e ¥ para a ligacao C, — C. Estes angulos sao chamados angu-
los diedrais e, devido a rigidez imposta pela coplanaridade dos grupos peptidicos,
tem a sua liberdade de rotacionar limitada pela colisao dos outros 4tomos do grupo
(Figura 2.3).

O mapa de Ramachandran [GRB96] é um mapa dos angulos diedrais permiti-
dos para residuos pertences a uma proteina, e foi proposto por G. N. Ramachandran
em 1963. No mapa de Ramachandran os valores permitidos para os angulos diedrais
sao os que se encontram em regides de pares de angulos permitidos (Figura 2.4).
Todos os demais que se encontram fora destas regioes sao considerados angulos nao
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permitidos ou proibidos. As regides permitidas do mapa sao construidas através da
determinacao dos pares de angulos ® e ¥ que que respeitam as distancias minimas
permitidas entre Atomos em uma cadeia polipeptidica. Para calcular tais distancias
os atomos sao tratados como esferas solidas de raio igual aos seus raios de Van der
Waals. As regides parcialmente permitidas sao obtidas com raio de Van der Waals
ligeiramente menor e correspondem as conformagoes de menor estabilidade [LCNO0O].

+180
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FIGURA 2.4 — Mapa de Ramachandran: os valores permitidos para os angulos
diedrais ® e ¥ sao limitados pela proximidade dos atomos dados os seu raios de
Van der Walls [LCNO00|. Na éarea cinza do mapa encontram-se as combinagoes
proibidas de angulos diedrais. Nas regioes azuis encontram-se as regioes
permitidas.

Se a estrutura primaria da proteina determina a formacao da estrutura se-
cundaria, a interacao entre os segmentos da estrutura secundéaria determinam a
estrutura tridimensional, e a funcao da proteina depende de sua forma tridimensio-
nal nativa, entao podemos dizer que a seqiiéncia de aminoacidos define a funcao da
proteina. Porém, de 20 a 30% das proteinas em humanos sao polimorficas [LCNOO],
ou seja, apresentam variagoes de residuos na seqiiéncia, porém com pouca ou mesmo
nenhuma alteracao na funcao final da proteina. Aparentemente apenas segmentos
criticos da estrutura priméaria tem de se manter inalterados entre proteinas polimor-
ficas para que mantenham a sua funcao.

Nao se sabe exatamente como a seqiiéncia de aminoacidos determina a estru-
tura terciaria de uma proteina, e nem sempre é possivel prever a estrutura terciaria
a partir da priméria. Porém, através de comparacao com proteinas homologas com
conformacodes nativas conhecidas, se pode inferir a conformacao espacial preferencial
da proteina [LCNO0O]. Ou seja, métodos de alinhamento de estruturas homologas as-
sumem que proteinas com estruturas primarias e portanto seqiiéncias de residuos
semelhantes tendem a assumir conformacoes nativas preferenciais semelhantes.
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2.1.2 Estrutura Secundaria

A estrutura secundaria refere-se a conformacoes recorrentes locais em segmen-
tos da seqiiéncia de aminoacidos. Estas conformacoes sao divididas em dois grupos:
a-hélices e folhas-(.

@ Carbono
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FIGURA 2.5 — Dois modelos da a-hélice de orientagao anti-horaria (mao
direita) [LCNOO|. (a) Os planos das ligacoes peptidicas sdo paralelos ao eixo da
a-hélice representado pelo bastao. (b) Modelo bola e bastdo daa-hélice mostrando
as pontes de hidrogénio.

A estrutura a-hélice é formada por um segmento de proteina onde os residuos
formam um espiral estreita ao redor de um eixo imaginario, atraindo-se mutuamente
por meio de pontes de hidrogénio (Figura 2.5). Para cada volta completa daa-hélice
sao necessarios aproximadamente 3, 6 residuos, e os grupos R dos residuos situam-se
no lado externo da hélice.

As interagoes mutuas através de pontes de hidrogénio determinam duas carac-
teristicas importantes da a-hélice: ela é a estrutura que se forma mais rapidamente
e é a mais estavel. Porém a estabilidade desta estrutura depende da identidade dos
residuos que a compoem. Para citar apenas2 exemplos desta influéncia (Lehninger
cita pelo menos 5), a formagao e estabilidade de uma a-hélice ¢ afetada por (1)
a atracao ou repulsdo entre grupos R sucessivos carregados eletricamente, e(2) as
dimensoes de grupos R adjacentes.

A conformagao (3, assim como a a-hélice, foi predita por Pauling e Corey. Este
tipo de conformacao repetitiva resulta em estruturas com formato de zigue-zague.
As conformacodes § com freqiiéncia se alinham através de interacoes por ponte de
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FIGURA 2.6 — Conformacao 3 de cadeias polipeptidicas [LCNOO|]. As vistas
superior e frontal evidenciam os grupos R sobressaindo da forma sanfonada criada
pelas ligacoes peptidicas. As pontes de hidrogénio também sao mostradas. Na
folha-g antiparalela (a) a orienta¢ao terminal-amino para terminal-carboxila é
invertida para cada segmento. Na folhaJ paralela os segmentos tém a mesma

orientacao.

hidrogénio, formando estruturas com superficies em forma de gaita denominadas
folhas-(3. Neste tipo de conformacao, os grupos R sao dispostos alternadamente em
direcoes opostas (Figura 2.6), e preferencialmente residuos com grupos R pequenos
sao encontrados na seqiiéncia de folhas-3. As folhas-( sao formadas, em geral, por
segmentos proximos na seqiiéncia de residuos [LCN00|, mas podem ser formadas por
segmentos distantes e até por polipeptideos distintos. Ainda conforme a orientacao,
as folhas-3 podem ser paralelas ou antiparalelas (Figura 2.6 (b) e (a)) conforme a
sua orientagao.

Os residuos que nao participam das seqiiéncias de estruturas secundarias estao
nos segmentos que ligam estas seqiiéncias. Estes segmentos se denominamecoil, e nao
possuem estrutura definida, sendo portanto de dificil determinacao. Em proteinas
globulares de estrutura altamente compacta, mais de 30% dos aminoéacidos estao
em coils em forma de loops entre uma e outra estrutura secundaria. Alguns tipos
de dobramentos sao comuns em proteinas como o S-turn, composto por 4 residuos
e uma ponte de hidrogénio conectando dois segmentos de folhas{3 antiparalelas, em
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FIGURA 2.7 — Os angulos diedrais dos residuos participantes de diferentes
estruturas secundarias encontram-se em regioes especificas do Mapa de
Ramachandran.

geral localizado na superficie das proteinas [LCN0O| globulares.

Os residuos quando pertencentes a um determinado tipo de estrutura secun-
daria tendem a ter angulos diedrais caracteristicos, inerentes as restri¢coes impostas
pelo tipo de estrutura espacial. Estes conjuntos de angulos caracteristicos formam
regioes especificas no mapa de Ramachandran para cada tipo de estrutura secunda-
ria. Apesar de estas regides variarem conforme o tipo de residuo, de uma maneira
geral as regioes tipicas para cada tipo de estrutura secundéria sao as mostradas no
esquema da Figura 2.7. Este mapeamento nos permitird mais adiante restringir o
espaco de busca de angulos diedrais para estas pequenas regioes sempre que dis-
pusermos de informacao sobre a estrutura secundéria a que pertence determinado
residuo.

2.1.3 Estrutura Terciaria

A estrutura terciaria é a estrutura tridimensional dada pela posicao espacial
de todos os atomos de uma proteina. A estrutura terciaria engloba entao a descri-
cao da posicao relativa de todos os segmentos de estrutura secundéria e de todos
os residuos dos segmentos intermediarios (coil) (Figura 2.8). A determinacao da
conformacao nativa de uma proteina a partir da seqiiéncia de residuos ¢ nada mais
do que determinar a sua estrutura terciaria nativa a partir da estrutura primaria.
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FIGURA 2.8 — Estrutura terciaria da proteina glutathione peroridase do boi.
Assinalados em amarelo as folhas-3, em vermelho as hélices-a e em azul os
segmentos coil.

Como vimos anteriormente, as estruturas secundérias sao formadas localmente
em segmentos da cadeia polipeptidica em fun¢ao dos tipos de residuos presentes na
seqiiéncia local. As estruturas secundarias, uma vez formadas no ambiente fisiol6-
gico, interagem entre si e com os segmentos de coil, e o resultado da interacao das
cargas elétricas, das componentes hidrofébicas e hidrofilicas, das pontes de hidrogé-
nio, das ligacoes dissulfidicas, e até das restricoes de movimento devido ao choque
de estruturas ¢ a conformagao nativa final da proteina.

Apobs o processo de formacao das estruturas secundéarias, estas comecam a
se dobrar como efeito das interacoes de suas cargas elétricas, polarizacao e efeitos
hidrofébicos, em direcao & conformacao nativa. Portanto, uma vez que tenhamos
conhecimento sobre a estrutura secundaria de uma proteina, a descricao da estrutura
tercidria depende dos angulos diedrais dos residuos dos segmentos que conectam as
estruturas secundarias.

2.1.4 Estruturas Primarias Redundantes

Se o polimorfismo representa um obstaculo no mapeamento da seqiiéncia de
residuos para a conformacao nativa e conseqiiente fungao de uma proteina, a deter-
minacao da conformacao nativa sem o polimorfismo também apresenta limitacoes.
Isto se deve & necessidade de locomocao de algumas proteinas (principalmente enzi-
mas) que acabam por modificar a sua conformacao nativa. Disto resultam arquivos
PDB! ditos redundantes: proteinas 100% homologas com conformacoes nativas di-
ferentes. De acordo com [HW02| o limite teorico para a taxa média de acerto na
previsao da conformacao de proteinas a partir da estrutura primaria (utilizando por-
tanto um método com 100% de taxa de acerto) seria de 73,5%. Ou seja, o limite
teorico de acuracia para um método de previsao da conformacao nativa de proteinas
baseado apenas na seqiiéncia de residuos ¢ menor do que 100% porque a estrutura
nativa nem sempre é determinada apenas pela seqiiéncia de residuos.

L Arquivos com dados sobre a estrutura tridimensional de proteinas do repositérioon-line RSCB
Protein Data Bank, em http://www.rcsb.org/pdb/
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A quantidade de conformacoes nativas de proteinas determinadas por méto-
dos empiricos atualmente é da ordem de milhares. Os dois métodos utilizados sao a
cristalografia por raio X e ressonancia magnética, e ambos se destinam a determinar
a posicao tridimensional de cada 4tomo de uma proteina. O alto custo em tempo e
recursos para a determinacao da conformacao nativa por estes métodos e a conve-
niéncia de conhecimento a priori sobre as possiveis conformagoes sao os motores da
pesquisa em métodos de biologia computacional para o dobramento de proteinas.

2.2 Campos de forca em Proteinas

Campo de forca é o nome que se da a um conjunto de informacoes que permite
calcular a energia de um sistema de uma ou mais moléculas em funcao da distancia
entre dtomos de ligagoes covalentes, entre 2 ligagoes covalentes (C-C-C) em fungao
da variacao angular, variacoes de energia de torcao, interacao de van der Waal entre
2 atomos, forcas eletrostaticas, barreiras rotacionais (limites de rotacao para ligagoes
entre 4 atomos, responsaveis pelas regioes proibidas do mapa de Ramachandran),
e parametros como energia de formagao de moléculas, constantes ambientais (como
a constante dielétrica por exemplo), comprimentos de ligagoes atomicas e raios de
van der Waal, entre outros.

As interagbes entre atomos sao governadas por interagoes eletromagnéticas,
sendo que as interagoes gravitacionais e nucleares sao completamente irrelevantes
na escala atomica c¢. O comportamento de uma molécula pode ser descrito pela
equacao de Schrodinger (aqui na sua forma independente do tempo)

H¢(T1,T27...) :Egb(Tl,Tg,...), (21)

onde 7; sao as posicoes do niicleo e elétrons da molécula, ¢ é a funcao de onda
que contém toda a informacao sobre as propriedades dinamicas do sistema, eF é a
energia. O operador hamiltoniano é dado por

n —h2 n n 2'2'62

H = —J 2.2
2 om, Z Z dmeg|7; — 75| 22)
=1 =1 j=i+1

onde m; é a massa da particula, z; é a carga e os outros simbolos tém o significado
usual. O primeiro termo é referente a energia cinética cléssica e o segundo a energia
eletrostatica. As propriedades de todas as moléculas, incluindo as proteinas, sao
governadas por esta equacdo (excluindo pequenos efeitos relativisticos. A solugao
exata desta equacao porém nao ¢é possivel, nem mesmo se considerarmos moléculas
muito simples como Ho.

Born e Oppenheimer em 1927 [BO27| desenvolveram uma boa aproximacao
para as distribuicoes eletronicas e nucleares. Para esta aproximacao a energia para
uma molécula de N nicleos e n elétrons é dada por

2
ZZZ]
Etotal eletrons + Z Z 47T50|R R | (23)

=1 j=i+1

onde R; sao os vetores de posicdo dos niicleos e z; as cargas. O primeiro termo
representa a contribuicao feita pela energia potencial das interacdes envolvendo os
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elétrons, o segundo ¢ o termo coulombiano de repulsao entre os niicleos carregados
de uma molécula. A funcao de onda eletronica e a energia potencial sao dados por

Heletrons¢<rla T, .. ) = Eeletrons¢(rlv T, .. ) (24)

O operador hamiltoniano para a contribuicao dos elétrons para a energia é dado por:

n

_p2 " e
Heletrons = Z om; VZZ - Z Zi—e +Z Z 47T50|Tz _T]| (25)

i=1 j=1 dmeo|ri — i=1 j=it+1

onde m é a massa do elétron e 7; sdo os vetores posicao para os elétrons. O primeiro
termo da soma corresponde a energia cinética dos elétrons, o segundo as interacoes
entre os elétrons e os ntcleos, e o terceiro as interacoes entre elétrons.

A solucdo para as equacoes acima leva a um grande campo de estudos: a
quimica quantica. A idéia basica dos métodos da quimica quantica é encontrar a
distribuicao dos elétrons para um conjunto fixo de niicleos descrevendo a molécula e,
com a aplicacao de um método de minimizacao de energia a geometria da molécula
pode ser determinada. As equacoes de Born e Oppenheimer porém, apesar de serem
aproximacoes, ainda tem grau de complexidade computacional apreciavel, sendo
inviaveis computacionalmente para moléculas compostas por mais do que algumas
dezenas de atomos.

Os métodos da quimica quantica para representar moléculas sao impraticaveis
quando aplicados a biomoléculas, assim devemos entao considerar um modelo mais
simples de representacao. Os efeitos quanticos sao aproximados pela mecanica clas-
sica para facilitar a representacao. Muitos campos de forca foram desenvolvidos com
o uso de dados experimentais para parametrizar um conjunto de funcoes. Embora
os campos de forca tenham algumas diferencas, acabam por usar praticamente o
mesmo conjunto de fungoes de energia. A seguir, descrevemos os termos de energia
que sao utilizadas para quantificar a energia de proteinas.

2.2.1 Interacdo entre Atomos Ligados

Estas interacoes aplicam-se aos a&tomos que estao proximos uns dos outros, ou
seja, a nao mais do que 2 ligacoes de distancia, e por isso sao chamadas também e
interacoes 1 — 3.

Ligacoes Covalentes

Ligagoes covalentes existem quando dois atomos compartilham elétrons. Caso com-
partilhem um elétron apenas, temos uma ligacao simples, e se compartilham um par
de elétrons temos uma ligacao dupla.

A lei de Hooke aproxima a energia potencial de uma ligagao covalente, é dada
por:

Elig = kr(r - Teq)Qa (26)

onde r é a distancia entre os niicleos dos atomos em uma ligagao covalente,r., é o
comprimento de equilibrio da ligacao, ek, é a constante de mola.

Os valores de 7., sao usualmente obtidos com raios-X de pequenos cristais de
moléculas. Ja os valores de constante k, sao encontrados por meio de célculos e
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através da comparacao dos resultados com dados experimentais das freqiiéncias de
microondas. Estes parametros também podem ser obtidos por calculos de quimica
quantica.

Angulos entre Ligacio

Um angulo 0 entre os atomos ABC' é definido como o angulo entre as ligacoes AB
e BC, como pode ser visto na Figura 2.9.

09
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FIGURA 2.9 - Angulos de ligaco.

Assim como a energia associada com a deformacao das ligagoes covalentes, um
termo de energia também é associado & deformacao dos angulos de ligacao e é dado
por:

By = kg(6 — 6.,), (2.7)

onde ky é uma constante positiva que depende do tipo de angulo, # é o valor do
angulo e 0y é o angulo de equilibrio.

Os valores de angulos sao encontrados experimentalmente. Um angulos de
ligacdo em torno de 109° significa que o atomo central é tetraédrico, possuindo
quatro adtomos ligados a ele. J& um angulo em torno de 120° indica um atomo
central com trés atomos ligados. Os valores de angulos de ligacao também sao
obtidos empiricamente através de raios-X de alta resolucao de pequenas moléculas.
Também podem ser obtidos através de dados de espectrografia ou de célculos.

Angulos Diedrais

Estes sao os angulos de torcao ® e U ja vistos anteriormente. O angulo diedral ¥
(angulo de torgao) entre quatro dtomos ABCD é definido como o angulo entre os
planos ABC e BCD, como podemos ver na Figura 2.10.

A forma funcional padrao para representar a energia potencial de uma rotagao
funcional foi introduzida por Pitzer. Esta é uma funcao periédica representando a
interacao entre os quatro atomos que formam o angulo diedral:

3
Va
Edz'ed = ; 7[1 + Cos(ngb - 7)]7 (28)
onde V,, é a barreira de energia para a rotacao,n a quantidade de méaximos ou mini-
mos em uma volta e v determina o off-set angular. Nos anos 60, quando func¢oes de
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FIGURA 2.10 - Angulos diedrais.

energia potencial foram desenvolvidas para proteinas, foi verificado que o potencial
de Pitzer era insuficiente para fornecer uma representacao completa das barreiras de
energia nas mudancas de angulos diedrais. Funcoes de energia potencial modernas
normalmente modelam a dependéncia da energia em funcao do angulo diedral por
uma combinacao do potencial de Pitzer e interacoes entre atomos nao ligados,

2.2.2 Interacoes Entre Atomos Nao Ligados

Estas interacoes aplicam-se a &tomos que nao estao ligados através de ligacoes
covalentes. Sao chamadas de interacoes1—4 por atuarem em atomos que encontram-
se distantes de trés ou mais ligacoes. As interagoes eletromagnéticas dominam na
escala molecular e fornecem a base fundamental para todas as interacoes, ligadas ou
nao.

Interacoes Eletrostaticas

No caso das interacoes eletrostaticas as cargas do niicleo e elétrons interagem de
acordo com a lei de Coulomb:

(L (2.9)
dmege, Ty

onde g; e g; sao as cargas e r;; sua distancia, €9 a permissividade no vacuo ee¢, a
constante dielétrica do meio onde as cargas estao colocadas. A maneira estritamente
correta de usar esta lei seria considerar todos os ntcleos e elétrons separadamente,
colocé-los na equacao de Schrodinger e aplicar métodos de quimica quantica para
resolver a equacgao para a configuracao espacial dos niicleos de interesse. Esta solu-
cao no entanto é completamente impraticavel para sistemas biomoleculares. Entao
devemos desenvolver um modelo que seja ttil para lidar com os ntcleos dos atomos
sem que seja necessario tratar os elétrons explicitamente.

Pontes de Sal

Como poderia se esperar os residuos lisina e arginina, que sao positivamente carre-
?
gados, podem formar uma interagao forte com os residuos ASP ou GLU que sdo
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carregados negativamente. Nas proteinas esta interacao é conhecida como ponte de
sal. Elas sao relativamente raras.

Pontes de Hidrogénio

As interacoes eletrostaticas entre grupos que nao possuem carga elétrica sao de
fundamental importancia para a estrutura biomolecular.

3
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FIGURA 2.11 — Molécula de dgua.

O que ocorre é que grupos sem carga elétrica podem ter uma grande polariza-
cao. As 6rbitas em torno da molécula sao distribuidas de uma maneira que partes
da molécula tenham menos elétrons, e portanto uma carga positiva, e a outra parte
tenha em excesso e portanto carga negativa. Alguns atomos possuem a tendéncia
de atrair elétrons sendo chamados de eletronegativos. Outros 4tomos tém a tendén-
cia de perder elétrons e sao chamados de eletropositivos. Em casos extremos esta
tendéncia faz com que um atomo perca totalmente um elétron para outro, levando
a formacao de compostos carregados conhecidos como ions. Em um caso menos ex-
tremo elétrons sao compartilhados por dois 4&tomos em uma ligacao covalente, mas
sao puxados para o lado de um dos atomos. Exemplo cléssico é a molécula de agua
esquematizada na Figura 2.11.

+0 .
“H +H

j\O/
al

FIGURA 2.12 — Ponte de hidrogénio entre molécula de agua.

Como o O, é eletronegativo ele atrai os elétrons que estd compartilhando na
ligacao com o Hy, o que distribui as cargas de maneira que os dtomos de H fiquem
com caréter positivo e 0 Oy com carater negativo. No caso da dgua o valor da carga
efetiva em cada atomo de H é alto (cerca de 1/3 do valor do elétron) e, combinado
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com a curta distancia entre &tomos de hidrogénio e oxigénio, leva a molécula de agua
a ter um grande momento dipolo. Duas moléculas de d4gua podem formar entao uma
interacao eletrostatica muito forte, como esquematizado na Figura 2.12.

Esta interacao é conhecida como ponte de hidrogénio. Moléculas de agua
podem formar uma rede e sao muito importantes para a estrutura das proteinas. A
capacidade das ligacoes do carboxi-oxigénio da cadeia principal em formar pontes de
hidrogénio com os aminoécidos da cadeia principal leva a possibilidade de formacao
das diferentes estruturas secundarias, como as a-hélices e folhas-(.

Dispersao

Um atomo pode ser visualizado como tendo um nticleo com carga positiva envolto
em uma nuvem de elétrons com carga negativa. Em um ponto externo do dtomo
a carga sera negativa, uma vez que a carga positiva do nicleo estd exatamente no
centro balanceado pelas cargas negativas dos elétrons. Entretanto, como os atomos
vibram, por alguns instantes a carga positiva nao estard exatamente no centro,
criando um dipolo instantaneo. Como existem outros dtomos na proximidade do
primeiro, este serd afetado pelo primeiro e terd induzido um dipolo. Os dois dipolos
atraem-se mutuamente produzindo uma interacao atrativa. Pode-se demonstrar
que a interacao de dispersao varia de acordo com a poténcia sexta da distancia
entre dois atomos: —B;;/ry;. O fator Bj; depende basicamente da natureza do par
de atomos interagindo. E normal parametrizar a dispersio empiricamente usando
dados energéticos e estruturais de cristais de pequenas moléculas.

Termos de Repulsao

Quando dois atomos sao trazidos muito proximos um do outro a ponto de seus
orbitais comecarem a se sobrepor, existe um custo muito alto de energia. No limite
em que os nucleos atdmicos sao coincidentes os elétrons devem dividir o mesmo
sistema orbital. O principio de exclusao de Pauli diz que dois elétrons nao podem
dividir o mesmo estado. Desta forma a metade dos elétrons do sistema devera ir
para orbitais com energias superiores as energias de valéncia. Por esta razao, as
vezes o nucleo repulsivo é chamado de "interacao de exclusao de Pauli".

A maneira mais simples e antiga de representar o nicleo repulsivo para atomos
é usando o modelo de esfera rigida. Neste modelo os atomos tém um raio caracte-
ristico e nao podem se sobrepor. Esta porém é uma maneira rude de representacao,
pois na realidade os s6lidos e liquidos sao compressiveis, Uma maneira mais realis-
tica de representar o custo energético para aproximacoes muito proximas é utilizar
um termo que varie com r 2.

O termo de repulsao cai muito rapidamente quando a distancia entre dois
aAtomos aumenta, mas contrariamente fica muito grande em distancias curtas. Esta
aproximacao é normalmente usada para funcao de energia potencial de proteinas.
Quando uma precisao maior é necessaria, adota-se um modelo de dois parametros:
Ajj eXP(_Bij'f’z'j)7

Este termo, em conjunto com a representacao para a dispersao por um termo
R}, é comumente conhecido como "potencial de Buckingham". Ele fornece uma
representacao mais realistica particularmente em distancias curtas. Contudo, nao é
normalmente utilizado para simulacoes macromoleculares porque introduz comple-
xidade computacional com o termo exponencial.
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O Potencial de Lennard-Jones e o Raio de Van der Waal

Os termos de dispersao sao colocados juntos no potencial de Lennard-Jones:

Aij Bz‘j
, 2.10)
12 6 (

Esta equacao pode ser reescrita em uma forma mais instrutiva, escolhendo-se o caso
da interacao entre dois atomos do mesmo tipo:

12 6
V=Ex {%} —Q{ZR*} . (2.11)
T T

O minimo da funcao é emr = 2Rx e possui energia —F*. A distancia Rx é conhecida
como o raio de Van der Waal e Ex & o potencial de Van der Waal. E importante
notar que a interagao Lennard-Jones entre &tomos descarregados ¢ menos atrativa
que aquela entre grupos carregados. A diferenca é que a contribuicao eletrostatica
dominara a interacao Lennard-Jones. Em casos onde grupos descarregados formam
estruturas compactas as energias de Van der Waal sao freqlientemente citadas como
estabilizadoras da conformacao.

Efeito do solvente e interagoes hidrofébicas

O fato de as proteinas normalmente estarem inseridas em um meio aquoso complica
consideravelmente o entendimento das interacoes dos diferentes grupos. A seguir
vamos examinar duas contribuicoes importantes do solvente sobre as interacoes com
proteinas.

Efeito Dielétrico

Quando duas cargas elétricas interagem no vacuo, a energia da interacao entre els é
dada pela leio de Coulomb:

v= 2 (2.12)
471'807’@'
Entretanto, se as cargas estao em um meio preenchido por algum material, a energia
é reduzida por um fator conhecido como constante dielétrica do meio. Neste caso,
a energia é determinada por:

qi4;

— 1y 2.13
dege,Tij’ (2.13)

onde ¢, é a constante dielétrica do meio.

A origem do efeito dielétrico deve-se ao fato de o campo elétrico polarizar o
material que ele envolve, Podemos imaginar que o meio é composto por um grande
numero de dipolos microscopicos e estes serao entao alinhados com o campo elétrico.
Como conseqiiéncia teremos um campo elétrico oposto ao campo original, o que
causara reducao do potencial elétrico e da energia de interacao.

Nas simulacoes de proteinas, uma aproximacao comum ¢é a inclusao de um
grande nimero de moléculas de agua em simulacoes de dinamica molecular.
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Efeito Hidrofébico e Entropia

O efeito hidrofébico é a observacao de que as moléculas apolares tendem a formar
agregados na presenca de agua, como gotas de 6leo por exemplo. Este efeito nao
pode ser facilmente modelado por interacoes eletrostaticas e normalmente inclui-
se um termo na funcao de potencial de energia que represente este efeito. Ksta
interagao é de grande importancia para o dobramento de proteinas.

Do fato de as moléculas hidrofébicas tenderem a se agrupar no interior da
molécula decorre a constatacao de que nem sempre as conformagoes de menor energia
corresponderem a conformagao nativa. Ao utilizarmos métodos de minimizacao de
energia para a busca da conformacao nativa de determinado polipeptideo, podemos
chegar a conclusao que determinada conformacao com moléculas hidrofébicas na
superficie poderia ser preferencial em funcao de sua baixa energia eletrostatica.
Porém tal conformacao implicaria na formacao de agrupamentos de moléculas de
agua em forma de gaiola (através de pontes de hidrogénio) ao redor das moléculas
hidrofébicas. Tais estruturas implicariam em uma menor entropia, e sao portanto
menos provaveis. Portanto a forma nativa de um polipeptideo é determinado pelo
balanco entre minimizacao de energia e maximizacao de entropia.

2.2.3 Tipos de Campos de Forca (Funcgoes Potencial de Energia)

A credibilidade em um calculo de mecanica molecular é dependente das equa-
coes de energia potencial e dos valores numéricos dos parametros que sao utilizados
nestas equacoes. Também para minimizacao de energia por mecanica molecular
ou para simulacoes moleculares a qualidade do campo de forca e de outros pa-
rametros que controlam os célculos definem a qualidade dos resultados computa-
dos |BA91, GS91]|.

Campo de forca ou funcao de energia potencial é o conjunto de termos de ener-
gia, cada qual condizente a um tipo de interacao, que, reunidos com os parametros
devidamente escolhidos, descrevem a energia das moléculas.

Os campos de forga devem satisfazer dois critérios: (1) reproduzir as estruturas
experimentais com uma certa precisao, e (2) as estruturas cristalinas corresponden-
tes ao minimo de energia encontrado para o potencial devem representar estruturas
cristalinas possiveis. Idealmente um campo de forca deve ser simples, rapido (com-
putacionalmente barato), transferivel e o mais preciso possivel.

Existem véarios tipos de campo de forca, os quais podem ser classificados se-
gundo as caracteristicas listadas a seguir:

e tipo de componente que serd simulado: proteinas, carboidratos ou polinucleo-
tideos;

e tipo de ambiente do componente de interesse: fase gas, solucao aquosa ou nao
polar;

e alcance dos termos de interagao no campo de forga;
e forma funcional dos termos de interagao;

e tipo de parametros de ajuste, isto é, se os parametros sao tedricos ou experi-
mentais.
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As principais diferencas entre os campos de forca em uso sao: a forma funcional
de cada termo de energia, os nimeros de termos cruzados incluidos e o tipo de
informacao que é utilizada para o ajuste dos parametros.

As fungoes de energia potencial mais comumente utilizadas para peptideos sao:

e ECEPP [MMBS75, SNS84];

o CHARMM [BBO*83];

e GROMOS [HBvGP84];

o AMBER [WK81];

e OPLS [JMTRY6];

o MM3 [AYL89a, AL89, AYL8Ob|;

Estas funcoes de energia potencial sao muito parecidas em sua forma funcional,
mas diferem em detalhes de suas parametrizacoes. A maior diferenca na forma
funcional é que o CHARMM e 0 AMBER consideram a molécula flexivel, e o ECEPP
é concebido em termos de uma geometria fixa e nao prevé alongamento e contracao
das ligacoes ou a curvatura dos angulos de ligagago. CHARMM e AMBER usam
coordenadas cartesianas dos atomos como suas varidveis independentes enquanto
ECEPP usa como variaveis independentes os angulos diedrais.

Embora os resultados obtidos com as fun¢oes de energia potencial sejam ape-
nas aproximados da realidade, eles possuem uma grande vantagem: sao computaci-
onalmente baratos, Isto permite a introducao de representacoes mais realisticas do
ambiente, como por exemplo dgua envolvendo uma proteina que esta sendo simulada.

O método do campo de forca ignora o movimento dos elétrons e calcula a
energia de um sistema como funcao das suas posi¢oes nucleares somente. Por este
motivo é chamada de func¢ao de potencial de energia. A maior vantagem dos campos
de forca é a velocidade dos célculos, o que permite que calculos de estruturas grandes
como proteinas possam ser realizados em computadores com PCs por exemplo. A
capacidade de lidar com grande ntimero de particulas também torna este o tnico
método para realizar simulagoes onde os efeitos do solvente devem ser estudados.
Para sistemas onde sao disponibilizados um bom conjunto de parametros é possivel
realizar uma predicao da geometria e da energia com uma aproximacao muito boa
da realidade.

2.2.4 Campo de Forca MM3

O campo de forca MM3 é muito poderoso para a simulacao de moléculas
organicas. O mesmo foi desenvolvido a partir do campo de forcas MM2, do qual
herdou muitas caracteristicas, podendo ser classificado como um campo de forca
pertencente & classe dos campos de forca "complexos". Deve-se tal fato & inclusao
de termos cruzados para a representacao de angulos e ligacoes.

A energia potencial representada pelo campo de forca MM3 é, assim como em
outros campos de forca, composta da soma de varios termos de energia potencial,
sendo cada um deles o representante de um tipo de interacao. A seguir a relacao de
cada termo com sua referida equacao.
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Alongamento da ligacao covalente:

7
By = TLOAK (1 —10)* |1 —2.55(1 — lo) + (55 - 2:55(1 — o) (2.14)

Encurvamento de dngulos

Ey = 0.021914kg(0 — 65)* [1 — 0.014(6 — 6) + 5.6 - 107°(6 — 6)*—
7.0-1077(0 — 6p)* +9.0-107"°(6 — 6,)"] (2.15)

Torcao entre angulos:

V; v %
E, = 51(1 + cosw) + 52(1 — cos 2w) + 73(1 + cos 3w) (2.16)

Interacao Encurvamento-Alongamento:

Ey = 2.51118 K, [(1 — Io)(I' — 1))] (8 — 6,) (2.17)

Interacao Alongamento-Torcao:

K,
E,, =11.995 ;S(Z —lo)(1 4 cos 3w) (2.18)

Encurvamento-Encurvamento:

Egy = —0.021914 K4/ (6 — 6)(6' — 6)) (2.19)

Interacao Van der Waal:

6 r
Eogw = ¢ {—2.25 (%) +184-10°- e[‘”mw}} (2:20)
r

2.3 Dobramento de Proteinas

As indicacoes através de medidas termodinamicas sao que as proteinas nativas
sao fracamente estaveis em condicoes fisiologicas. A energia livre necessaria para
sua desnaturacio é de aproximadamente 0, 4k.J.mol ! por residuo de aminoacido, o
que leva a uma energia de 80k.J.mol™! para uma proteina com 200 residuos. Cada
um dos efeitos nao covalentes, como efeitos hidrofobicos, interacoes eletrostaticas e
pontes de hidrogénio, pode chegar a milhares de kilojoules por mol em uma molécula
inteira de proteina. A conseqiiéncia é que a estrutura de uma proteina é o resultado
de um balanco delicado entre poderosas forgas concorrentes. A seguir, discutiremos
quais sao as forcas que estabilizam a proteina e como elas atingem um estado final
dobrado mais estavel.

As estruturas das proteinas sao regidas principalmente por efeitos hidrofébicos
e, em menor grau, por interagoes entre residuos polares e outros tipos de ligacoes.

O efeito hidrofoébico que faz com que substancias apolares minimizem seus
contatos com a agua ¢ o principal determinante da estrutura de proteinas nativas.
A agregacao de cadeias laterais apolares no interior de uma proteina é favorecida
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pelo aumento de entropia das moléculas de 4gua que, de outra forma, iriam formar
gaiolas ordenadas em torno de grupos hidrofébicos.

Interacoes Eletrostaticas

Em interiores de agregados de proteinas nativas as forcas de Van der Waal, que
sao relativamente fracas, sao uma influéncia estabilizadora importante. Como estas
forcas atuam somente a pequenas distancias, elas desaparecem quando a proteina é
desenrolada,

As pontes de hidrogénio possuem apenas uma pequena contribuicao na es-
tabilidade das mesmas. Isto ocorre porque os grupos que formam as pontes de
hidrogénio em uma proteina desenrolada formam pontes de hidrogénio energetica-
mente equivalentes com moléculas de dgua. As pontes de hidrogénio dao a tonica
final na estrutura terciaria por selecionarem a estrutura nativa singular de uma pro-
teina dentre um ntmero relativamente pequeno de conformacoes hidrofobicamente
estabilizadas.

A associagdo de dois grupos idnicos de proteinas de carga oposta é designado
par i6nico ou ponte salina. Cerca de 75% dos residuos com carga nas proteinas
sao membros de pares ionicos localizados principalmente na superficie das protei-
nas. Apesar das fortes atracoes eletrostaticas entre membros com cargas opostas de
um par idnico essas interacoes contribuem pouco para a estabilidade das proteinas
nativas. Assim ocorre porque a energia livre das interacoes de carga do par ioénico
normalmente nao é suficiente para compensar a perda de entropia das cadeias late-
rais e a perda da energia livre de solvatagao. quando esses grupos com carga formam
um par ionico. Esses fatores explicam a razao pela qual os pares idnicos sao pouco
conservados entre proteinas homologas.

Desnaturacao e Renaturacao de Proteinas

O aquecimento com pouca variagao de temperatura causa alteracoes abruptas de
propriedades conformacionais sensiveis.

As variagoes de pH alteram o estado ionico das cadeias laterais de aminoéacidos
alterando a distribuicao de cargas e a existéncia de pontes de hidrogénio.

Os detergentes associam-se com os residuos apolares de uma proteina inter-
ferindo com as interacoes hidrofébicas responsaveis pela estrutura nativa delas. O
ion guanidina e a uréia em concentracoes entre5M e 10M sao desnaturantes protéi-
cos mais comumente usados. Eles atuam aumentando a solubilidade de substancias
apolares na agua. Isto deve-se a sua habilidade em romper interagoes hidrofobicas.

Rotas de Dobramento de Proteinas

Poderiamos imaginar que a proteina atinge o dobramento de sua conformacao na-
tiva procurando cada uma das conformacoes possiveis aleatoriamente até encontrar
aquela que é correta.

No entanto, um célculo simples realizado por Cyrus Levinthal demonstrou que
tal nao pode ocorrer. Imagine uma proteina comn residuos que possui entao 2" an-
gulos de torcao ¢ e 1, e que cada um possua trés conformacoes estaveis fornecendo
32" & 10" conformagoes possiveis para a proteina (desconsiderando as cadeias la-
terais). Como a velocidade em que ligagoes simples sdo reorientadas ¢ de1073s



44

o tempo t em segundos para que a proteina experimente todas as conformacoes
possiveis é
10"
t= 105" (2.21)
Para uma proteina pequena de 100 residuos o tempo seria de 10%7s o que é muito
maior do que a idade estimada do universo (6-10'7s).

As proteinas dobram-se para atingir sua conformagao em poucos segundos,
evidenciando que elas se dobram utilizando rotas diretas. Entao uma proteina ao
dobrar-se apresenta uma quebra abrupta de energia livre.

O estagio inicial do dobramento da proteina é extremamente rapido, sendo
que a maior parte da estrutura secundaria de proteinas pequenas ja estd em sua
conformacao nativa apos 5ms do inicio do dobramento.

Nos proximos 5 a 1000ms a estrutura secundaria torna-se estavel e a estrutura
tercidria comeca a ser formada. No estagio final do dobramento, que para as peque-
nas proteinas de dominio nico ocorre nos proximos segundos, a proteina sofre uma
série de movimentos complexos por meio dos quais adquire a organizacao rigida das
suas cadeias laterais e pontes de hidrogénio internas, enquanto as moléculas de agua
remanescentes sao expelidas do interior hidrofébico.

O dobramento, assim como a desnaturagdo, parece ser um processo coope-
rativo. Uma proteina que estd dobrando-se deve, necessariamente, progredir de
um estado de alta energia e entropia, para um estado de baixa energia e entropia.
Um polipeptideo nao dobrado apresenta muitas possibilidades de conformacao (alta
entropia) com o dobramento em nimero cada vez menor de conformagoes a sua
entropia e sua energia livre diminuem. O diagrama de energia entropia nao é um
vale suave, mas uma paisagem dentada. Pequenos buracos ou elevacoes representam
conformacoes que sdo temporariamente aprisionadas até que, por ativacao térmica
aleatoria, consigam sobrepor a barreira de energia livre e possam progredir para uma
conformacao de menor energia. Evidentemente as proteinas evoluiram para atingir
rotas de dobramento eficientes e conformagoes nativas estaveis. Contudo, proteinas
dobradas erroneamente ocorrem na natureza e acredita-se que seu actimulo possa
ser a causa de varias doencas.

2.4 Meétodos Tradicionais de Otimizacao

Otimizacao é a procura por um valor 6timo. Quando falamos de otimizacao
estamos falando de procurar um valor maximo ou minimo para uma funcao, ou em
outras palavras, achar a melhor solucao para um problema.

Este problema pode ser unidimensional, quando a fungao possuir somente uma
variavel ou multidimensional, quando existem vérias variaveis para serem ajustadas.
A funcdo para a qual procura-se o valor 6timo, maximo ou minimo, dé-se o nome
de funcao objetivo

(@) = fley, 22, 20) (2.22)

com os limites [; < x; < u;, para 1 < i < n, definindo o dominio de cada variavel.
Em um problema de otimizacao estamos interessados em encontrar o maximo
ou o minimo para a referida funcao, o que pode ser definido como:
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Seja S o conjunto das possiveis solucoes da funcao definida por f : S — R;
encontre uma solucdo (x], 25, ..., xk) € Stal que f(x], 25, ..., x}) satisfaca o critério

flay,as, .o xr) < f(z,xe, ..., 20),Y(21, 20, ..., x,) €S (2.23)

para minimizacao, e

flat, a5, ... xr) > fer, @, .., x0), Y (21, 20,y xn) €5 (2.24)

para maximizacao. Além de encontrarmos um valor maximo ou minimo para uma
funcao, ao otimizar devemos fazé-lo usando um processo que seja em si otimizado.
Podemos até mesmo concluir que encontrar o valor 6timo absoluto com um processo
ineficiente, ou seja, custoso em termos computacionais, é pior do que encontrar
rapidamente um ponto muito préximo do 6timo.

Existem atualmente varios métodos de otimizacao que ja foram amplamente
estudados. A seguir faremos uma breve descricao de alguns destes métodos sem nos
preocuparmos com testes de validacao para os mesmos.

Métodos Analiticos

Um dos principais métodos de otimizacao é o método analitico baseado em célculo.
Este pode ser direto ou indireto. No método indireto resolve-se um conjunto de
equacoes nao lineares resultantes de se igualar o gradiente da funcao objetivo a zero,
procurando assim um extremo local, mas fazendo a funcao "saltar"e "mover-se''na
dire¢ao relacionada com o gradiente local, que é o método conhecido por descida de
gradiente.

Este método demonstra falta de robustez porque é local, isto é, inicia a busca
a partir de um ponto e encontra a melhor solucao na vizinhanca deste ponto. Ob-
viamente se este ponto inicial escolhido estiver proximo ao extremo global para o
problema, este método o encontrard. Mas se o ponto escolhido estiver proximo de
uma solucao local, este método encontraré esta solucao e ficaré preso nela, nao mais
tendo condigoes de buscar o extremo global. Como em problemas reais geralmente
existem muitas solucoes locais e somente uma delas ¢ global, a probabilidade de este
método encontrar que nao seja global é grande. Outra falha deste método é que ele
necessita que existam derivadas definidas, o que nao é tipico em problemas reais, que
geralmente possuem espacos de busca com muitos picos, ruidos e descontinuidades.
Devido a estas restricoes este método de otimizagao é aplicado a uma classe restrita
de problemas.

Esquemas Enumerativos

Outro método também amplamente estudado sdo os esquemas enumerativos, como
por exemplo a busca exaustiva, que consistem simplesmente em enumerar e ob-
servar todos os pontos do espaco de busca, para entao encontrar a melhor solu-
cao.Evidentemente este método é impraticavel para espacos de busca grandes.
Outro método que também ja teve seu momento de grande popularidade sao
os métodos aleatorios. Estes métodos, como por exemplo a busca cega,beam search
e Hill-Climbing, criam uma arvore de busca e procuram pela solu¢ao percorrendo
esta arvore. Testes com estes métodos mostraram que eles também nao possuem um
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bom desempenho, ou seja, se o espaco de busca for muito grande estes algoritmos
falham no requisito da eficiéncia e eventualmente encontram extremos locais.

Busca Tabu

E um método utilizado principalmente em problemas de otimizacio combinatoéria
que procura evitar minimos locais na busca. Este método inclui algumas técnicas
heuristicas nas suas proprias regras de operacao e por isso pode ser caracterizado
como um procedimento meta-heuristico [HTdW95].

A busca comeca com uma unica solugao inicial, e a partir dela através de
um procedimento chamado de movimento ¢ gerado um conjunto de solugoes. Este
movimento para a criagao de solucoes é controlado por restricoes tabu e critérios de
aspiracoes. As restricoes tabu e os critérios de aspiracoes sao armazenados em listas
circulares o que significa que quando um novo elemento ¢ adicionado na lista o item
mais antigo é eliminado.

As restricoes tabu sao as solucoes que ja foram visitadas na busca e que devem
ser evitadas nas proximas iteracoes do algoritmo.

Os critérios de aspiracoes sao as solucoes que estao na lista tabu e apresentam
uma possibilidade de serem uma solucao aproximada para o problema, se ap6s uma
longa busca nenhuma solucao melhor for encontrada a lista de aspiracoes contém
critérios que eliminam as restricoes tabu, Isto significa que um movimento proibido
por uma restricdo tabu pode passar a ser permitido caso satisfaca a condicao de
aspiragao, permitindo que uma solucao aproximada para o problema seja aceita.

Uma caracteristica adicional encontrada na busca tabu é que a funcao objetivo
pode ser substituida por uma nova funcao objetivo que permite a introducao de
intensificacao e diversificacao da busca.

Recozimento Simulado

Uma maneira de se evitar o aprisionamento do sistema em minimos locais, baseada
em idéias de mecanica estatistica e ciéncia dos materiais, foi proposta por Kirk-
patrick, Gellat e Vecchi [KGV83|, e batizada de Simulated Annealing (recozimento
simulado) devido as semelhangas com o processo fisico de témpera.

Da ciéncia dos materiais sabe-se que para construir um sélido de estrutura cris-
talina perfeita deve-se fundir o material e depois diminuir lentamente a temperatura
do sistema, demorando um longo tempo. Se o sistema é resfriado rapidamente, a
amostra resultante apresentard varios defeitos estruturais sem nenhuma ordem de
longo alcance.

Para entender como sao feitas as mudancas na configuracao do sistema em
questao, considere um sistema com muitos atomos, a uma temperatura finita, em
contato com um banho térmico. Se executamos um pequeno deslocamentoAX em
um atomo, resultando em uma variacao na energia do sistema de AFE, aceitamos
esta mudanga de a energia diminui (AE < 0), e este arranjo atémico passa a ser a
nova configuracao do sistema. Se a energia aumentar (AE > 0), aceitamos a nova
configuracao com a probabilidade

—AB

P(AE) =e ®T . (2.25)
Nesta relagdo, T' é a pseudo-temperatura (doravante denominada simplesmente de
temperatura) e k, ¢ um parametro que determina o cronograma de témpera, isto ¢,
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como a probabilidade varia com a temperaturaT. A escolha de P(AFE) tem como
conseqiiéncia a evolucao do sistema com a distribuicao de Boltzmann.

Baseado nestes dois conceitos, Kirkpatrick e Vecchi propuseram um algoritmo
de otimizacao iterativa, onde o sistema ¢ iniciado a uma temperatural; bastante
alta comparada com as escalas de energia envolvidas. A temperatura permite movi-
mentos que aumentam a energia de uma quantidade AE com probabilidade P(AFE)
dada em 2.25. O algoritmo para a implementagao do método é o seguinte:

1. Iniciamos o sistema com temperatura 7y

2. Com a temperatura fixa, um ou mais graus de liberdade do sistema sao mo-
dificados por um valor AX com probabilidade gaussiana P(AX).

3. Cada mudanga AX leva o sistema de uma energia E para outra com energia
—AFE
FE'i = E+AE. Aceitamos esta mudanga com probabilidade P(AE) = e =T .

4. Apoés executarmos as N mudangas (aceitas ou nao) no sistema, diminuimos a
temperatura de acordo com uma regra pré estabelecida.

5. Retornamos ao passo 2 até atingirmos 7' ~ 0, onde se espera que o sistema
tenha alcancado o estado fundamental.

No caso do Recozimento Simulado, no inicio do processo, podem ser feitos
alguns movimentos decrescentes, ou seja, 0 método aceita possiveis solugoes de maior
custo (no caso do problema de minimiza¢ao), na expectativa de escapar de um
minimo local. A idéia é explorar suficientemente todo o espaco do problema logo no
inicio, para que a solucao final seja relativamente independente do estado inicial.

Quatro ingredientes sao necessérios para a implementacao do algoritmo de
Recozimento Simulado:

e descricao concisa da configuragao do sistema;

e gerador aleatorio de "movimentos"ou rearranjos dos elementos em uma confi-
guragao;

e funcao objetivo quantitativa contendo os compromissos a serem assumidos;

e cronograma de témpera das temperaturas e intervalos de tempo para os quais
o sistema evoluira.

A vantagem deste método em relacao a descida de gradiente é que ele nao ne-
cessita usar a derivada para ser executado o que permite que sejam feitas otimizagoes
de funcoes descontinuas.

2.5 Técnica Monte Carlo

Métodos MC sao utilizados para integracao numérica, otimizacao global, teoria
de filas, e solugao de grandes sistemas de equagoes diferencias lineares parciais ou
equacoes integrais. Métodos MC sao largamente empregados em fisica estatistica e
quimica, em problemas que envolvem o estudo do comportamento de milhares de
aAtomos no tempo e no espaco [Sch02].
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A maior parte dos algoritmos MC manipula variaveis aleatérias uniformemente
distribuidas e independentes [Sch02]. Ou seja, assume-se que as variaveis indepen-
dentes obedecem a uma distribuicao de probabilidade (DP)p que satisfaz p,(x) = 1
para = pertencente ao intervalo [0, 1] e p,(z) = 0 caso contrario. Destas variaveis ale-
atorias uniformes é possivel obter outras distribui¢oes nao uniformes teoricas (como
as distribui¢oes normal, Gamma ou Poisson) ou empiricas.

A técnica MC foi originalmente desenvolvida para estimar integrais sem solu-
¢do analitica. Dada uma fung¢io continua f(z), a integral

)= [ f@da) (2.26)

pode ser estimada a partir da seguinte forma. Se escolhermos um ntimero randémico
real A uniformemente distribuido entre 0 e z, e outro nimero v entre 0 e o valor
méximo de f(z) para o intervalo de 0 a z, e plotarmos o ponto (h, v) no grafico de
f(z) x x, a probabilidade deste ponto estar abaixo da linha do gréafico da fungao é
dada por I(x)/x. Portanto se gerarmos randomicamente uma grande quantidade N
de pontos e contarmos a quantidade M de pontos que ficaram abaixo da linha do
grafico de I(x), podemos estimar I(x) por:

I(z) = lim —. (2.27)

Em modelos de sistemas mecanicos como um gés dentro de um recipiente ou
uma macromolécula em uma "caixa"de dgua, a simulacao MC de equilibrio térmico
calcula o valor esperado (expectancia) (@) de uma varidvel observavel @), como a
energia interna U do sistema por exemplo. A maneira ideal de calcular tal valor
esperado é calcular a média dos valores da variavel para cada estadop do sistema
ponderada pela probabilidade de Boltzmann de cada estado. Entao o valor esperado
é dado por

—BE

o Ep, Qﬂe P

= T
D€

mas sb é viavel para sistemas muito pequenos. As técnicas MC utilizam apenas um

sub-conjunto dos estados escolhidos de maneira randomica de alguma DPp,. Dado
o subconjunto de estados M = i ...y, uma estimativa da quantidade (Q) é

M R

Zizl Qﬂipmle i
M __, —BE,.
Zj:l pujl6 B K

onde @y é denominado o estimador de (@), e quando M — oo temos Qyr = (Q).

Se assumirmos a DP uniforme, ou seja, todos os estados com a mesma proba-
bilidade p,, a equagao (2.29) se reduz a:

M _
Zizl QIM € ﬂEui

Zj‘\il e*ﬂEuj

(@) (2.28)

Q]V[ =

(2.29)

Qm = (2.30)
Porém, em sistemas onde podemos somente nos valer de pequenas amostras do
conjunto de estados (o que é usual em se tratando de simulagao de sistemas fisicos
moleculares), se utilizarmos a DP uniforme o resultado sera uma representa¢ao muito
pobre dos estados importantes do sistema como minimos de energia por exemplo. A
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técnica para a escolha dos estados relevantes dentre um grande niimero de estados
¢ denominada amostragem por importancia.

De acordo com [NB99| um sistema fisico real nao passa por todos os estados
possiveis durante o tempo em que sao observados’, mas realiza uma amostra muito
pequena dos estados possiveis. Os sistemas fisicos reais realizam uma espécie de MC
de suas proprias propriedades, o que reforca a corretude da utilizacao de técnicas MC
para obter calculos razoaveis das propriedades de um sistema a partir de amostras
pequenas mas representativas do sistema.

A estratégia para a amostragem por importancia ¢ ao invés de se escolher os
estados M de acordo com uma DP uniforme, utilizar a probabilidade de Boltzmann
correta de cada estado. Agora a probabilidade de que um estado i seja escolhido é
pu = Z te PEr ¢ 0 estimador para (Q), equagdo (2.30), se reduz a

| M
Qum = i ; Qpi - (2.31)

Esta expressao ¢ bem mais simples e funciona melhor do que (2.30), pois esta
definicao de Qs leva em consideracao o tempo real em que o sistema esté nos estados
mais provaveis.

Porém, para que a expressao (2.31) tenha utilidade é necessario gerar uma
amostra randomica de estados que esteja de acordo com a DP de Boltzmann. Para
tanto as técnicas MC utilizam processos Markov como gerador do grupo de estados
a ser utilizado.

Neste contexto, um processo de Markov é um mecanismo que, dado um sistema
no estado p, gera um novo estado v do sistema, com a probabilidade de transicao
P(pu — v). Para um processo Markov, duas restrigdes devem ser satisfeitas para to-
das as probabilidades de transi¢ao: (1) ndo variar no tempo, e (2) depender somente
das propriedades dos estados i e v, e nao de quaisquer outros estados pelos quais o
sistema tenha passado anteriormente. Ou seja, a probabilidade do processo Markov
estar no estado i e produzir o estado v é a mesma sempre que o estado atual for
p. As transicoes de probabilidade P(u — v) devem satisfazer também a seguinte
restricao:

> Pu—v)=1, (2.32)

ou seja, o processo Markov gera um estado v quando recebe um estado . E im-
portante observar que a probabilidade de haver transicao de estado para o mesmo
estado (P(u — p)) pode ser diferente de zero.

Em uma simulagao MC o processo Markov é utilizado repetidamente gerando
uma cadeia de Markov de estados. O processo Markov deve ser tal que apo6s suficiente
numero de iteracoes a partir de qualquer estado do sistema produza uma sucessao

2Se tomarmos como exemplo um litro de gas nas CNTP, o sistema conterd aproximadamente
10%2 moléculas. As velocidades tipicas para estas moléculas sdo da ordem de100m/s, dado o
comprimento de onda da ordem de 107!%m. Cada molécula tera entdo ao redor de 1027 estados
quanticos diferentes possiveis dentro do recipiente de 1 litro, e o gés terd ao redor de(l()27)1022
estados possiveis. As moléculas mudam de estado a cada colisdo entre si e com as paredes do
recipiente a uma taxa de 10° colisoes por segundo, ou 103* mudancas de estado por segundo para
todo o gas. A esta taxa, levaria 1019% vezes a idade do universo para que o gas passasse por todos
os estados possiveis [NB99].
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de estados com probabilidade dada pela DP de Boltzmann. Quando isto acontece
o sistema atingiu o ponto de equilibrio, e para alcancar este tipo de resultado,
precisamos de mais duas restricoes ao processo Markov: as condigoes de ergodicidade
e de balanco detalhado.

A condicao de ergodicidade é a capacidade do processo Markov atingir qual-
quer estado a partir de outro estado qualquer. Na DP de Boltzmann todos os estados
v tem uma probabilidade p,, e se um destes estados ¢é inatingivel a partir de um
estado p, nao é possivel alcancar o objetivo de gerar uma sucessao de estados com
probabilidade de acordo com a DP de Boltzmann.

Na pratica o método MC pode colocar a maioria das probabilidades de transi-
¢cao em zero, desde que haja um caminho de transicoes com probabilidade diferente
de zero entre cada dois estados da amostra escolhida.

A condicdo de balanco detalhado se destina a garantir que o sistema seja
simetricamente reversivel no tempo, ou seja, que nao hajam ciclos limitantes e que a
taxa total de vezes que uma transicao ocorre ¢é igual a taxa de vezes que a transi¢ao
reversa ocorre. A condicao de balanco detalhado

Pu-(P(p—v)) =py-(Pv—p)), (2.33)

uma vez satisfeita faz com que o sistema sempre tenda para a probabilidade p,,
conforme ¢ — oo. Esta condicao estd de acordo com os sistemas fisicos reais, pois
estes quase sempre obedecem & condi¢ao de balanco detalhado.

Podemos portanto fazer com que a DP dos estados gerados pelo processo
Markov tenda a qualquer DP escolhendo um conjunto de probabilidades de transicao
que satisfaca a equacgdo (2.33). Se desejamos a DP de Boltzmann, simplesmente
utilizamos esta DP para determinar as probabilidades da condi¢ao de equilibrio
detalhado:

P
(M — V) _ e_/B(EV_EN) ) (234)
P(v — )
Por fim, a proporcao de aceitacao é baseada no fato de que podemos definir transicoes
de probabilidade do tipo P(u — p) com valores diferentes de zero. Isto permite
quebrar a probabilidade de transicao em duas partes:

Pp—v)=gp—v)Ap—v). (2.35)

A quantidade g(u — v) é a probabilidade de selegao, dado um estado inicial i, de
que um novo estado v, sera gerado, e a quantidade A(u — v) é a probabilidade de
aceitacao do novo estado gerado.

A proporcao de aceitacdo confere liberdade para a escolha do algoritmo de
geracao de novos estados sem prejuizo das restricoes levantadas anteriormente, e
obter o conjunto desejado de probabilidades de transicoes. Ou seja, ajustando os
valores das probabilidades P(u — p) podemos fazer com que o conjunto de proba-
bilidades de transicao tenha o conjunto de valores que mais nos convém, uma vez
que a equagao (2.34) determina tao somente a propor¢ao:

Plp—v)  gp—v)Ap—v)

Py — p) N glv— WA —p) (2.36)

A outra restricao, a equacao 2.32, também é satisfeita pela equacao anterior.
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Portanto, para construirmos um algoritmo MC, primeiro criamos um algoritmo
que gera estados novos v randomicamente a partir dos estados  com um conjunto de
probabilidades g(u — v), e depois aceitamos ou rejeitamos estes estados com grau
de aceitacao A(u — v). Isto satisfara todos os requisitos para as probabilidades de
transicao, e portanto produzir uma lista de estados que, quando o algoritmo atingir
o equilibrio, serao similares & DP de Boltzmann.

O algoritmo Metropolis é o mais famoso e largamente utilizado algoritmo
MC [NB99|, e foi introduzido por Nicolas Metropolis em um artigo de 1953 so-
bre simulacao de um gas modelado por esferas solidas. No algoritmo Metropolis os
N estados possiveis de serem atingidos tem todos a mesma probabilidade de geracao

1
= _ 2.37
op—v) = v (2:37)
e a probabilidade de geracao dos demais estados é zero. Com estas probabilidades
de geracao, a condicao de balanco detalhado da equacao 2.34 passa a ser

Plu—v) _ (o =) Ap=v)  Ap=v) _ pmeny (g3

Plv—pu)  (gv—pw)(Alv —pn)  Alv —p)

Para obter a maior taxa de aceitacao possivel, e levando em consideracao que
A(p — v), sendo uma probabilidade, nao pode ser maior que 1, podemos escolher

A(p — v) = ¢ 30B Byt ABnas) (2.39)

Na equagao acima, a probabilidade de aceitacao de transicao entre os estados
de maxima e minima energia do sistema é1, porém cai rapidamente com a reducao da
taxa de variagao negativa da energia, e é praticamente zero para variacoes positivas
de energia. O algoritmo MC com probabilidades de aceitacdo dadas por (2.39)
seria muito ineficiente (Figura 2.13). A simulacdo MC teria baixa probabilidade de
aceitacao de transicoes de estado e pouca ou nenhuma chance de escapar de minimos
locais através de transicoes para estados de maior energia.

Se determinarmos que a probabilidade de aceitacao da transicao para um es-
tado de menor energia seja a maior possivel, no caso 1, podemos depois ajustar a
probabilidade de aceitacao da outra transicao para respeitar a condicao de balanco
detalhado da equacao 2.38. Suponhamos por exemplo que a energia do estadou é
menor do que a energia do estado v: £, < E,. Entao a maior probabilidade de
aceitagao entre os dois estados é A(v — p), e portanto damos a esta probabilidade
o valor 1. Para satisfazermos a equacao 2.38 basta agora determinarmos o valor da
transicio inversa: A(u — v) = e #E»=Fu) Para otimizar a busca por estado de
menor energia, o algoritmo Metropolis determina que:

“BEF) s E, — E -0
o € s€ Ly w >
Alp —v) = { 1 caso contrario .

Ou seja, se geramos um novo estado com energia menor do que a do estado
atual, sempre aceitamos a transicao. Se o novo estado gerado tiver energia maior,
aceitamos a transicao com a probabilidade acima. Desta forma nao perdemos tempo
rejeitando transicoes para estados de menor energia, e mantemos a probabilidade de
escapar de minimos locais aceitando transicoes para estados de maior energia com
probabilidade dada pela DP de Boltzmann.

(2.40)
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Taxa Aceit.

Delta E max

FIGURA 2.13 — A linha continua ¢ a taxa de aceitagao da equagao 2.39. A
transicao para um estado com reducao de energia equivalente a—%AEmax tem
probabilidade de ocorrer de apenas 0, 13, e a taxa de aceitacao de transicoes para
estados de maior energia ¢ 0,02 no maximo. No algoritmo Metropolis
(equagao 2.40) representado pela linha tracejada, as probabilidades de transigao
sao as maiores possiveis para cada AFE, respeitando-se a condicao de balanco

detalhado.

2.6 Clusterizacao

Neste trabalho a clusterizacao tem um papel crucial na determinacao dos re-
sultados da técnica MC. A simulacao MC ¢ inicializada varias vezes com sementes
aleatorias diversas. Findas as simulagoes temos resultados distribuidos probabilisti-
camente pelos minimos locais do modelo molecular. A clusterizacdo é a ferramenta
que pode informar quais conformacoes de proteinas localizadas em diversos mini-
mos locais de energia pertencem & mesma classe de solugao, permitindo a escolha
da conformagao que melhor representa cada grupo (cluster).

Clusterizar é organizar dados em conjuntos de acordo com algum critério de
similaridade. Dados em um conjunto (cluster) sao mais similares entre si do que com
dados pertencentes a outros clusters. A clusterizacao é um processo de organizacao
nao supervisionado, ou seja, a organizacao emerge dos dados sem nenhuma pré-
classificacao.

Os passos tipicos de um processo de clusterizagao sao:

1. Representacao de padroes através de atributos. Estes atributos podem ser me-
didos ou extraidos dos padroes. Se utilizarmos uma proteina como exemplo,
poderiamos representa-la por um ou mais atributos como ntimero de aminoa-
cidos, estrutura secundéaria, compactacao, energia, hidrofobicidade, etc.

2. Definicao de medidas de proximidade adequadas para os atributos escolhidos.
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3. A clusterizacao propriamente dita.

Antes de entrarmos especificamente nos processos de clusterizacao, é necessario
definirmos os termos que serao utilizados nesta secao, sendo eles:

e Padrao: ¢ a instancia de um dado. Um padraox é representado por um vetor
de atributos x = {z1, 29, ... ,24}.

e Atributo: os valores escalares dos componentes x; do vetor x que representam
o padrao.

e Dimensionalidade: é o nimero de atributos do padrao, e define a dimensaod
do hiperespaco que contém os dados.

e Distancia entre padroes: ¢ o valor utilizado para aferir a similaridade entre
um par de padroes. Quanto maior a distancia, menor a similaridade entre?2
padroes. A funcao de distancia mais intuitiva é a Distancia Euclidiana, dada
por:

1
d 2

dz(iﬁi,ﬂé’j) = Z(ﬂé’zk - ﬂfj,k:)2 = [|a; — l'jH2 . (2~41)

k=1

Para evitar que atributos com escalas de valores maiores sejam preponderantes,
os atributos devem ser normalizados antes de se utilizar a Distancia Euclidiana.

As abordagens para clusterizacdo sao inicialmente divididas em dois grupos
principais: hierdrquica e particional. A abordagem hierdrquica particiona o espaco
de dados recursivamente, enquanto a particional produz apenas um nimero fixo de
partigoes.

A vantagem dos algoritmos hierarquicos é prescindirem de intervencao na es-
colha inicial de clusters. Porém, como tém alta complexidade computacional, nao
podem ser utilizados para clusterizacao de grandes conjuntos de dados ou para pa-
droes de grande dimensionalidade.

Os Algoritmos de Clusteriza¢do Hierarquica produzem dendrogramas a partir
de dados e sdo em sua maioria baseados nos algoritmos single-link [SS73| , complete-
link |Kin67] e minimum-variance [War63|, sendo os dois primeiros os mais popula-
res [JMF99).

O algoritmo de Clusterizagao Hierarquica consiste nos seguintes passos:

1. Compute a matriz de proximidade contendo a distancia entre cada par de
padroes. Crie um cluster para cada padrao.

2. Encontre o par de clusters mais similar de acordo com a matriz de proximidade
e una esses clusters em um novo cluster. Atualize a matriz de proximidade.

3. Se todos os padroes estao em apenas um cluster, pare. Caso contrario retorne
para o passo 2.
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De um algoritmo de clusterizag¢ao particional se obtém simplesmente particio-
namento dos dados, ao invés de uma estrutura de clusters como a do dendrogramas
resultante dos algoritmos hierdrquicos. Algoritmos particionais sao indicados para
conjuntos de dados grandes, onde a construgao de dendrogramas é computacional-
mente proibitiva [JMF99]. A dificuldade dos algoritmos particionais ¢ a necessidade
de se escolher o niimero de clusters.

Nesta técnica busca-se otimizar uma funcao objetivo em relacdo a algum cri-
tério. Como a busca combinatoéria de todo o conjunto de possiveis cluster em busca
do 6timo é computacionalmente impraticavel, na pratica se utiliza rodar varias ins-
tancias do algoritmo com pontos iniciais diferentes. A melhor configuragao é entao
escolhida como resultado do algoritmo de clusterizacao.

O algoritmo k-Means é popular por ser facil de implementar e devido a sua
baixa complexidade (O(n), onde n é o nimero de padrdes). Porém o algoritmo é
sensivel & escolha das parti¢oes iniciais. Uma escolha infeliz de condicao inicial pode
levar & convergéncia em um minimo local.

Na Figura 2.14 as elipses representam os clusters formados se escolhermos
A, B e C entre os sete padroes bidimensionais como os pontos de partida para a
construcao de 3 clusters. Esta configuracao tem Erro Quadrado bem maior do que a
clusterizacao representada pelos retangulos. Se escolhemos por exemplo os padroes
A, D e F como pontos iniciais, obtemos a clusteriza¢cao mostrada pelos retangulos,
que ¢ a configuracao de minimo global.

x, 4

CTeY
=

Xy

FIGURA 2.14 — O algoritmo k-Means é sensivel as condigoes iniciais

Por isto a necessidade de varias inicializagoes randomicas com niimero de par-
ticoes iniciais diferentes. Os passos para rodar o algoritmok-Means sao os seguintes:

1. Escolha randomicamente k& padrdes ou k pontos dentro do hiperespaco con-
tendo os dados como sendo os centros inicias de clusters.
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2. Adicione cada padrao ao centro de cluster que estiver mais proximo.
3. Compute o novo centro do cluster com o novo conjunto de membros.

4. Se o critério de convergéncia nao é atingido, volte para o passo?2. Critérios
tipicos de convergéncia sao nenhum ou minimo numero de padroes trocando
de clusters, ou baixa taxa de reducao no erro quadrado.

O algoritmo ISODATA [BH65| permite unir e dividir os clusters resultantes
do particionamento. No exemplo da Figura 2.14 o algoritmo ISODATA, uma vez
apresentado a clusterizacao representada pelas elipses, atingiria o minimo global
representado pelos retangulos. Inicialmente ele uniria os clusters {A} e {B,C}
dada a proximidade entre seus centroides. O cluster {D, E, F,G} apresenta alta
variancia, e seria dividido resultando nos dois clusters{D, E'} e {F,G}.

2.7 Redes Neurais Artificiais

Uma RNA é um processador distribuido, macicamente paralelo, constituido
de unidades de processamento simples, denominados neuronios artificiais, que tem
propensao natural para armazenar conhecimento e baseia-se no cérebro humano em
dois aspectos [Hay01]: (1) o conhecimento é adquirido pela rede a partir do seu
ambiente através de um processo de aprendizagem, e (2) o conhecimento adquirido
é armazenado nos pesos sinapticos. Os pesos sinapticos sao valores associados as
sinapses ou conexoes entre os neurénios da rede.

O grande sucesso das RNAs se deve a sua capacidade de aprendizagem a partir
dos dados, sem auxilio de qualquer tipo de conhecimento prévio sobre o sistema
de onde se originam. O treinamento é feito com algoritmos de treinamento que
utilizam conjuntos de dados de entrada e saida para modificar os pesos da RNA.
Os pesos sao modificados de modo a gradualmente fazer com que a RNA apresente
na sua saida valores cada vez mais proximos aos dados de saida reais para um
conjunto de dados de entrada do sistema. Em outras palavras as RNAs podem
ser treinadas através de algoritmos de aprendizagem para modelar o sistema. No
entanto, a caracteristica mais atraente das RNAs é a capacidade de generalizagao,
ou seja, a capacidade de prever saidas para dados de entrada nao existentes na fase
de treinamento. Obviamente ha restricoes a efetividade das previsoes das RNAs
ligadas a quantidade de informacao existente nos dados de treinamento.

Nas secOes seguintes as caracteristicas das RNAs e da aprendizagem serao
abordadas com mais detalhes, desde o modelo de Neurdnio Artificial, passando por
RNAs multicamadas, aprendizado, algoritmos de treinamento, treinamento super-
visionado, até alguns conceitos basicos sobre a RNA treinada para previsao de es-
trutura secundaria: como representar os residuos, e a técnica de janelamento.

2.7.1 Neuronio Artificial

O neuronio artificial ¢ uma simplificacao do neuronio biologico, ou ainda uma
unidade de processamento baseada no funcionamento do neurénio biolégico. Como
no neurénio bioldgico, o neurdnio artificial (doravante denominado simplesmente
neuronio):
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1. tem conexodes de entrada, por onde recebe sinais de ativacao de outros neuro-
nios,

2. tem conexoes de saida, por onde envia o seu sinal de ativagao adiante,

3. tem uma mecanismo para conjugar as ativacoes de entrada e avaliar a sua
intensidade para ativar a sua saida.

As conexoOes entre os neuronios biologicos sao chamadas sinapses e sao respon-
saveis pelo armazenamento de informacao. Para tanto os neuronios que sao ativados
com maior freqiiéncia tendem a aumentar de espessura em relacao aos demais. As
sinapses dos neuronios biologicos sao representadas por conexoes ponderadas entre
os neurdnios, onde o peso w,, representa a espessura da sinapse entre os neurdnios
biologicos = e y (Figura 2.15, no alto a esquerda). A avaliacao dos sinais de entrada
para ativacao do neurdnio é feita aplicando-se o somatoério das entradas a uma fun-
cao sigmoidal. Este tipo de fungao garante que a saida de um neuronio se estabilize
em um valor minimo ou méximo a medida em que o somatoério das entradas tenda a
se afastar da origem. Esta capacidade de estabilizacao permite que o conhecimento
adquirido seja estavel durante a aprendizagem.

O neurénio de uma RNA é portanto uma unidade de processamento composta
por um somador e uma funcao de ativacao nao linear (Figura 2.15). Ligado ao
neur6nio estao as conexoes de entrada vindas de outros neurdnios ou dos dados de
entrada, e a conexao de saida que é ativada por uma funcao de ativacao. Somando-
se as conexoes de entrada ha uma conexao que nao provém de outro neurénio ou de
dados de entrada, mas da unidade de bias. Esta unidade tem a funcao de adicionar
uma constante a funcao de ativacao, permitindo assim que a curva da func¢ao se
afaste da origem. O neuronio recebe sinais de entrada de outros neuronios e dobias,
ponderados por pesos sinapticos, e responde na sua saida com o sinal de ativacgao.
O modelo de um neurénio artificial pode ser descrito pelo par de equacoes:

m
ap = E Wi T (2.42)
=1
e
yr = o(ag + by), (2.43)
onde 1, T3, . .., T, sa0 0s sinais de entrada; wy, , Wg,, . . . , Wk, Sa0 0s pesos sinapticos

do neuronio k; by é o bias; ¢() é a fungdo de ativagdo e y, é o sinal de saida ou
ativagao do neuronio. O bias efetua uma transformagao afim no combinador linear
Qg

2.7.2 RNA multicamada

O perceptron é a denominacao de uma rede neural muito simples, estudada
intensamente nas décadas de 50 e 60 devido a sua capacidade de aprendizagem. O
perceptron consiste basicamente de uma camada de unidades de entrada conectadas
a um neurdnio de saida. As unidades de entrada sao neurdnios simples, cuja fun¢ao
de ativagao consiste em simplesmente repassar o valor da entrada para o neuronio
de saida. Em 1969 porém, M. Minsky e S. Papert provaram matematicamente que o
perceptron somente conseguia aprender a mapear fun¢oes lineares [Hay01]. Com sua
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FIGURA 2.15 — Acima & esquerda: representacao esquematica de um neuronio
artificial. Os valores de entrada x1,zs, ... x, sao multiplicados pelos respectivos
pesos wy, wa, . . ., w,. O somatorio das entradas ponderadas pelos pesos aplicado a
funcao de ativacao é o valor de ativacaoy do neuréonio. Em baixo na esquerda a
fungao de ativacao Sigmoide y = ﬁ Na direita, representacao de uma RNA
com 6 neurénios na camada de entrada, 4 neuronios na camada escondida e 3
neurdnios na camada de saida.

famosa demonstracao da incapacidade do perceptron de aprender a simples funcao
XOR, mostraram que o perceptron s6 era capaz de classificar dados linearmente
separaveis, e provocaram um desinteresse da comunidade cientifica por RNAs que
perdurou até meados da década de 80. Foi nesta época que o interesse pelas RNAs
ressurgiu, com o advento das RNAs multicamadas.

A RNA multicamada feed-forward (Figura 2.15, a direita) é uma RNA com
miultiplas camadas de neurénios, sendo que cada neurdénio de uma camada esta
conectado com os neurénios da camada seguinte. A RNA multicamadafeed-forward
é composta de uma camada de entrada, uma ou mais camadas escondidas com
neuronios de funcao de ativacao nao-linear e uma camada de saida. Devido a camada
de neurdnios escondida este tipo de RNA é capaz de aprender mapeamentos nao
lineares entre os dados de entrada e os dados de saida. O nome feed-forward ou
alimentagao a frente se refere a caracteristica das RNAs multicamadas em que as
saidas dos neurdnios das camadas intermediarias ou escondidas é direcionada para
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a entrada dos neurdnios das camadas seguintes.

Dado que se tenha um conjunto de dados de entrada e de saida represen-
tativo do dominio e imagem de uma funcao nao linear e com tamanho suficiente,
havera uma configuracao de RNA multicamada que associada a um algoritmo de
aprendizado serd capaz de aprender esta funcao em um tempo finito e generalizar
os resultados para dados externos a este conjunto com um erro determinado. O
modelo mais comumente utilizado de RNA multicamada consiste em RNAs de trés
camadas: uma camada de entrada, uma camada escondida e uma camada de saida.
Descartados os problemas de qualidade dos dados de aprendizado, a limitacao de
aprendizagem de funcoes nao lineares para este tipo de RNA esta ligado principal-
mente ao nimero de neurdnios pertencentes a camada escondida. Se o nimero de
neuroénios for muito pequeno corre-se o risco de a RNA nao ser capaz de mapear a
funcao nao linear com um erro pequeno. J4 se o nimero de neurdnios for demasiado
grande em relacao & quantidade de dados de treinamento, a RNA pode se especi-
alizar em demasia nestes dados e perder a capacidade de generalizacao, no que se
costuma chamar de decorar.

Infelizmente nao se conhece ainda um método de escolha automéatico do nu-
mero de neurdnios ideal para cada tipo de conjunto de dados de treinamento para
funcoes continuas. O algoritmo Cascade Correlation proposto por Scott Fahlman
permite a construcao automatica da topologia da rede durante o treinamento, mas
é aplicavel somente para problemas de classificacao. Como a grande maioria dos sis-
temas na natureza sao representados por funcoes continuas nao lineares, a escolha
da topologia ainda depende da experiéncia do pesquisador e da tentativa e erro.

2.7.3 Aprendizado

O aprendizado de uma RNA é o resultado da aplicacao interativa de um algo-
ritmo de treinamento baseado em um conjunto de dados de entrada e saida de um
sistema. Em linhas gerais, o método de treinamento consiste em repetir as seguintes
operagcoes:

1. atribuir valores iniciais aos pesos da RNA,
2. alimenta-la com dados de entrada,

3. fazer o célculo da ativacao de todos os neurénios na ordem de entrada para a
saida (alimentagdo a frente),

4. comparar os valores de ativacao dos neurdnios da camada de saida com os
valores de saida do conjunto de dados do sistema,

5. e por fim alterar os valores dos pesos para diminuir o erro obtido.

As operacoes enumeradas acima sao repetidas até que seja atingido o critério
de parada, tipicamente o erro médio quadrado. Virtualmente todos os algoritmos de
treinamento supervisionado, ou seja, em que os pesos sao modificados em funcao do
erro da RNA em relacao aos dados esperados, se baseiam nas regras e no algoritmo
descritos acima. A atribuicao inicial é tipicamente mas nao obrigatoriamente alea-
toria. O erro médio quadrado é calculado sobre o erro para cada padrao, que é uma
instancia de valores de entrada e saida, e é calculado sobre dados nao disponiveis
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no treinamento. O controle do erro em dados externos ao conjunto de treinamentos
permite verificar quao bem a RNA aprendeu a generalizar o aprendizado.

A escolha dos dados que serao separados do conjunto de testes e a maneira
que sera feita esta separacao é essencial para evitar comportamentos tendenciosos
ou o super-treinamento da RNA. Por aprendizado entende-se fazer a RNA aprender
a simular o comportamento do sistema. Se entregamos todos os dados disponiveis
para o treinamento da RNA, mesmo que obtenhamos indices de erro muito pequenos
s6 poderemos afirmar que a RNA aprendeu a mapear o conjunto de dados de entrada
disponivel para o conjunto de dados de saida igualmente disponivel. O aprendizado
efetivo do comportamento de um sistema s6 ¢ atingido se separarmos parte dos
dados do conjunto de treinamento e criarmos um conjunto de teste.

O conjunto de dados de teste é utilizado entao para acompanharmos o treina-
mento da RNA e a evolucao do erro para os dados de teste, que ela nao conhece.
Isto se faz interrompendo o treinamento periodicamente, apresentando os dados de
entrada do conjunto de teste para a RNA, e comparando a sua saida com os da-
dos de saida do mesmo conjunto. Enquanto o erro para estes dados que a RNA
nao conhece estiverem diminuindo significa que a capacidade de a RNA generalizar
o aprendizado para dados desconhecidos estd aumentando, e devemos continuar o
treinamento. Quando este erro parar de descer devemos interromper o treinamento
independentemente de o erro médio quadrado para os dados de treinamento conti-
nuar a descer. Na verdade, a medida que continuamos com o treinamento, é comum
o erro de teste parar de descer e comegar a subir enquanto o erro dos dados de
treinamento continua a descer. Isto chama-se super-treinamento e reflete a perda de
capacidade de generalizacao da RNA em prol da especializagao nos dados de treina-
mento. Em uma comparacao livre com o aprendizado humano, pode-se dizer que a
rede esta deixando de aprender e esta comecando adecorar. Um terceiro conjunto de
dados ainda pode ser separado para validacao do aprendizado. O conjunto de dados
de validacao nao participa nem do treinamento, nem do teste, mas é apresentado a
rede ja treinada para validar o erro de generalizacao obtido nos testes.

A maneira como se separam os dados em conjuntos de treino, teste e validacao
também influi na aprendizagem, e para garantir a lisura do método deve ser feita
de maneira adequada. Nao ha um consenso sobre as técnicas mais adequadas, mas
as mais aceitas sao holdout e k-fold-cross-validation. O método holdout consiste em
separar o conjunto de dados em dois conjuntos: o conjunto de treino e o de teste,
cada um com 2/3 e 1/3 do total de dados respectivamente. O método k-fold-cross-
validation por sua vez divide o conjunto de dados em K subconjuntos de mesmo
tamanho. Entao sao formados dois conjuntos, o conjunto de treino com K — 1
subconjuntos, e o conjunto de teste com o subconjunto restante. O processo de
aprendizado é feito K vezes, alternando-se a cada treinamento o subconjunto que
forma o conjunto de teste. Usualmente se utiliza o método 10-fold-cross-validation,
mas K pode chegar até o nimero de padroes existente no conjunto de dados. Neste
caso o método passa a se chamar live-one-out, pois o treinamento é feito N vezes
para um conjunto de dados de tamanho N, cada vez retirando apenas 1 dos dados
para o conjunto de teste. Este tultimo método é o ideal pois controla o erro para
cada um dos dados de teste individualmente, e permite identificar a eficacia do
aprendizado por regioes de dados, mas é computacionalmente pesado e é em geral
preterido em prol do bem aceito 10-fold-cross-validation.
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H4 ainda a escolha dos dados que irao para cada conjunto. Esta escolha tem
de ser feita com critério de modo a evitar aprendizados tendenciosos. Os dois mé-
todos principais para a escolha dos dados sdo a escolha aleatéria e a estratificacao.
O primeiro consiste na escolha randomica dos dados para cada subconjunto, e a
segunda se baseia na manutencao da distribuicao estatistica dos dados em cada sub-
conjunto. Ambas dependem da qualidade do gerador pseudo-randémico utilizado,
e a diferenca entre ambas diminui com o aumento do conjunto de dados. Ou seja,
o cuidado da manutencao da representacao de todos os tipos de classes em cada
subconjunto s6 faz sentido se a quantidade de dados for relativamente pequena.

Por fim ha a necessidade de se repetir cada conjunto de treinamentos com
sementes aleatorias diferentes, pois as RNAs sao sujeitas & minimos locais como
qualquer método de minimizagao. Como os algoritmos de treinamento sao deter-
ministicos, dois treinamentos com a mesma inicializacao e os mesmos conjuntos de
treino e teste vao chegar exatamente ao mesmo resultado. E inicializacoes com
sementes aleatorias diferentes tendem a resultar em erros minimos diferentes.

2.7.4 Algoritmos de Treinamento

Os algoritmos de treinamento supervisionado sao todos variagoes de um mesmo
método: um conjunto de exemplos de dados de entrada e saida é apresentado & RNA,
a diferenca entre a resposta da RNA e aos dados de saida é calculado, e corregoes
sao aplicadas aos pesos baseados neste erro.

O método mais comum de modificar os pesos de uma RNA ¢é baseado na regra
de Hebb, segundo a qual uma sinapse entre dois neuronios ¢é fortalecida se as duas
unidades sao ativadas ao mesmo tempo. A forma geral da regra de Hebb é:

Awj; = g(a;(t), d;j)h(oi(t), w;:) (2.44)
onde:
Wji peso da sinapse do neurénio ¢ para o neurdnio j
Awj; varia¢ao do peso w;; durante o processo de aprendizagem
a;(t) ativacdo do neurdnio j no passo t
d; valor de exemplo, em geral a saida desejada do neuro6nio j
0;(t) saida do neurdnio i no passo t
g(...) fungao, depende da ativacao do neurénio e da saida desejada
h(...) funcdo, depende da saida do neuronio precedente
e do peso atual da sinapse

2.7.5 Treinamento Supervisionado

Treinar uma RNA feed-forward com aprendizado supervisionado consiste nos
seguinte passos.

1. Um padrao de entrada é apresentado a camada de entrada da RNA. A entrada
entao é propagada para a frente na rede até que a ativacao atinja a camada
de saida.

2. A saida da RNA é entao comparada com o valor desejado, o erro é propagado
recursivamente para tras na RNA e os pesos de todas as sinapses sao ajustados
de acordo com um delta calculado para cada sinapse.
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Os passos acima sao repetidos para todos os padroes da base de dados de
treinamento, quantas vezes forem necessarias para estabilizar o erro da RNA.

Dentre os algoritmos mais comuns para o treinamento de RNAs feed-forward
encontram-se os algoritmos BackPropagation e suas variantes, o Rprop e o Quick-
Prop.

O algoritmo mais famoso para treinamento de RNAs feed-forward é o back-
propagation. O nome backpropagation se refere a retropropagacao do erro para cada
camada da RNA. A maior dificuldade da utilizacao de RNAs multicamadas nas
décadas de 50 e 60 era a inexisténcia de uma regra que permitisse escolher cor-
retamente nas camadas intermedidrias os neurénios a serem penalizados. Até que
Rumelhart, Hinton e Williams desenvolvessem em 1986 o algoritmo BackPropaga-
tion, somente era possivel treinar RNAs sem camadas intermediérias, pois a regra de
Hebb (eq. 2.44) dependia do erro da saida da rede. O problema de determinar um
erro para a saida de neurdnios de camadas intermedidrias de forma a poder alterar
0s pesos que os ligavam & camadas anteriores foi resolvido pela chamadageneralized
delata-rule. O algoritmo BackPropagation consiste entao nos seguintes passos:

1. Fase de propagagao para a frente.

Um padrao de entrada é apresentado &8 RNA. A entrada é entdao propagada a
frente através da RNA até atingir a camada de saida.

2. Fase de propagacao para trds - Camada de saida

A ativagao (saida) da camada de saida é entao comparada com a saida desejada
da RNA. O erro, ou seja, a diferenca (delta) §; entre a ativagao o; e o valor
da saida desejada d; de um neurdnio de saida j é entao utilizado em conjunto
com o valor de ativagao o; do neuronio ¢ da camada anterior para computar a
alteracao necessaria do peso wj; que conecta os dois.

Para computar os deltas dos neur6nios das camadas internas (escondidas) para
os quais nao hé valores de saida desejados com os quais comparar, os deltas
da camada seguinte, que ja foi computado, sao utilizados na formula dagene-
ralized delta-rule (eq. 2.46). Desta maneira os erros (deltas) sdo propagados
para tras e todos os pesos da RNA sao corrigidos de acordo.

O tipo de atualizacao de pesos pode ser online ou offline. No treinamento online
as atualizagoes de pesos Delta,,, sao feitas para cada padrao apresentado, ou seja,
a cada passo de propagacao para frente e para trds. Ja no treinamento offline, os
deltas de cada padrao sdo acumulados até que o ciclo (época) esteja completo. So6
entao o Delta,; acumulado ¢ aplicado ao peso. A generalized della-rule utilizada
pelo algoritmo de BackPropagation é dada por:

©5(a; +b;)(d; —o0;5) se oneurdnio j é um neurénio de saida
§; = ©5(a; +bj) >y dpwr; se o neurdnio j é um neuronio

da camada escondida

onde:



62

= taxa de aprendizado (constante)
erro

saida desejada do neuroénio j
saida do neurdnio precedente ¢

TS &ESS
[ (|

j = indice do neurdnio corrente

indice de um neurénio predecessor do neurdnio j corrente com peso wj; de i para j

k= 1indice de um sucessor do neurdnio corrente j com peso wy; de j para k

A generalized delta-rule é utilizada pelo algoritmo BackPropagation. Os outros dois
algoritmos citados, RProp e QuickProp utilizam regras de atualizacdo de pesos di-
versas.

2.7.6 RNA aplicada a previsao de estrutura secundéaria

Para complementar os conceitos basicos de RNA, é necessario ressaltar algu-
mas caracteristicas especificas dos métodos de treinamento de RNAs para determi-
nacao de estrutura secundaria de proteinas. Nesta secao analisaremos os seguintes
pontos: a representacao dos residuos, o janelamento e o resultado produzido pela
RNA.

A Representagao dos residuos

Uma RNA treinada para reconhecer a estrutura secundaria de proteinas recebe com
dados de entrada tipos de residuos, que sao variaveis discretas. Para ser processada
esta informacao deve ser transformada em valores numéricos.

A maneira de se efetuar esta representacao ¢ através de uma codificacao. A
codificagao mais usual neste tipo é a chamada representacao ortogonal. Nesta re-
presentacao a entrada discreta é representada por N entradas binarias. onde N é
o numero de classes as quais a variavel discreta pode pertencer. Como as proteinas
sao compostas por 20 tipos principais de residuos, uma RNA que recebe como en-
trada o tipo de um residuo tem uma camada de entrada composta por 20 neuronios.
Para cada tipo de residuo um dos neurdnios recebe o valor 1 como entrada, e os de-
mais 19 neurdnios recebem o valor zero. Por exemplo, para representar os residuos
Alanina, Arginina e Valina poderiamos utilizar os c6digos 00000000000000000001,
00000000000000000010 e 10000000000000000000 respectivamente. Com é comum as
RNAs podem receber como entrada nao um mas varios residuos no formato de uma,
janela da seqiiéncia de residuos de tamanho N. Neste caso o nimero de neuronios
da camada de entrada é necessariamente de 20/N.

Além desta representacao binaria do tipo de residuos, podem ser utilizados
como entrada de RNAs os atributos fisico-quimicos dos residuos. Para os atributos
que tém escala continua podem ser utilizados os valores normalizados, e para os
demais a codificagao ortogonal descrita acima. De acordo com [WMO00], os atributos
fisico-quimicos mais utilizados sao hidrofobicidade, volume, massa, area, propensao
a formar determinada estrutura secundaria, refratividade. Baldi e Brunak [BBO1]
ainda adicionam a lista: carga, familia, distancia da extremidade da proteina, entre
outros.
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Janelamento

A principio uma RNA que fosse ser treinada para mapear a estrutura primaria de
uma proteina em sua estrutura secundaria deve basicamente aprender a prever a
estrutura secundéaria desta proteina baseada apenas na seqiiéncia da residuos que a
compode. Portanto esta RNA poderia receber como entrada por exemplo o tipo de
residuo e a posicao relativa dele na seqiiéncia e apresentar como saida a estrutura
secundaria a qual este residuo pertence. Esta exemplo de arquitetura de RNA nao
tem a menor possibilidade de aprender o mapeamento desejado por um motivo muito
simples: nao ha informacao suficiente no padrao de entrada composto apenas pelo
tipo de residuo e a sua posicao relativa. Hoje se sabe que o tipo e a posicao dos
residuos anteriores e posteriores ao residuo em anélise influenciam na determinacgao
do tipo de estrutura secundaria a qual este residuo fara parte, findo o dobramento
da proteina na natureza [HMK95].

A técnica de janelamento visa entregar para RNA informagoes nao somente
sobre o residuo do qual se quer descobrir a estrutura secundéria, mas de parte da
seqiiéncia de residuos que o circundam. Entao, cada padrao de dados constitui nao
mais o tipo e posicao do residuo como entrada e a estrutura secundaria como saida,
mas um segmento ou janela da seqiiéncia de residuos. Esta janela é composta por
N residuos, e a saida da RNA é a previsao da estrutura secundaria a qual pertence
o residuo central desta janela.

2.7.7 Meétodos PHD/PROF

O método PHDsec de Burkhard Rost [RS93, Ros96| se utiliza de RNAs para
predicao de estrutura secundéaria de proteinas a partir da estrutura primaria. Mais
precisamente, as RNAs aprendem a predizer a estrutura secundéria a qual pertence
um residuo baseado em informacoes locais, da vizinhanca do residuo, e em infor-
macoes globais da seqiiéncia de residuos. As informacoes locais nao sao extraidas
diretamente da seqiiéncia de residuos, mas do resultado do alinhamento da seqiién-
cia com proteinas homologas. Portanto o método tém em duas etapas: na primeira
é gerado um alinhamento com miltiplas proteinas homologas, e na segunda este
alinhamento serve de entrada a um sistema de RNAs.

O alinhamento de proteinas é realizado inicialmente com BLAST [AGM"90],
que é um método rapido para alinhamento de proteinas. O programa compara a
seqiiéncia de cada proteina com o banco de dados de seqiiéncias SWISSPROT e
calcula a significancia das similaridades entre seqiiéncias. Finalizado o trabalho do
BLAST, o método PHDsec utiliza-se do programa MaxHom [SS91], um programa
de alinhamento dindmico de maultiplas seqiiencias mais sensivel, baseado em perfis
de alinhamento. O programa MaxHom constr6i uma famili# de proteinas em duas
etapas: (1) refaz o alinhamento utilizando agora somente as proteinas tidas com ho-
mologas pelo método BLAST, e (2) realiza um corte baseado no nimero de residuos
alinhados.

Os dados locais do perfil resultante da etapa de alinhamento, juntamente com
dados estatisticos globais da seqiiéncia original, servem agora de entrada para as
RNAs. O método PHD para predicao de estrutura secundaria de proteinas processa
os dados de entrada em miltiplos niveis. O primeiro nivel é uma RNA com ali-
mentagdo & frente de trés camadas (de entrada, escondida, e de saida), que faz o

3Uma familia é definida por um conjunto de proteinas que tendem a ter estruturas similares.
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mapeamento entre dados da seqiiéncia e a correspondente estrutura secundaria. Os
dados de entrada da RNA de primeiro nivel provém de dois tipos de contribuicoes:
uma ¢ local e corresponde a dados do alinhamento retirados de um janela de treze
residuos, e a outra consiste em dados da seqiiéncia global (Figura 2.16).

Informacao sobre a Perfil gerado a partir de multiplos alinhamentos Dois nives de RNAs:

seqliéncia da para uma janela da proteina Nivel 1: Nivel 2:
famila da proteina SeqﬂénCia para estrutura para
estrutura sec. estrutura
entradas locais em seqiiéncia
i A CL I G S Vins del cons
alinha-  AAA 000 0 0 0 0 0 0 0 1.17
mento  LLL 1000 0 0 0 0 0 33 0 0.42
local  LII 0 01000 0 O O 0O 330.92
13 AAG 0 0 33660 0 0 0 0 0.74
residuos CCS [7 660 0 0 330 0 0 0 1.17
adja- Iwil_ A0 660 0 0 3300 0 0.74
centes 0 0 0 330 0 660 0 0.48
estatis- entradas globais em seqiiéncia
ticas %TA
globais Compr. porcentagem de todos os aminoacido na proteina
da A-H comprimento da proteina (<=40, <=120, <=240, >240)
proteina A-C distidncia: centro, H-term. (<=40, <=30, <=20, <=10)
distdncia: centro, C-term. (<=40, <=30, <=20, <=10)

FIGURA 2.16 — Método PHDsec (Figura extraida de [RS93, Ros96]). Primeiro
uma janela de 13 residuos ¢ selecionada do alinhamento da seqiiéncia (Na Figura é
mostrada uma janela de apenas 7). Em seguida sao computados o perfil e
informacoes globais a partir da seqiiéncia da proteina. Finalmente o sistema de
RNAs ¢é alimentado com as informagoes locais e globais. O sistema de RNAs ¢
composto por RNAs em dois niveis. A RNA do primeiro nivel tem24 neurdénios
para informagao local (20 para os tipos de residuos, um para um espacador que
permite estender a janela além das extremidades da proteina, dois para a
quantidade de inser¢oes e dele¢oes, e um para o peso de conservagao); e32 para
informagao global (20 para a composigdo de aminoacidos da proteina,4 para o
comprimento da proteina, e 8 para a distancia da janela em relacao as
extremidades da proteina). A camada de saida tem 3 unidades que representam a
estrutura secundéria do residuo central da janela. A RNA do segundo nivel recebe
com entrada a saida do primeiro nivel mais as informagoes globais (espagador,
constante, etc). A saida da RNA de segundo nivel & mesma da de primeiro nivel: 3
neurénios, uma para a-hélice, outro para segmento de folha-3 e o terceiro para o
resto.

A saida da RNA do primeiro nivel é a previsao da estrutura secundaria na qual
o residuo central da janela se encontra. A RNA do segundo nivel realiza um mape-
amento do tipo estrutura secundaria para estrutura secundaria, ou seja, recebe uma
janela da seqiiéncia de estruturas secundarias gerada pelo sua da de previsao da RNA
do primeiro nivel e, baseada nesta janela e novamente em dados globais da seqiién-
cia, realiza nova previsao de estrutura secundéria para o residuo central da janela.
O nivel seguinte consiste na média aritmética sobre o resultado de RNAs treinadas

independentemente, e o ultimo nivel é simplesmente um filtro que corrige previsoes
drasticamente irreais (ex.. HEH — HHH; FHE — FEFEE; e LHL — LLL) Para
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fins de previsao de estrutura secundaria, a estrutura prevista é a correspondente ao
neurénio com o maior valor, e o grau de confianca na previsao é dado pela diferenca
entre este valor e o valor dos dois neurdnios de saida restantes.

As camadas de entrada das RNAs de primeiro e segundo nivel que compoem o
sistema de RNAs do método PHDsec estrutura secundéria contém respectivamente
344 e 84 neuronios. Para a RNA do primeiro nivel, os neuronios da camada de
entrada estao divididos da seguinte forma:

e Informacao local: para cada um dos 13 residuos da janela sdo necessarios 24
neurdnios. Um grupo de 24 neuroénios, representando o residuo de uma posicao
especifica, ¢ divido da seguinte maneira:

Tipos de residuos: 20 neurénios, um para cada um dos residuos padrao.

— Espacador: 1 neurtnio, indica que a janela deve ser estendida para a
outra extremidade da proteina. Isto permite que residuos proximos as
extremidades da seqiiéncia possam aparecer no centro da janela de resi-
duos.

— Ins/Del: 2 neurdnios, contém a quantidade de inser¢oes e dele¢oes no
alinhamento para esta posicao.

— Peso de conservacao: 1 neuronio para a constante de conservagao calcu-
lada durante a fase de alinhamento

e Informagao global: 32 neur6nios sao necessarios para codificar os dados de
entrada sobre a seqiiencia de residuos.

— Porcentagem de aminoacidos: 20 neurdnios recebem o valor da porcenta-
gem de cada tipo de aminoacido presente na seqiiéncia da proteina.

— Tamanho da proteina: 4 neurénios codificam o tamanho da proteina em
valores discretos: < 60, < 120, < 240 ou > 240.

— Distancias A-Hterm e A-Cterm: 8 neurdnios codificam a distadncia da
janela as extremidades da proteina (< 40, < 30, < 20 ou < 10).

A RNA do segundo nivel tem a camada de entrada dividida de maneira se-
melhante & RNA do primeiro nivel, trocando apenas o grupo Tipo de residuo pelo
grupo Tipo de estrutura secunddria e sem o grupo de inser¢ao e delecao. A estrutura
da RNA de segundo nivel é entao:

e Informacao local: para cada um dos 13 residuos da janela sao necessarios 5
neurdnios. Um grupo de 5 neuroénios, representando o residuo de uma posicao
especifica, é divido da seguinte maneira:

— Tipos de estrutura secundaria: 3 neuroénios, representando a-hélice, seg-
mento de folha-3, e nenhuma das anteriores (loop.

— Espacador: 1 neurtnio, indica que a janela deve ser estendida para a
outra extremidade da proteina. Isto permite que residuos proximos as
extremidades da seqiiéncia possam aparecer no centro da janela de resi-
duos.
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— Peso de conservacao: 1 neuronio para a constante de conservagao calcu-
lada durante a fase de alinhamento

e Informacao global: 32 neurdnios sao necessarios para codificar os dados de
entrada sobre a seqiiencia de residuos.

— Porcentagem de aminoacidos: 20 neurdnios recebem o valor da porcenta-
gem de cada tipo de aminoacido presente na seqiiéncia da proteina.

— Tamanho da proteina: 4 neurénios codificam o tamanho da proteina em
valores discretos: < 60, < 120, < 240 ou > 240.

— Distancias A-Hterm e A-Cterm: 8 neurdnios codificam a distancia da
janela as extremidades da proteina (< 40, < 30, < 20 ou < 10).

A estrutura secundaria é codificada por trés unidades: a-hélice, H (H, G e I do
DSSP |KS83a|), segmento de folha-3, £ (E e B do DSSP), e nenhuma das anterio-
res, denotado por L de loop. Esta codificacao é idéntica nas RNAs dos niveisl e 2, e
os dados de entrada mais significativos para a RNA do segundo nivel sao as janelas
da seqiiéncia de estruturas secundérias geradas pela RNA do nivel anterior. O uso
da RNA de mapeamento de estrutura secundaria pra estrutura secundaria se deve
a dificuldades da RNA do primeiro nivel de aprender certas caracteristicas especifi-
cas sobre formacao de estruturas secundarias. Dificuldade esta inerente ao método
de treinamento de RNAs, que pressupde independéncia entre dados adjacentes e
apresenta & RNA exemplos escolhidos de forma randomica. Como resultado a RNA
do primeiro nivel é capaz de aprender a prever a estrutura secundaria provavel a
que pertence um residuo em determinada posicao da seqiiencia, mas é incapaz de
aprender por exemplo que a-hélices contém no minimo trés residuos. A RNA do
segundo nivel aprende a determinar a estrutura secundaria utilizando informacao de
contexto sobre a estrutura secunddria adjacente.

Os dados primarios para o treinamento das RNAs, ou seja, as seqiiéncias de
proteinas propriamente ditas, apresentam proporc¢oes diferentes para as trés estru-
turas secundéarias. Os residuos do banco de dados utilizado por Rost estavam distri-
buidos aproximadamente entre as estruturas da seguinte forma: 32% em a-hélices,
21% em segmentos de folhas-3, e 47% em loops. Para evitar que esta distribuicao
acarretasse em piores resultados para as classes menos representadas (menos dados
== menor acurécia), foi utilizado o que se chama de treinamento balanceado: o
treinamento foi realizado alternando-se as trés estruturas. Por exemplo: se no passo
anterior do treinamento o exemplo apresentado & RNA consistia em uma janela
com o residuo central em uma a-hélice, o exemplo atual é uma janela com o residuo
central em uma folha-(3, e a proxima janela sera escolhida entre as que tem residuo
central em [oop. 0 treinamento balanceado representa melhora no predicao de es-
truturas menos representadas no dados (ex.: folha{3) mas piora os resultados para
as estruturas mais presentes (ex: loop), e por conseguinte o desempenho geral da
capacidade de predicao cai.

Para encontrar o meio termo entre RNAs treinadas com e sem treinamento
balanceado, o método PHDsec implementa a estratégia de decisao por juri. Conside-
rando o sistema de RNAs em dois niveis utilizado, foram realizados4 tipos distintos
de treinamento cobrindo todas as 4 combinacoes possiveis de RNAs de primeiro
nivel com treinamento nao balanceado e balanceado, e RNAs de segundo nivel com
treinamento nao balanceado e balanceado. A decisao por juri é a média aritmética
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simples sobre o resultado dos 4 sistemas de RNAs, e o resultado final é dado pela
unidade de maior valor entre as trés unidades de saida. Além da unidade com maior
valor (unidade vencedora) determinar a estrutura predita, a diferenca entre esta
unidade e a de segundo maior valor é usada para calcular o indice de confiabilidade
na previsao. Este indice é normalizado entre0 e 0.9, e é tanto maior quanto maior
for a diferenca da unidade vencedora para as demais.

Para completar a explanacao sobre a metodologia, é importante falarmos sobre
como os dados foram escolhidos e divididos para evitar a super-especializacao. RNAs
com muitos graus de liberdade, treinadas sem dados de validacao, ou com dados nao
representativos da populacao, tendem a se especializar nos dados de treinamento en-
quanto perdem a capacidade de generalizacao. Como a base da utilizagao de RNAs é
a capacidade de generalizar o conhecimento adquirido com os dados de treinamento
para dados nao conhecidos, deve-se evitar a todo o custo a especializacao. Para o
treinamento das RNAs do método PHDsec foram formados conjuntos de treino e
teste de tal forma que: (1) os grupos fossem diferentes, ou seja, nenhuma proteina
de um grupo com mais de 25% de similaridade com proteinas do outro grupo; (2)
o treinamento (ajuste de parametros livres) fosse feito com cross-validation; e (3)
a validacao fosse feita com novas estruturas de proteinas experimentalmente deter-
minadas ap6s o comeco do projeto. Se as RNAs aplicadas aos novos grupos de
validacao obtivessem menor acuracia do que quando aplicadas aos grupos de teste,
isto significa que houve super especializagao no treinamento.

O PHDsec (PHD para predigao de estruturas secundarias de proteinas) foi o
primeiro método a ultrapassar a marca de 70% de acuréacia. De fato, a época da
publicacdo, o método atingiu 72% de acerto na predicdo de estrutura secundéaria
por residuo. Para atingir esta meta foram utilizadas no treinamento mais de 300
cadeias de proteinas, somando um total de70.000 residuos. Originalmente disponivel
no servidor Predict Protein, o método PHDsec foi substituido pelo mais recente
PROFsec, também de Burkhard Rost e ainda nao publicado. O método PROFsec
é similar ao PHDsec, mas utiliza-se do método PSI-BLAST [AMSF97], mais rapido
e sensivel a similaridades fracas porém importantes do ponto de vista bioldgico,
para realizar o alinhamento das proteinas na primeira fase do processo. Todas as
predicoes utilizadas neste trabalho foram retiradas das RNAs treinadas pelo método
PROFsec, através de consultas ao servidor Predict Protein.
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Capitulo 3
Estado da Arte

Neste Capitulo sao abordados temas relevantes a este trabalho, com a intencao
de situar a proposta no contexto dos trabalhos cientificos relacionados ao trabalho.
As areas abordadas incluem RNAs e suas aplicagoes na simulacao de sistemas diné-
micos e classificacao, e métodos de previsao de estrutura secundaria de proteinas.

3.1 Predicao da Estrutura tridimensional

A Hipotese Termodinamica [Anf93] estabelece que a estrutura tridimensional
de uma proteina em seu ambiente fisioloégico natural é tal que a energia livre de todo
o sistema é minima. Ou seja, a conformagao nativa de uma proteina é determinada
pela totalidade das interacoes interatdmicas e portanto pela seqiiéncia de aminoaci-
dos. Esta idéia enfatiza que a conformacao estavel tridimensional de uma proteina
somente faz sentido em seu ambiente natural, ou seja, na presenca de agua, ions,
nivel de pH, temperatura, etc, similares ao ambiente fisioldgico.

A maior parte das abordagens utilizadas para determinacao da estrutura de
proteinas pode ser classificada em dois grandes grupos: métodos Ab initio e por
homologia. As modelagens Ab initio prescindem de conhecimento prévio sobre a
estrutura tridimensional da proteina e se baseiam em interacoes fisico-quimicas,
enquanto as abordagens baseadas em homologia se valem de bancos de dados para
analisar a similaridade entre seqiiéncias [DBS04].

De acordo com [HW02] a acurécia dos métodos de predigao de estrutura secun-
déria é limitada pela propria natureza flexivel das proteinas, que permite diferentes
estruturas secundarias para segmentos de residuos homologos. Em [VRD"01] varios
métodos sao utilizados para prever a desordem estrutural a partir da seqiiéncia de
aminoacidos, sendo que os melhores resultados sao obtidos com conjuntos de RNAs.

3.2 Dinamica Molecular

Balali-Mood e outros utilizaram dinamica molecular em [BMHBO03| para si-
mular uma camada dupla mista composta por dioleoilfosfatidilcoline (DOPC) e di-
oleoilfosfatidilglicerol (DOPG) na agua. Para tanto utilizaram unidades de 4gua
do tipo Carga em Ponto Simples e a estrutura inicial foi previamente construida e
dobrada manualmente formando a camada dupla.
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A simulagao foi ainda realizada com hidrogénio explicito para verificar a in-
teracdo entre peptideos e as camadas duplas. O tempo combinado para equilibrio
com minimizacao de energia e dinamica molecular para as camadas duplas com 140
moléculas foi de aproximadamente 3, 5ns, o equivalente a aproximadamente 30 dias
em um PC Atlhon biprocessado.

Lehninger [LCNOO| reporta a simulagdo de dinamica molecular de um sub-
dominio de 36 residuos da proteina vilina. Para a simulacao no tempo teorico
de 1us foram necessarios meio bilhao de passos de integracao executados por dois
supercomputadores Cray, cada um rodando por dois meses.

3.3 Métodos Estocasticos

Moret et all [MBMPO02| propuseram em 2002 um método estocastico otimizado
de busca no espaco de conformacao de polipeptideos. No trabalho eles utilizaram
Descida de Gradiente para encontrar as conformagoes de baixa energia de polipepti-
deos que tipicamente formam a-hélices, em um espaco de busca reduzido através da
utilizacao das regioes permitidas dos Mapas de Ramachandran para cada peptideo.

3.4 RNAs

N. Qian e T. Sejnowski [QS88| utilizaram em 1988 um modelo neural para
predizer a estrutura secundéria diretamente a partir da seqiiéncia de aminoacidos.
A rede neural treinada era capaz de receber como entrada uma janela de 13 residuos
de proteinas reais e devolver como resposta o tipo de estrutura secundaria a que o
residuo central pertence com 63% de precisao.

Em [YYO01] um conjunto de RNAs ¢ utilizado para atingir precisao de66%.

O método PHDsec [RS93, Ros96| utiliza duas camadas de RNAs para ultra-
passar a barreira dos 70% de precisao na predicao da estrutura secundéria em 1993.

Em [FAO1] RNAs sao utilizadas para prever a localizagao sub-celular de pro-
tefnas a partir da composicao e ordem dos residuos.

Em [Wu96] Cathy H. Wu apresenta uma introdu¢ao abrangente e detalhada
as RNAs e a sua utilizacao para analise de seqiiéncias moleculares.

Em [CLZ"01] RNAs sao utilizadas para predizer segmentos transmembranicos
de a-hélices baseadas na hidrofobicidade da seqiiéncia de residuos.

Em [FPP95] RNAs sao utilizadas para predizer a distancia entre alfa-carbonos
a partir da seqiiéncia de residuos.

3.5 Meétodos Baseados em Homologia

Stephen Altschul et all desenvolveram em 1990 a ferramenta BLAST (Basic
Local Alignment Search Tool) [AGMT90] para determinagio de estrutura tridimen-
sional a partir de alinhamento com seqiiéncias homologas.

O algoritmo BLAST baseia-se em uma medida de similaridade local para defi-
nir estruturas homologas e portanto a possivel estrutura terciaria de uma seqiiéncia
de residuos. Os algoritmos Gapped BLAST e PSI-BLAST [AMS"97], desenvolvi-
dos 7 anos depois pelo mesmo autor utilizam estatisticas e heuristicas para gerar
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alinhamentos faltantes e aumentar a sensibilidade sobre similaridades fracas mas
biologicamente relevantes.

3.6 Sistemas Hibridos e Ganho de Informacao

Neste trabalho desenvolveremos um método que se vale da informacao sobre
a estrutura secundaria oriunda de previsdes de RNAs para guiar algoritmos de MC
em direcao a conformacao nativa de proteinas.

Em [SR04| h& um estudo sobre o efeito do conhecimento sobre a estrutura se-
cundéaria na determinacao da estrutura tridimensional de uma proteina. Os autores
utilizam teoria da informacao para gerar distribuicoes de angulos diedrais a partir
da estrutura secundaria conhecida e da estrutura secundaria prevista. O efeito da
informacao sobre a estrutura secundaria na predicao da conformagao nativa tridi-
mensional é obtido através do calculo da mudanca de entropia, e € mostrado como o
grau de precisao dos métodos de previsao de estrutura secundéria afetam a previsao
da estrutura terciaria.

Ainda de acordo com os autores, apenas uma pequena fracao da incerteza
sobre os angulos diedrais da conformagao nativa (14 a 38%, com resolucao entre
20 e 90°) sao resolvidos com o conhecimento exato da estrutura secundaria. Se a
informacao sobre a estrutura secundaria é proveniente de métodos de previsao a
perda de informacao é tal que um método com o grau maximo atual de 75% de
acuracia retém apenas um terco da informacao estrutural codificada na estrutura
secundéaria. Por outro lado, os autores mostram que o ganho de informacao aumenta
exponencialmente com o aumento na precisao dos métodos de predicao da estrutura
secundéria.
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Capitulo 4

Metodologia

O método Monte Carlo realiza uma busca aleatéria no espaco de parametros
de uma funcdo, baseada em uma distribuicao de probabilidade. Na aplicacdo do
dobramento de proteinas, os parametros sao os angulos diedrais ® e ¥ de cada
aminoacido presente na seqiiéncia da proteina em andlise. Teoricamente, na técnica
Monte Carlo se poderia produzir valores aleatorios de forma a cobrir todo o hiper-
espaco de parametros com pontos. Na pratica é necessario reduzir a complexidade
do problema restringindo as regioes visitadas aquelas de maior interesse de modo a
tornar a simulacao tratavel computacionalmente. Iremos restringir a regiao para a
qual pontos devem ser gerados em funcao do Mapa de Ramachandran e das RNAs.

A metodologia proposta para o método MC-RNA ¢ aplicar Monte Carlo com
distribuicao de probabilidade construida a partir das previsoes de RNAs em conjunto
com o Mapa de Ramachandran. Enquanto o Mapa de Ramachandran restringe o
espaco amostral as regides de angulos permitidos fisicamente, a previsao das RNAs
limita a busca as regioes do Mapa de Ramachandran onde ocorre a estrutura predita.

Para o calculo da energia livre das conformacoes criadas pelo modelo, uti-
lizaremos o campo de forca MM3Pro implementado no pacote de mecanica mo-
lecular TINKER. O campo de forca MM3Pro, que é baseado no campo de forca
MM3 [AYL89a|, é um conjunto de parametros e expressoes ajustados para o célculo
das forcas de interacdo entre dtomos de uma proteina.

4.1 Reducao do espaco de busca

As abordagens para reducao do espaco de conformacoes tridimensionais de pro-
teinas dos algoritmos propostos neste trabalho baseiam-se em dois métodos: Mapa
de Ramachandran e RNAs para predicao de estrutura secundaria.

O Mapa de Ramachandran pode ser utilizado como ferramenta para a reducao
do espaco de estados, pois separa as combinacoes de angulos diedrais® e ¥ em
regioes permitidas e proibidas. Nas regioes proibidas encontram-se combinacoes de
angulos que colocariam os atomos a distancias menores que seus raios de Van der
Walls. As regides permitidas sao ainda divididas por tipo de estrutura secundéria.
Além desta divisao, é possivel ainda calcular a superficie de energia do Mapa a partir
dos pares de angulos diedrais. Podemos portanto dividir a abordagem de reducao do
espago de conformagoes por Monte Carlo em duas: sem e com conhecimento sobre
a estrutura secundaria.
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FIGURA 4.1 — Segmento da previsao de estrutura secundaria para a Mioglobina
obtida pelo método de B. Rost. Na primeira linha a seqiiéncia de residuos da
Mioglobina, na segunda linha a estrutura (H = a-hélice), na terceira linha a

probabilidade de acerto da previsao da estrutura secundaria, e na quarta linha a

estrutura secundéria com probabilidade p >= 0, 5.

Para escolher angulos diedrais de um residuo quando nao temos informagoes
a priori da estrutura secundaria a qual ele pertence, utilizamos a regiao permitida
do Mapa de Ramachandran. Como a regiao proibida ocupa a maior parte do Mapa
de Ramachandran, se utilizarmos apenas a regiao permitida reduzimos automatica-
mente o espaco de estados a serem explorados por um algoritmo de busca.

Caso tenhamos conhecimento sobre a estrutura secundaria a qual o residuo
pertence, podemos nos valer desta informacao para restringir ainda mais o espaco
de estados. A regiao permitida é dividida em sub-regides conforme a estrutura
secundéaria formada pelos pares de angulos. Para este trabalho utilizamos as predi-
¢oes de estruturas secundarias de RNAs através do Método PHDsec [RS93, Ros96]
disponiveis on-line!. As RNAs recebem como entrada a seqiiéncia de aminoéacidos
e fornecem o tipo de estrutura secundaria (a-hélice, folha-3 ou coil) e o grau de
confianca na previsao para cada aminoacido da cadeia (Figura 4.1).

Para escolha randomica, simplesmente geram-se dois nimeros randdémicos que
sao mapeados para a distribuicao de angulos da area permitida do mapa ou para a
sub-regiao correspondente a estrutura secundaria.

4.2 Método MC-RNA - Aplicado ao Dobramento de Protei-
nas

Como dito na introdugao, O método MC-RNA é um modelo de simulac¢ao
estocastico que utiliza RNAs para a reducao do espaco de busca. O modelo consiste
em simulagao estocastica pelo método MC, com a probabilidade de transicaoP(pu —
v) determinada pela combinacao das probabilidades g(u — v) e A(u — v), estas
por sua vez determinadas respectivamente pela RNA e pela diferenca de energiaAFE
entre os estados v e L.

O algoritmo geral inicial para a simulacao MC aplicada ao problema de do-
bramento de proteinas é o seguinte:

e Inicializacao: criar estado inicial 4 composto por seqiiéncia de pares de angulos
diedrais.

e Calcula a energia total da proteina E,,.

e Enquanto o sistema nao atinge equilibrio:

! The PredictProtein server em http://www.embl-heidelberg.de/predictprotein/submit_def.html#top.
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Escolhe aleatoriamente um residuo.

— Cria aleatoriamente estado v a partir de p, escolhendo aleatoriamente um
novo par de angulos diedrais para residuo escolhido.

— Calcula a energia total £, da proteina com a nova conformacao.

e PE—E)  se B, —FE, >0

— calcula A(p — v) = { 1 caso contrario .

— Efetua transi¢ao p — v com probabilidade P(u — v).

e O sistema atinge o equilibrio quando a taxa de transicoes efetuadas ficar abaixo
de limite arbitrado ou for zero.

Geracao g(u—v)

<~
Determinada pela o .
RNA ?
I
> g i
plelv olv]o[v|o[v]o]|v] 1:| |
l&)il " ‘}V
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FIGURA 4.2 — O novo estado v é obtido alterando-se um par de angulos diedrais
de um residuo. Para ser gerada a transicao u — v é necessario que o novo par de
angulos pertenca a regiao permitida do mapa de Ramachandran. Se a regiao do
mapa coincidir com a classificacao da RNA para a estrutura secundéria, entao
g(pr — v) equivale ao grau de confiancga na previsao da rede.

No método MC-RNA o papel da RNA é determinar a quantidadeg(u — v),
ou seja, a probabilidade de se gerar um novo estadorv a partir de um estado . O
novo estado v é o resultado de duas escolhas aleatorias: primeiro ocorre a escolha
de um entre todos os residuos que compoem a proteina, e em seguida a escolha de
novos valores para o par de angulos diedrais deste residuo. Feito isto duas acoes
sao tomadas: verifica-se se o par de angulos estd na regiao permitida do mapa de
Ramachandran, e se a regiao do mapa corresponde a estrutura prevista pela RNA
para aquele residuo, naquela posicao da proteina. Entao a probabilidade de geracao
da transicao para o estado v é calculada conforme o grau de confianga na previsao
da RNA (Figura 4.2). O algoritmo inicial para a simulagado do método MC-RNA é
entao o seguinte:

e Inicializacao: criar estado inicial 4 composto por seqiiéncia de pares de angulos
diedrais.
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e Calcula a energia total £, da proteina.
e Enquanto o sistema nao atinge equilibrio:

— Escolhe aleatoriamente um residuo.

Cria aleatoriamente estado v a partir de u escolhendo aleatoriamente um
novo par de angulos diedrais para o residuo escolhido

— Se v € { regido proibida do mapa de Ramachandran (MR)}:
* g(p—wv)=0
— Se RNA nao classifica residuo como pertencente aa-hélice ou a folha-3:

v glp—v) =1
— Caso contrario:

x Se v € { regidao do MR correspondente a classificacao da RNA }:
- g(u — v) = grau de confianca na classificacdo da RNA

* Caso Contrario:
- g(p — v) = 1— grau de confianca na classificagdo da RNA

— Se g(p—v) #0

* Calcula a energia total ), da proteina com a nova conformacao.

—B(E,—Ey) E,—F 0
e se I, >
* calcula A(p — v) = { 1 caso COIltI”l;I”iO .

— Efetua transicao yu — v
com probabilidade P(u — v) = g(p — v) A(p — v).

e O sistema atinge o equilibrio quando a taxa de transicoes efetuadas ficar abaixo
de limite arbitrado ou for zero.

O algoritmo descrito acima é fiel ao método MC-RNA, mas ainda é pouco
eficiente em termos computacionais. Em vez de escolher aleatoriamente pares de
angulos em todo o espaco de estados, podemos simplesmente escolher os angulos
diretamente de um espaco previamente reduzido. Este espaco reduzido pode ser
obtido em uma primeira etapa eliminando as combinacoes de angulos proibidas pelo
mapa de Ramachandran. Sobre o espaco de angulos permitidos, podemos utilizar a
classificacao de estrutura secundaria da RNA e eliminar as combinagoes de angulos
das areas que nao correspondem a estrutura secundéria prevista. Para diminuir
ainda mais a complexidade do modelo, podemos restringir o niimero de residuos
passiveis de sofrerem alteracao, formando blocos rigidos de a-hélices ou segmentos
de folhas-(. Todas estas otimizacoes sao implementadas no algoritmo proposto, que
¢ baseado no algoritmo inicial descrito anteriormente, e serd visto em detalhes a
seguir.

O algoritmo proposto para simular o método MC-RNA implementa uma abor-
dagem espacial e paralela. A implementagao é realizada em duas fases: (1) geragao
de estruturas por MC com consulta as RNAs; e (2) minimizagao e clusterizagao.

Na primeira fase do algoritmo é gerada uma amostra de N conformacoes da
proteina em estudo. A geracao das conformacoes é feita de acordo com a classifi-
cacao das RNAs e com o grau de confianga na classificagao. Por exemplo, se para
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um determinado residuo em uma determinada posicao na seqiiéncia de residuos a
classificacao da RNA é a-hélice com grau de confianca de 0, 7, entao podemos espe-
rar que em média 70% das conformacoes da amostra apresentem angulos tipicos de
a-hélice no residuo citado.

A segunda fase do algoritmo consiste em minimizacgao de energia por descida de
gradiente e posterior clusterizacao das conformacoes minimizadas. A minimizagao
de energia serve para acomodar dtomos em posicoes mais estaveis de maneira a se
poder avaliar a real energia potencial da proteina. A clusterizacao é o método que
resultard na escolha das conformagoes mais proximas da conformacgao nativa.

4.2.1 Fase 1: Geragao de conformacoes

Nesta secao sao explicados com detalhes os passos para se formar os conjun-
tos iniciais de conformagoes. A primeira fase do método de simulacdao proposto
constitue-se na geragao de um conjunto de conformagoes tridimensionais aleatoria-
mente, com a utilizacdo em maior ou menor grau de informacao sobre a estrutura
secundaria das seqiiéncias funcionando como viés.

As proteinas escolhidas para este estudo foram retiradas da lista de proteinas
alvo dos experimentos CASP?. Para os experimentos foram escolhidas quatro estru-
turas relativamente pequenas: 1i74 (dominio 2), 1kkg, 1g7d dominio C-terminal e
1780.

Para cada uma das seqiiéncias foram produzidos grupos de conformacoes de
acordo com 3 algoritmos, que chamaremos de MC (Monte Carlo), MC-RNA (Monte
Carlo com RNAs) e MC-Ideal (Monte Carlo com RNA ideal). O método MC-RNA
utiliza o método MC com informacao oriunda da previsao de estrutura secundéaria
da seqiiéncia por RNAs, juntamente com a probabilidade de acerto da RNA. Os
outros dois métodos foram utilizados a titulo de comparacao: o MC que consiste
em Monte Carlo sem informacao sobre estrutura secundaria, e o MC-Ideal, que se
utiliza de informacao real sobre a estrutura secundaria das seqiiéncias analisadas.

Fase 1, 1* Parte: Banco de Dados EVA

O projeto EVA (EValuation of Automatic protein structure prediction) é tocado por
pesquisadores do grupo CUBIC (Columbia University Bioinformatics Center) da
Universidade de Columbia, em conjunto com os grupos SALI-lab da Universidade
UCFS (California, Sao Francisco), PDG (Protein Design Group) da Universidade
de Madrid, e demais colaboradores. O objetivo principal do EVA é "Fornecer uma
analise continua, totalmente automatizada e estatisticamente significativa dos ser-
vidores de predicao de estruturas". Entre outras atividades, o projeto EVA man-
tém um banco de dados continuamente atualizado de proteinas nao homologas. O
banco de dados de proteinas nao homoélogas EVA é um subconjunto do universo de
proteinas de estrutura conhecida. As proteinas destes subconjunto sao ditas nao
homologas por que nao hé entre elas nenhum par de proteinas com mais de33% de
residuos idénticos em seqiiéncias de alinhamento de mais de100 residuos [Ros99].
A lista de proteinas deste subconjunto encontra-se disponivel para download
no site do projeto. O trabalho realizado utilizou a lista de proteinas do banco de

http://predictioncenter.ge.ucdavis.edu/
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dados EVA de 11 de agosto de 2005. Esta lista contém 3419 proteinas ou sub-cadeias
de proteinas nao homologas.

A preparacao dos dados da lista de proteinas nao homologas EVA constituiu-se
das seguintes fases:

1. Download dos arquivos PDB - Os arquivos PDB (Protein Data Bank -
http://www.rcsb.org) sdo arquivos que contém entre outros dados a estrutura
primaria da proteina (a seqiiéncia de residuos) e as coordenadas atomicas de
atomos. Arquivos PDB de todas as 3419 proteinas foram baixados do banco
de dados de proteinas PDB. Do total de proteinas da lista EVA,44 proteinas
nao estavam disponiveis e foram substituidas por similares.

2. Processamento dos arquivos PDB

As estruturas tridimensionais das proteinas descritas nos arquivos PDB podem
ser visualizadas com o auxilio de softwares de visualizagdo com o RASMOL.
Embora a visualizacao tridimensional de uma proteina a partir de um arquivo
PDB baixado do repositério corresponda & conformacao nativa da proteina,
se utilizamos as informacdes das coordenadas atomicas de atomos presentes
neste arquivo PDB sem nenhum pré-processamento nao podemos obter medi-
das confidveis sobre a proteina descrita. Os arquivos PDB sao gerados a partir
de observagoes oriundas de processos fisicos para analise de proteinas como
Difracao por Raio-X e Ressonancia Nuclear Magnética. Por mais precisos que
sejam estes métodos, pequenos erros nas coordenadas atomicas dos arquivos
PDB podem levar softwares de analise a erros grotescos. Os exemplos mais
comuns sao determinacao de energia potencial excessivamente alta devido a
distancias entre dtomos artificialmente pequenas, ou mesmo devido a sobre-
posigao de atomos (energia Infinita). Para melhorar a usabilidade e testar a
confiabilidade dos arquivos PDB, todos passaram por um pré-processamento,
descrito a seguir.

(a) PDB -> XYZ

A ferramenta utilizada nesta etapa ¢ o PDBXYZ, do pacote de modela-
gem molecular Tinker. Esta ferramenta recebe como entrada um arquivo
PDB e produz um arquivo XYZ. Os arquivos XYZ sao o tipo béasico de
arquivo de coordenadas cartesianas do Tinker, e contém a descricao dos
atomos. um por linha, em funcao de suas coordenadas cartesianas. Além
do nome do atomo e de suas coordenadas cartesianas cada linha contém
uma lista dos 4&tomos aos quais o &tomo esta ligado, e o niimero que re-
presenta o tipo de &tomo no campo de forca escolhido. Neste trabalho o
campo de forca utilizado foi o campo MM3Pro, que ¢é desenvolvido espe-
cificamente para o calculo das forcas de interacao eletrostaticas levando
em consideracao caracteristicas peculiares as proteinas.

Entre os parametros do comando PDBXYZ estao o campo de forca utili-
zado e a cadeia a ser transcrita. Muitas seqiiéncias listadas na lista EVA
nao correspondem a proteinas completas, mas cadeias especificas de uma
proteina. Nestes casos o arquivo XYZ resultante do comando contém
apenas as coordenadas dos dtomos da cadeia selecionada.

(b) XYZ -> INT
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Os arquivos INT contém uma representacao interna da estrutura molecu-
lar das proteinas. O formato é semelhante ao dos arquivos XYZ. Porém,
ao invés das coordenadas cartesianas dos atomos, as coordenadas inter-
nas consistem em uma distancia a um atomo previamente determinado, e
dois angulos de ligagao ou um angulo de ligagao e um angulo diedral com
atomos predecessores. Para transformar os arquivos XYZ em arquivos
INT foi utilizada a ferramenta XYZINT e o campo de forca MM3Pro.

3. Minimizagao
Apobs a preparacao dos arquivos INT, um para cada proteina da lista EVA, foi
feita minimizacao de energia de cada proteina com a ferramenta MINIROT do
pacote Tinker. A ferramenta MINIROT realiza minimizacao de energia por
descida de gradiente no espacgo formado por angulos diedrais. Para tanto o
software recebe como entrada o arquivo INT a ser minimizado e o critério de
parada, na forma do rms (root mean square) do gradiente em kcal /mole/A.

O critério de parada das minimizacoes utilizado foi parar quando orms do gra-
diente de energia fosse menor do eu 1kcal /mole/ A: o suficiente para acomodar
os atomos em posicoes realistas de acordo com suas interacoes eletrostéticas.

O resultado das minimizacoes sao arquivos INT 2, com os angulos ligeira-
mente alterados em relacao aos arquivos INT originais pela descida de gradi-
ente.

4. P6s processamento Apo6s a minimizacao das proteinas, o pos-processamento
dos dados foi feito para formar um banco de dados de residuos, respectivas
estruturas secundérias e angulos diedrais. Nesta fase, além do pacote Tinker
também foi utilizado o software DSSP [KS83a|. Os itens a seguir descrevem o
DSSP e o método utilizado para a formagao do banco de dados.

(a) INT 2-> DSSP_ 2
Como os angulos dos arquivos INT foram alterados pela descida de gra-
diente, a conformacao espacial das proteinas descritas por eles pode ter
sofrido alguma alteracao. Para extrairmos a estrutura secundaria destas
proteinas ap6s a minimizacao, precisamos gerar novos arquivos PDB, e
utilizarmos o programa DSSP para a leitura da estrutura secundéria.

O programa DSSP é a implementacao do artigo de1983 de Kabsch e San-
der [KS83b| por eles mesmos sobre descri¢do de estrutura secundaria de
proteinas a partir de reconhecimento de padroes de pontes de hidrogénio
e formas geométricas. O programa DSSP nao prevé estrutura secundaria,
mas dado um arquivo de coordenadas atomicas no formato PDB, define a
estrutura secundéria a que pertencem os residuos, algumas caracteristicas
geométricas e a superficie de exposicao ao solvente.

Destas caracteristicas utilizamos aqui apenas a capacidade de descrever
a estrutura secundaria a partir de arquivos do tipo PDB. O processo é
simples: para cada proteina minimizada geramos a partir do arquivo de
angulos INT 2 o arquivo correspondente XYZ 2 com a ferramenta do
Tinker INTXYZ. Em seguida utilizamos outra ferramenta do Tinker, o
XYZPDB para gerarmos o arquivo PDB 2 correspondente. Em seguida
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utilizamos o arquivo DSSP para gerarmos a partir dos arquivos PDB e
PDB_2 os arquivos DSSP e DSSP_2. Os arquivos DSSP e DSSP_2
contém respectivamente a estrutura secundaria da proteina antes da mi-
nimizagao e depois da minimizacao.

(b) Lista de Residuos

Em cada um dos passos de pré-processamento e minimizacgao, proteinas
foram descartadas. Na fase de pré-processamento os descartes ocorreram
em funcao de falhas nos arquivos PDB originais que impedissem passos do
pré-processamento, como falta de determinados atomos ou residuos. J&
entre as proteinas que ultrapassaram a fase de pré-processamento, muitas
nao obtiveram sucesso durante o processo de minimizacao. Ao final, das
3419 proteinas e sub-cadeias de proteinas listadas no EVA, restaram2327
que terminaram as suas respectivas minimizagoes por atingirem o critério
de parada.

Para este trabalho foi desenvolvido um conjunto de ferramentas para
manipular dados de estrutura secundaria e angulos diedrais denominado
DSTK (Diedral angles and Secondary strucure TollKit). O comando SA-
NITIZEDSSP é uma ferramenta do DSTK que extrai dos arquivos DSSP
informacdes sobre os angulos diedrais dos residuos e o tipo de estrutura
a que pertencem. O comando ainda recebe como parametros o arquivo
DSSP, um arquivo texto com a lista de proteinas EVA que sao formadas
por mais de uma cadeia, e a opgao de desprezar ou nao os residuos da
extremidade da seqiiéncia. O SANITIZEDSSP entao 1é o arquivo DSSP,
extrai os dados apenas da cadeia de interesse (indicada por uma letra no
nome da proteina EVA), e mapeia 0s8 tipos de estrutura secundaria para
3, conforme a Tabela 4.1.

DSSP DSTK
Estrutura \ Simbolo | Simbolo \ Estrutura
4-hélice (a-hélice) H
3-hélice (310-hélice) G A a-hélice
5-hélice (m-hélice) I
segmento isolado de folha-3 B B folha-(3
folha-(3 E
curva (turn) com ponte de H T
centro de curva com 5 residuos S C coil
coil C

TABELA 4.1 - Mapeamento da representacao de estrutura secundaria do DSSP
para a representacao utilizada neste trabalho

O comando SANITIZEDSSP recebeu todos os arquivos DSSP 2 e produziu o
arquivo EVA  2.DAT, contendo 377540 linhas, cada uma com as informagoes
sobre um residuo das 2327 proteinas efetivamente minimizadas da lista EVA.
O arquivo EVA_2.DAT tem o formato
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25 A -66.2 -19.8 2bem_A

v 8
26 Q A -67.7 -17.3 2bem_A
2r Y A -99.8 -3.2 2bem_A
28 E C -159.5 65.6 2bem_A
29 P A -68.4 -16.8 2bem_A
30 Q A -77.6 -11.8 2bem_A
31 S A -108.8 29.2 2bem_A
32 V C -80.4 75.8 2bem_A
33 E B -111.7 130.0 2bem_A
34 G B -143.8 -160.4 2bem_A
36 L B -82.9 149.6 2bem_A
36 K C -89.0 177.8 2bem_A

onde a primeira coluna contém o numero do residuo na seqiiéncia da cadeia
da proteina, a segunda coluna a identificacao do residuo, a terceira coluna o
tipo de estrutura secundaria a que o residuo pertence, as colunas 4 e 5 sao o0s
angulos diedrais ® e W, e a quinta coluna contém o cédigo PDB de4 letras da
proteina seguido de uma letra indicando a cadeia.

FIGURA 4.3 — Mapas de Ramachandran representando os angulos diedrais de
todos os residuos alanina da lista EVA antes (esq.) e depois (dir.) da minimizagao.
No eixo horizontal o angulo diedral ® e no vertical o angulo diedral W.

As demais ferramentas do DSTK utilizam este arquivo como fonte para a
producao de mapas de Ramachandran especificos para tipos de residuos e es-
truturas secundarias. A titulo de ilustracao, a Figura 4.3 mostra os mapas de
Ramachandran especificos para o residuo alanina quando participante de es-
truturas a-hélice ou folha-3. Os mapas foram feitos selecionando nos arquivos
DSSP.DAT e DSSP_2.DAT apenas os angulos das linhas com os simbolos A
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(alanina) na coluna 2 e A ou B (a-hélice ou folha-3) na coluna 3. A confec-
cao do arquivo DSSP.DAT com dados das proteinas pré-minimizacao teve o
objetivo de permitir a comparacao com os angulos preferenciais apds a mini-
mizacao. Como mostra a Figura 4.3, a concentracao de angulos nas regioes
atribuidas as duas estruturas secundarias aumentou apds a minimizacao.

Fase 1, 2* Parte: MC-RNA

O método de geracao de estruturas MC-RNA utiliza a previsao da estrutura se-
cundaria para a reducao do espago de busca. Ou seja, geramos um conjunto de
estruturas a partir da seqiiéncia de residuos de uma proteina escolhendo os seus
angulos diedrais por Monte Carlo, mas restringindo os angulos que podem ser esco-
lhidos com informagao proveniente das RNAs. O método de geracao de estruturas
MC-RNA ¢é descrito a seguir passo a passo.

1. Previsao RNNA

O primeiro passo é consultar o servidor Predict Protein para obter a previsao
da estrutura secundéria. Como explicado na secao 4.1, o servidor utiliza RNAs
treinadas para prever a estrutura secundaria a partir de seqiiéncias de residuos.
A seqiiéncias de residuos da proteina é submetida ao servidor, e este envia
a previsao da estrutura secundéaria para cada residuo junto com o grau de
confianca da previsao, que varia de residuo para residuo.

Partindo desta previsao, o script do DSTK PROF2LISTARES cria o arquivo
LISTA RES.DAT. O segmento a seguir é a parte do arquivo LISTA RES.DAT
da proteina 178b que vai do residuo 47 ao 64 e que estd em destaque na Fi-

gura 4.4.
47 R B 0.7 B AC
48 R B 0.8 B AC
49 I B 0.8 B AC
50 DB 0.7 B AC
51 T B 0.3 XX
52 D C 0.6 C AB
53 P A0.2XX
54 S A0.0XX
556 L A 0.2 XX
56 M A 0.4 XX
57 EA 0.4 XX
58 D C0.5C AB
59D CO0.6 CAB
60 K A 0.8 A BC
61 E A 0.8 A BC
62 M A 0.9 A BC
63 L A 0.9 A BC
64 E A 0.9 A BC
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FIGURA 4.4 — A esquerda a proteina 1j8b. A direita em destaque o segmento que
vai do residuo 47 ao 64. Em cima a direita a previsao das RNAs para o segmento
(E =0, L =turn/coil, H = «).

A primeira coluna é o indice do residuo na seqiiéncia, a segunda o tipo de
residuo, a coluna 3 contém a estrutura real da proteina®, na coluna 4 estdo
os graus de confianca nas previsdes das RNAs, na quinta coluna a estrutura
prevista pela RNA| e por fim na sexta coluna as estruturas nao previstas para a
aquele residuo. Quando o grau de confianca da previsao (coluna4) é < 0.5, as
ultimas duas colunas recebem o simbolo X que funciona como coringa: indica
que o residuo pode pertencer a qualquer estrutura. A previsao das RNAs do
servidor Predict Protein para cada residuo pode ser a-hélice (H), folha-3 (B)
ou outros (C).

2. Geragao da amostra de estruturas

Neste passo as N estruturas da amostra sao geradas por MC, escolhendo os
angulos em regioes especificas do mapa de Ramachandran de acordo com as
previsdes das RNAs. Esta etapa é realizada pelo programa do DSTK DIHE-
DRAL_ CHANGE2 em 3 passos, que sao descritos a seguir.

(a) Parametros

3A coluna 3 contém a estrutura secundaria conhecida da proteina, se disponivel, extraida de um
arquivo DSSP. Os dados desta coluna nao sao utilizados em nenhuma computacio, sendo apenas
informativos e servindo de comparacdo com a estrutura prevista pelas RNAs.
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O executavel DIHEDRAL CHANGE2 carrega para a memoria3 arqui-
vos: o arquivo EVA  2.DAT que contém a lista de residuos, estruturas
secundarias e angulos diedrais de todas as seqiiéncias da lista eva, o ar-
quivo da proteina em andlise no formato INT do Tinker, contendo a lista
de residuos e representagao interna por distancias e angulos, e o arquivo
LISTA RES.DAT contendo as previsoes das RNAs para aquela seqiién-
cia. Os demais parametros do executavel sao, além de parametros para
conferéncia e validacao dos arquivos carregados, a quantidade de estru-
turas a serem geradas, e um nimero inteiro e negativo para o gerados da
seqiiéncia randomica.

Geragao de mapas

Uma vez carregados com os dados e parametrizado, o executavel gera ma-
pas de Ramachandran especificos para cada par de residuo e estrutura(s)
secundéria(s) do arquivo LISTA RES.DAT. Por exemplo, a linha do ar-
quivo correspondente ao residuo 50 da proteina 1j8b¢é 50 D B 0.7 B AC o
que significa que o quinquagésimo residuo da proteina é o Aspartato (D),
e que a rede neural prevé com 70% de confianca que o residuo faz parte
de uma folha-# (B, na quinta coluna). O executéavel criara entdo duas
listas de ponteiros: uma que ird apontar para todos os residuos Aspar-
tato da lista eva que participem de folhas-3, e outro para o conjunto de
Aspartato que estejam em a-hélices, turns ou coil. As duas listas agora
sao dois mapas de Ramachandran: um com Aspartatos em folhas{, e
outro com Aspartatos fora de folhas-3.

O procedimento acima & repetido para cada par de tipo de residuo e
subconjunto de estruturas. Ao final deste procedimento formamos um
conjunto de mapas de Ramachandran especificos. Este conjunto é o novo
espaco de busca reduzido para o algoritmo MC: somente os angulos deste
conjunto serao disponibilizados para a geracao randémica de estruturas.

Criacao das estruturas com consulta as RNAs Uma vez criado o
conjunto de mapas de Ramachandran, o executavel passa para a fase de
geracao de estruturas por MC. Inicialmente é criada uma cépia do arquivo
INT representando a estrutura. O procedimento entdo consiste em, para
cada residuo da proteina:

i. gerar um valor aleatorio entre O e 1,

ii. se o valor gerado for menor ou igual ao grau de confianca da previsao
da RNA, escolher randomicamente um par de angulos diedrais do
mapa de Ramachandran correspondente a previsao,

iii. caso contrario, escolher do mapa de Ramachandran contréario a pre-
visao,

iv. alterar os angulos diedrais correspondentes na representacao interna
da copia do arquivo INT, e salvar o arquivo em disco

O procedimento descrito acima é repetido N vezes, gerando N arquivos
INT com conformacoes diferentes. No exemplo dado anteriormente do
quinquagésimo residuo da proteina 178D, a linha que o descreve é 50
D B 0.7 B AC, indicando que para N grande, 70% das conformacoes
geradas terao os angulos diedrais do seu residuo de niimero50 escolhidos
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aleatoriamente do mapa de Ramachandran que contém apenas angulos de
Aspartatos quando participantes de folhas{3. Da mesma forma, os 30%
de conformacoes restantes terao os angulos retirados dentre os dngulos
de Aspartatos fora de folhas-(.

Para verificar a eficicia do método MC-RNA foram realizados métodos con-
trole: os métodos MC e MC-DSSP. O primeiro é o método MC tradicional, sem
nenhuma informagao sobre a estrutura secundaria. O segundo é o método MC
com informacao da estrutura secundaria real da conformacao nativa conhecida da
proteina. As motivacoes destes testes sao servir de comparativo com o método
MC-RNA, e demonstrar o efeito da informacao sobre a estrutura secundaria na
capacidade do método MC de encontrar a conformacao nativa da proteina.

Fase 1, Controle: MC

O método de geracao de estruturas MC nao utiliza a previsao da estrutura secundaria
para a reducao do espaco de busca. Ou seja, geramos um conjunto de estruturas a
partir da seqiiéncia de residuos de uma proteina escolhendo os seus angulos diedrais
diretamente por Monte Carlo. O objetivo deste método é comparativo: demonstrar
o ganho de performance do método MC-RNA em relagao ao método MC tradicional.
A dnica restricao do espacgo de busca realizada neste método é a escolha dos angulos
a partir de mapas de Ramachandran contendo angulos permitidos para o tipo de
residuo especifico.
O método de geracao de estruturas MC ¢é descrito a seguir passo a passo.

1. Lista de residuos

A lista de residuos LISTA RES.DAT, que no método MC-RNA ¢ criada a
partir da previsao das RNAs é alterada de modo a que o método MC nao
obtenha informacoes que permitam a restricdo do espaco de busca baseado
nas informacoes. A tnica restricdo de espaco de busca é feita em relacao ao
tipo de residuo.

Para ilustrar o procedimento utilizaremos a mesma fracao da seqiiéncia da
mesma proteina utilizada como exemplo no método MC-RNA: a proteinal j8b,
residuos 47 ao 64:

47

RBO.7XX
48 R B 0.8 X X
49 I B 0.8 X X
50 DB 0.7 XX
51 T B 0.3 X X
52D C 0.6 XX
53 P A 0.2 XX
54 S A 0.0 XX
56 LA 0.2 XX
56 M A 0.4 X X
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57 E A 0.4 XX
58 D C 0.5 XX
50D C0.6 XX
60 KA 0.8XX
61 EAO0.8XX
62 M A 0.9 XX
63 L A0.9XX
64 EA0.9XX

A diferenca para a lista original é que as colunas6 e 7 aonde vai a previsao
da estrutura secundaria e o complemento da previsao sao preenchidos com um
X, significando qualquer estrutura.

. Geracao da amostra de estruturas

Neste passo as N estruturas da amostra sao geradas por MC, escolhendo os
angulos em mapas de Ramachandran especificos para cada tipo de residuo.
A diferenga em relacao ao método MC-RNA é que os mapas de Ramachan-
dran especificos contém angulos diedrais do residuo independente do tipo de
estrutura secundaria a que pertence.

(2)

Parametros

O executdvel DIHEDRAL CHANGE2 carrega os mesmos parametros
do método MC-RNA: o arquivo EVA 2.DAT, o arquivo da proteina em
analise no formato INT do Tinker, e o arquivo LISTA RES.DAT modi-
ficado.

Geracao de mapas

Uma vez carregados com os dados e parametrizado, o executavel gera
mapas de Ramachandran especificos para cada tipo de residuo presente
no arquivo LISTA RES.DAT. Isto significa que, ao contrario do método
MC-RNA onde tinhamos intimeras possibilidades de mapas com combi-
nacoes de residuos e estruturas secundarias, teremos aqui no maximoZ20
mapas, um para cada tipo de residuo.

Para a o exemplo da linha do arquivo da proteinalj8b 50 D B 0.7 X X,
o executavel criard apenas uma lista de ponteiros que ird apontar para
todos os residuos Aspartato da lista eva, nao importando a estrutura
secundaria a que pertencam.

Criacao das estruturas Uma vez criado o conjunto de mapas de Ra-

machandran, o executavel passa para a fase de geracao de estruturas por
MC:

i. Escolher randomicamente um par de angulos diedrais do mapa de
Ramachandran correspondente ao tipo de residuo

ii. alterar os angulos diedrais correspondentes na representacao interna
da copia do arquivo INT, e salvar o arquivo em disco
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O procedimento descrito acima é repetido N vezes, gerando N arqui-
vos INT com conformacdes diferentes. Para N grande, a distribuicao
dos angulos do residuo de ntimero nas conformacoes geradas seguird a
distribuicao do Aspartato na lista Eva.

Fase 1, Controle: MC-DSSP

O método de geragao de estruturas MC-DSSP utiliza a informagao da estrutura
secundéaria real da conformacao nativa conhecida da proteina para a reducao do es-
paco de busca. Ou seja, realizamos a restricao do espaco de busca como no método
MC-RNA, mas nos valemos de informacgao privilegiada, obtida passando a ferra-
menta DSSP no arquivo PDB baixado do servidor. Assim utilizamos a informagao
da estrutura secundéria verdadeira da proteina como se fosse a previsao de uma
hipotética RNA perfeita, capaz de prever a estrutura secundaria de proteinas com
indice de acerto de 100%.

Este método, assim como o método MC descrito anteriormente, foi realizado
antes do método MC-RNA, e cumpriu o objetivo de demonstrar o ganho de per-
formance do método MC para o dobramento de proteinas quando auxiliado com
informagoes sobre a estrutura secundéria. O método MC-DSSP ¢ o seguinte:

1. DSSP

Como explicado anteriormente, o software DSSP nao prevé estrutura secun-
déria, mas é capaz de extrair de uma arquivo no formato PDB a estrutura
secundaria a que pertencem os residuos, baseado nas coordenadas atdomicas
presentes no arquivo.

A lista de residuos LISTA RES.DAT, que no método MC-RNA é criada a
partir da previsao das RNAs é alterada da seguinte maneira: a previsao das
RNAs é substituida pela estrutura real da proteinalida pelo DSSP do arquivo
PDB, e o grau de confianca da previsao é substituido por 1.0.

A fracao da seqiiéncia da proteina 1580, residuos 47 ao 64 fica entao:

47

RB1.0BX
48 RB 1.0 B X
49 I B 1.0BX
50 DB 1.0 BX
51 I B1.0BX
52D C 1.0 CX
53 P A 1.0 AX
54 S A 1.0 AX
bb L A 1.0 A X
56 M A 1.0 A X
57 EA1.0AX
58 D C 1.0 CX
50 D C 1.0 CX
60 KA 1.0AX



86

61 EA1.0AX
62 MA1.0AX
63 LA1.0AX
64 EA1.0AX

0 que garante que os angulos serdao escolhidos para a estrutura real em100%
dos casos.

2. Geracao da amostra de estruturas

Neste passo as N estruturas da amostra sao geradas por MC, escolhendo os
angulos em regioes especificas do mapa de Ramachandran de acordo com a
estrutura secundaria real obtida pelo DSSP do arquivo PDB original.

(a) Parametros O executavel DIHEDRAL CHANGE2 carrega os mesmos
parametros do método MC-RNA: o arquivo EVA _2.DAT, o arquivo da
proteina em analise no formato INT do Tinker, e o arquivo LISTA RES.DAT
modificado.

(b) Geragao de mapas
Como no método MC-RNA, uma vez carregados com os dados e parame-
trizado, o executavel gera mapas de Ramachandran especificos para cada
par de residuo e estrutura(s) secundaria(s) do arquivo LISTA RES.DAT.
Ao contrario do MC-RNA, porém, nao sao gerados mapas para 0s grupos
de residuos nao previstos pelo DSSP.

No exemplo da linha do arquivo lista_res.DAT da proteina 1j8b corres-
pondente ao residuo 50 da proteina 158b, a linha 50 D B 1.0 B X o
executavel criard apenas uma lista de ponteiros para Aspartatos perten-
centes & folhas-(.

(c) Criagao das estruturas com consulta as RN AsComo no MC-RNA,
criamos a partir dos angulos dos mapas de Ramachandran reduzidos:

i. Escolher randomicamente um par de angulos diedrais do mapa de
Ramachandran correspondente ao tipo de residuo e ao tipo de estru-
tura secundaria.

ii. alterar os angulos diedrais correspondentes na representacao interna
da copia do arquivo INT, e salvar o arquivo em disco

O procedimento descrito acima é repetido N vezes, gerando N arquivos
INT com conformacoes diferentes. Independente do tamanho de NV, ga-
rantimos que 100% das conormacoes geradas para a proteina 178b terao
os angulos do residuo 50 escolhidos do mapa de angulos especificos de
Aspartatos que pertencam a folhas-beta.

Finda a etapa de geracao de proteinas por MC-RNA, MC e MC-DSSP, dis-
pomos de conjuntos de N arquivos INT, cada um representando uma conformagao
diferente da proteina em estudo. Porém, todos os arquivos forma gerados fazendo-se
alteragoes em angulos diedrais de um arquivo matriz, sem preocupacoes em efeitos
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colaterais como proximidade excessiva entre atomos ou sobreposicoes decorrentes
destas alteracoes. Na proxima secao descrevemos a fase dois do algoritmo, onde as
estruturas sao reacomodadas através de minimizacao de energia, e os resultados sao
clusterizados.

4.2.2 Fase 2: Minimizacao e Clusterizagao.

Nesta secao sao explicados o processo de minimizacao e clusterizacao dos con-
juntos de conformagoes obtidos na fase 1 do método. A segunda fase do método
de simulacao proposto constitue-se na minimizacao de energia das conformagoes
geradas por MC, e posterior clusterizagao.

Cada amostra de conformacoes geradas por MC é constituida de N arquivos
INT, cada um com a representacao interna da proteina em estudo na forma de
coordenadas. Como explicado na subsegao 4.2.1 (Fasel: Geragao de conformagdes),
as coordenadas presentes no arquivo INT sao distancia a um atomo pré-determinado,
e dois angulos de ligacao ou um angulo de ligacao e um angulo diedral em relacao
4 atomos predecessores. Como o método MC somente altera os angulos diedrais,
¢ necessario um meétodo para realizar alteragoes nos demais angulos e distancias
entre atomos representados no arquivo INT, de forma a chegar a uma representacao
mais realista em termos energéticos. Em outras palavras, cada vez que se modificam
angulos entre 4&tomos de uma proteina, faz-se necessaria uma acomodacgao de todos
os demais angulos das ligacoes atdmicas da estrutura. De outra maneira nao seria
possivel fazer qualquer tipo de comparacao entre as conformacoes que levassem em
conta a energia potencial, e a clusterizacao das conformacoes nao traria informacoes
uteis.

Fase 2, Parte 1: Minimizacao

Como na minimizacao das proteinas da lista EVA na fase de pré-processamento,
para a minimizacao das conformacdes das proteinas p6s método MC foi utilizado
o método de descida de gradiente no espaco formado por angulos diedrais. A fer-
ramenta utilizada também foi a mesma: o MINIROT do pacote Tinker. Como
explicado na subsecao 4.2.1, a ferramenta MINIROT realiza minimizagao de energia
em estruturas descritas por um arquivo INT, ou seja, minimiza a energia de uma
proteina, dada um conformagao inicial descrita através de angulos de ligagoes entre
Atomos em um arquivo INT.

Ao contrario porém das minimizacoes realizadas no pré-processamento das
proteinas da lista EVA, o critério rms foi mais elevado. Enquanto as minimizagoes
das proteinas da lista EVA eram interrompidas quando a o gradiente de energia
baixava de lkcal/mole/A, o critério de parada adotado para as minimizacdes de
energia por descida de gradiente para as conformacgoes pos MC foi delOkcal/mole//ﬁ.
A adocao da interrupc¢ao precoce da minimizacao em 10kcal/m0le//f adotada para
as conformacoes pos MC se deve a dificuldade relativa da realizacao de descida
de gradiente encontrada nestas estruturas. Como as proteinas da lista EVA ja se
encontram em conformacoes proximas a conformagao nativa, o tempo gasto em
minimizacao de energia é muito menor do que para as estruturas geradas por MC.
Estas tltimas podem se encontrar em posicoes muito diversas da conformacao nativa,
e até mesmo em estruturas inviaveis, exigindo grande quantidade de tempo para a
estabilizacao em um minimo local por descida de gradiente. Na verdade, as proteinas
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geradas por MC precisaram de mais tempo em média para serem minimizadas com
critério de parada em 10kcal/mole/ff do que as proteinas da lista EVA com o critério
de parada mais refinado de 10kcal/mole//f. A titulo de comparacao, enquanto as
minimizacoes das proteinas da lista EVA levaram em médialO8 passos de descida de
gradiente para atingir o gradiente de 1kcal /mole/ A e serem interrompidas, as médias
para as estruturas geradas estao entre 110 e 3683 passos por estrutura (Tabela 4.2).
Se levarmos em consideracao que o nimero médio de residuos das proteinas da lista
EVA é de aproximadamente 162 residuos por proteina, e que todas as seqiiéncias
testadas sao menores que a média, fica mais claro como a desorganizagao estrutural
de uma proteina afeta os tempos de minimizacao.

Proteina Método | ntimero médio | tempo meédio
(nimero de residuos) de passos (minutos)

MC 1153 14

1974 (108) MC-RNA 922 10
MC-DSSP 117 1,6

MC 1611 25

1kkg (108) MC-RNA 1718 20
MC-DSSP 453 5,4

MC 794 5
1g7d (77) MC-RNA 705 4,5
MC-DSSP 208 1,3
MC 870 7.4

158b (92) MC-RNA 616 4
MC-DSSP 110 0,51

TABELA 4.2 — A Tabela mostra a média de passos de minimizacao e de tempo de
simulagao por conformacao gerada por trés métodos: MC. MC-RNA e MC-DSSP.
A quantidade de informacao aumenta no sentido MC->MC-RNA->MC-DSSP, e o
tempo de minimizacao tende a diminuir no mesmo sentido. Isto ¢ um indicio de
que quanto maior a informacao disponivel sobre a estrutura secundaria, mais
proximas a conformagao nativa estarao as conformagoes geradas pelo MC. Os
tempos foram obtidos em computadores Intel(R) Xeon(TM) CPU2.40GH z, com
1M B ou 2M B de memoria e dedicacao exclusiva.

Apobs a minimizacao, sao tiradas 4 medidas para cada uma das conformacoes
obtidas: energia, superficie acessivel total, superficie acessivel das cadeias laterais,
e distancia RMS com a conformacao final. A medida da energia nada mais é do
que a energia final obtida no processo de minimizacao com a ferramenta MINIROT.
A superficie acessivel é a superficie formada pela rolagem de uma esfera de 1,4A
por sobre as partes externas da protefna as quais a esfera consiga ter acesso. A
superficie acessivel das cadeias laterais é a contribuicdo das cadeias laterais dos
residuos hidrofébicos a superficie total, e a distancia RMS ¢ a raiz quadrada da soma
dos quadrados das distancias entre &tomos da conformacao obtida e da conformacao
nativa conhecida.

As superficies acessiveis da proteina e de suas cadeias laterais sao obtidas
através do seguinte procedimento:
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1. INT_2->PDB_2

Cada conformacao INT gerada pelo MC e posteriormente minimizada é ar-
mazenada em um arquivo INT 2. A partir destes arquivos e com as ferra-
mentas do Tinker INTXYZ e XYZPDB geramos arquivos no formato Protein
Data Bank com o prefixo PDB_ 2, contendo as proteinas minimizadas descri-
tas através de seus atomos, tipo de residuo a que pertencem e coordenadas
cartesianas.

2. Calculo da superficie acessivel total A ferramenta SPACEFILL do Tin-
ker calcula entre outros a superficie acessivel de moléculas. Para tanto a
ferramenta utiliza uma versao modificada da descricao analitica original da
superficie de moléculas de Connolly [Con83|. A superficie é particionada em
seus componentes geométricos e decomposta em contribuicoes convexas para
cada dtomo individualmente. O executavel SPACEFILL recebe como entrada
um arquivo PDB_ 2 e calcula a superficie total e a contribuicao de cada atomo
para a superficie total.

3. Calculo da superficie acessivel das cadeias laterais O interesse na res-
ponsabilidade das cadeias laterais na superficie total é a identificacao da posi-
cao de residuos hidrofébicos: se estao corretamente voltados para o interior da
proteina, a contribuicao de suas cadeias laterais para a formacao da superfi-
cie acessivel & proxima a zero. Como residuos hidrofébicos voltados para fora
nao sao facilmente encontrados na natureza, superficies acessiveis de cadeias
laterais deste tipo de residuo indicam conformacoes pouco provaveis.

Para o célculo da contribuicao das cadeias laterais & &rea total sao conside-
rados neste trabalho os residuos hidrofobicos ALA, CYS, CYH, CSS, CYX,
PHE, ILE, LEU, VAL, e TRP. Como esta medida tem fins comparativos, as
contribuicoes dos atomos de carbono das cadeias laterais é suficiente, e os
demais atomos sao excluidos do calculo para reduzir o custo computacional.

Para obtermos a contribuicao dos atomos da cadeia lateral & superficie aces-
sivel total, é preciso identificar os atomos que pertencem a essas cadeias. A
ferramenta ANALYZE do DSTK recebe como entrada o arquivo PDB da con-
formagao em anélise e a saida do arquivo SPACEFILL. O ANALYZE entao
percorre o arquivo PDB_ 2, identifica todos os atomos pertencentes aos resi-
duos hidrofébicos e cria uma lista com os indices de todos os &tomos de carbono
destes residuos que nao sejam o carbono . Entao identifica na saida do SPA-
CEFILL os carbonos da lista e as suas respectivas contribuicoes convexas a
area total. A saida da ferramenta ANALYZE é a superficie total calculada pelo
SPACEFILL e a soma das contribuicoes de todos os carbonos pertencentes as
cadeias laterais dos residuos hidrofobicos

Para o préoximo e tltimo passo da metodologia, a clusterizagao, sao necessarios
ainda os angulos diedrais das proteinas minimizadas. Estes angulos sao extraidos
dos arquivos INT 2 através da ferramenta GET ANGLE RES do DSTK, e sao
unificados pela ferramenta ANALYZE em um arquivo contendo o nome da proteina,
o indice da sua conformacao obtida por MC com ou sem RNA, um par de Angulos
diedrais para cada residuo da seqiiéncia, a energia potencial da conformacao, a
superficie total acessivel, a superficie acessivel das cadeias laterais hidrofébicas, e a
distancia da estrutura para a conformacao nativa conhecida da proteina.
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A seguir é explicado como foi feita a clusterizacao nestes dados e quais os
critérios utilizados para a escolha de variaveis do processo.

Fase 2, Parte 2: Clusterizacao

Para a analise das estruturas resultantes das simulagdes MC foi utilizado o algoritmo
de clusterizacao particional K-means em funcao da sua baixa complexidade.

Até aqui a implementacdo do método MC-RNA foi descrita utilizando a va-
riagao de energia como parametro. No entanto, as diferencas de energia entre a
conformacao nativa que se quer atingir e minimos locais é muito sutil. Muitas vezes
estruturas completamente diversas podem se encontrar no mesmo patamar de ener-
gia potencial. Para melhorar a performance do modelo, é interessante utilizar nao
apenas a energia, mas outras propriedades das proteinas que as possam diferenciar
de maneira mais eficaz.

A funcao objetivo de qualquer algoritmo de busca deve se basear em parame-
tros que indiquem o grau de proximidade entre a conformacao gerada e a provavel
estrutura tridimensional da proteina. Os parametros de comparacao tipicamente
utilizados para comparar duas conformacoes tridimensionais sao: Erro Médio Qua-
drado entre os 4tomos, energia potencial, hidrofobicidade, compactacao e até seme-
lhanca visual. A minimizacao da energia potencial e a maximizacao da compactacao
nao leva em conta efeitos como hidrofobicidade, que pode indicar estruturas menos
compactas e de maior energia como sendo as conformacoes preferenciais na natu-
reza. Afim de balancear as deficiéncias de cada parametro, propomos utilizar uma
fungao objetivo mista baseada em 2 parametros: compactacao (medida da superficie
exposta ao solvente) e energia potencial.

Se assumirmos que a compactacao de uma proteina é proporcional a &rea
acessivel ao solvente, podemos utilizar esta informacao extra para aceitar ou rejeitar
uma transicao entre estados de mesma energia. Para o calculo da compactacao foi
utilizada a implementagao do algoritmo de Connolly [Con83| do pacote de mecénica
molecular Tinker. Este algoritmo calcula a parcela da superficie de Van der Waal de
uma molécula que é acessivel ao solvente. O processo consiste em modelar a molécula
do solvente por uma esfera, e rolar esta esfera sobre a molécula. A superficie gerada
desta maneira é composta de partes de esferas e toros, e portanto tem sua area
passivel de ser calculada analiticamente.

Para reduzir a complexidade, a clusterizacao por K-means foi realizada sobre
apenas alguns angulos diedrais das proteinas. Mais precisamente foram escolhidos
angulos de residuos sobre os quais as RNAs nao conseguem fazer um predicao sa-
tisfatoria. Como o método K-means é sensivel as condigoes iniciais, o método é
repetido algumas vezes para se obter o conjunto de clusters mais provavel. Termi-
nada a clusterizacao, os clusters sao examinados quanto a presenca de conformagoes
com as seguintes caracteristicas: baixa energia, pequena superficie total, pequena
superficie hidrofébica e pequeno RMS com a original. De posse destas informacoes
¢é possivel determinar quais clusters contem as conformacoes mais condizentes com a
conformacao nativa, e determinar as caracteristicas comuns das conformacoes deste
cluster. Deste modo conseguimos isolar os angulos diedrais que nos aproximam mais
da conformagao nativa da proteina em estudo.

No proximo Capitulo, conforme mostramos os resultados do método, exempli-
ficamos a escolha de angulos e de clusters descrita acima.
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Capitulo 5

Resultados

Neste Capitulo descrevemos os resultados obtidos para as proteinas utilizadas nos
experimentos: 1i74 (dominio 2), 1kkg, 1g7d dominio C-terminal e 1j8b. Para cada
proteina foram realizados um experimento com o algoritmo MC-RNA e um expe-
rimento com cada um dos algoritmos de controle MC-DSSP e MC, totalizando12
simulacoes. Cada simulacao gerou uma amostra contendo 1000 conformagoes, e to-
das sofreram minimizacao de energia conforme as regras explicadas no Capitulo da
metodologia. FEm todos os experimentos parte das estruturas nao pdde ser minimi-
zada (o executavel MINIROT do Tinker interrompia a minimizagdo com erro) ou
acabou em minimos locais muito altos, e foi eliminada. As eliminacdes de configu-
racoes em minimos locais altos foi necessaria para que pudéssemos trabalhar com
médias significativas, e portanto o critério utilizado para a eliminacgao foi a aproxi-
macao entre médias e medianas. Este critério se mostrou valido se observarmos que
as distribuicoes tém desvios padrao compativeis com as médias para distribuicoes
que aproximam a normal. Como a clusterizacao por K-means é dependente dos pon-
tos escolhidos como clusters iniciais, e o numero de clusters deve ser determinado
pelo usuério, foram necessarios exaustivos testes com o algoritmo de clusterizacao
K-means, variando-se o niimero de ntimero de clusters e verificando o nimero de
inicializacoes aleatorias necessarias para a repeticao de configuracoes de angulos en-
tre rodadas. Apods experimentos com as quatro proteinas, o nimero deb clusters,
com 5 inicializagoes aleatorias cada um, foi considerado o conjunto de parametros
6timo, e utilizado em todos os experimentos deste trabalho. Nas quatro secoes a
seguir sao apresentados os resultados para as quatro proteinas, uma por sessao. Em
cada secao sempre é mencionado o ntimero total de conformagoes efetivamente uti-
lizado nas clusterizacoes, que é o nimero de proteinas que tiveram a sua energia
minimizada com sucesso. Ha também uma tabela em cada secao apresentando uma
analise das 5 rodadas e os 5 clusters obtidos em cada rodada.

5.1 Proteina 1;8b

A proteina 158b é composta por 92 residuos, uma, folha-G central composta por
3 segmentos, duas a-hélices longas e uma curta. A Tabela abaixo mostra a seqiiéncia
de residuos da proteina na primeira linha, acompanhada da estrutura secundéaria da
conformagao nativa (lida pelo DSSP) e pela previsdo da estrutura secundéria feita
pelas RNAs respectivamente na segunda e terceira linhas.
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01-60: LGGLMKQAQQUMQEKMQKMQEEIAQLEVTGESGAGLVKITINGAHNCRRIDIDPSLMEDDK
DSSP : CCCAAAAAAAAAAAAAAAAAAATTTBBBBBBAAATBBBBBBTTCCBBBBBBCAAAAATCA
RNA : C..AAAAAAAAAAAAAAAAAAAAA .BBB..CCC.BBBBBB.CC..BBBBB.C..... CCA

61-92: EMLEDLIAAAFNDAVRRAEELQKEKMASVTAG
DSSP : AAAAAAAAAAAAAAAAAAAAAAAAAAAAATCC
RNA : AAAAAAAAAAAAAAAAAAAAAAAAAA....CC

Os pontos na linha da previsao das RNAs indica que para aquele residuo a RNA
nao conseguiu fazer um previsao com mais de50% de confianca. Para a clusterizagao
das conformacoes obtidas a partir da seqiiéncia da proteinalj8b foram selecionados
os angulos dos residuos identificados por estes pontos, descartados os proximos as
extremidades. Ou seja, os angulos diedrais dos residuos para os quais nao se tem
previsao através de RNAs.

Para a proteina 1j8b temos entao 26 angulos de 13 residuos selecionados.
Pode-se verificar no alinhamento da estrutura secundaria real lida pelo DSSP e da
estrutura secundéria predita pelas RNAs que estas obtiveram sucesso em identificar
as duas maiores a-hélices e a existéncia de trés segmentos de folha3. A pequena a-
hélice formada pelo segmento PS LM E (residuos 53 a 57) porém nao foi identificada.

Para melhor entender a influéncia da informacao sobre a estrutura secundaria
no desempenho do método Monte Carlo, a Tabela 5.1 lista uma série de valores
comparativos para a Energia. As primeiras 3 colunas mostram respectivamente a
quantidade de conformacoes descartadas devido a impossibilidade de minimizacao
por descida de gradiente, o nimero de estruturas descartadas por energia demasiado
alta, e o nimero de conformacoes efetivamente utilizado na fase final de clusteriza-
¢ao. Os demais valores sao medidas de energia: energia minima, maxima, média,
mediana e desvio padrao da amostra de N conformacoes.

| Método [ # E=oo| #Ealta] N [ Emin | E max [ E média | E mediana | DP |

MC 95 128 707 || 1415 2618 1723 1713 133
MC-RNA 67 86 847 || 1427 2468 1672 1666 108
MC-DSSP 19 20 961 1380 1919 1602 1601 o1

TABELA 5.1 — Medidas de energia das amostras de conformagoes geradas para a
seqliéncia da proteina 178b. As trés primeiras colunas contém respectivamente o
ntimero de conformagcoes impossiveis de minimizar, o nimero de conformagoes
cortadas da cauda a direita da distribuicao e o nimero N de conformacoes
destinadas a clusterizacao. As cinco colunas restantes sao as menores e maiores
energias da amostra de N conformacoes, a média, a mediana e o desvio padrao.
Todos os valores se referem as conformacoes apds a fase de minimizacao por

descida de gradiente.

Os métodos estao ordenados de modo que a quantidade de informacao sobre
a estrutura secundéaria fornecida ao MC cresce de cima para baixo: MC tem zero
informacao e MC-DSSP tem 100% de informacao. Desta forma, de acordo com a
Tabela 5.1 podemos inferir que quanto mais informacao sobre a estrutura secundéria,
menor a ocorréncia de conformagoes impossiveis ou improvaveis, menor a energia
média e menor a variancia das conformacoes geradas pelo método MC. A diminui¢ao
da energia média das conformacoes minimizadas e da variancia da distribuicao desta
energia pode ser visualizado nos graficos da Figura 5.1.
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FIGURA 5.1 — Distribui¢ao de energia potencial das amostras para as
conformagoes geradas pelos métodos MC-DSSP (topo), MC-RNA e MC, para a
proteina 158b. A medida que evoluimos do método MC para o MC-DSSP a
quantidade de informacao aumenta, e a média e a variancia da distribuicao de

energia diminui.
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5.1.1 Resultados da clusterizagao para 1;8b

Para cada conjunto de conformacoes gerado pelos métodos Monte Carlo foi
realizada clusterizacao por K-means. Para cada método Monte Carlo, o conjunto
de conformagoes sobre o qual se aplicou a clusterizacao foi extraido do total de
1000 conformacoes gerada pelo método, excluidas as proteinas que nao conseguiram
ser minimizadas e as que encerram a minimizacao de energia em minimos locais
relativamente altos. Para os métodos Monte Carlo (MC), Monte Carlo com previ-
sao de estrutura secundaria por RNAs (MC-RNA) e Monte Carlo com informacao
sobre estrutura secundaria real (MC-DSSP), os conjuntos contém 777, 847 e 961
conformacoes respectivamente.

Cada conformacao dos conjuntos contém2n angulos diedrais, e valores de ener-
gia, superficie total exposta ao solvente, parcela da superficie referente a elementos
hidrofobicos, e distancia RMS em relacao a conformacao nativa. Para reduzir a com-
plexidade dos dados a serem clusterizados, foram escolhidos os angulos dos residuos
para os quais nao ha previsao de estrutura secundaria pela RNA. Esta heuristica
parte da presuncao que, se a previsao das RNAs para os demais residuos fosse per-
feita, poderiamos descrever a estrutura tridimensional apenas com a definicao dos
angulos de residuos intermediarios. Ou seja, se assumimos que as RNAs foram ca-
pazes de prever a estrutura secundaria de certos segmentos da proteina, podemos
descrever a estrutura terciaria dizendo como estes segmentos se dobram uns sobre os
outros. Esta informagao é extraida dos angulos diedrais dos residuos intermediarios
entre uma e outra estrutura secundaria prevista. Seguindo o mesmo raciocinio, ex-
cluimos os angulos nao previstos de residuos nas extremidades da proteina, quando
ocorrem, visto que agregam pouca informagao sobre a estrutura tridimensional e
aumentam a complexidade da clusterizacao.

O numero de clusters escolhido para esta e para as demais proteinas foi, con-
forme explicado na introducao deste capitulo, 5 Apos a clusterizacdo, os clusters
foram analisados quanto & concentracao de conformacgdes com menor energia, su-
perficies de exposicao total e hidrofobica, e a distancia RMS com a conformagao
nativa. Deste exame se constatou que quando a clusterizacao consegue reunir simul-
taneamente em um dos cinco clusters as maiores proporc¢oes de conformacoes com
menor energia, com menor superficie de exposi¢ao ao solvente total, e com menor
superficie de exposicao hidrofébica, este cluster reiine também a maior propor¢ao
de conformacoes com menor distancia RMS em relacao a conformacao nativa da
proteina. Em outras palavras, se a concentracao de conformagoes com menores va-
lores para as trés variaveis pode ser encontrado em um mesmo cluster, ¢ grande a
probabilidade de este cluster estar mais proximo a conformagao nativa. O contrario
¢ verdadeiro: se as concentragoes de conformagoes com menores valores para as trés
variaveis se encontram dispersos entre os clusters, nao podemos dizer qual cluster
se aproxima mais da conformacao nativa.
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MC MC-RNA MC-DSSP
[C1]| <E <ST <SH|<RMS [ <E <ST <SH|[<RMS| <E <ST <SH]| <RMS |
Rodada no. 1
1 27 27 25 26 17 16 21 15 9 11 10 9
2 7 10 9 10 17 16 15 18 41 40 42 41
3 19 19 23 19 27 20 23 22 5 5 2 5
4 14 12 10 11 16 19 16 18 20 19 16 16
5 10 9 10 11 7 13 9 11 21 21 26 25
Rodada no. 2
1 25 23 22 21 29 23 28 24 7 9 9 8
2 11 13 12 16 23 29 21 26 5 5 3 5
3 21 20 19 19 9 9 9 7 34 35 33 33
4 13 11 16 11 12 15 16 12 40 37 42 40
5 7 10 8 10 11 8 10 15 10 10 9 10
Rodada no. 3
1 10 13 12 15 13 13 16 14 5 5 2 5
2 | 21 16 17 18 10 10 10 6 5 5 3 5
3 6 10 8 10 23 30 22 27 39 40 40 38
4 16 14 19 16 23 13 15 22 40 37 42 40
5 24 24 21 18 15 18 21 15 7 9 9 8
Rodada no. 4
1] 20 17 23 14 9 8 10 6 20 19 16 16
2 | 16 13 13 19 21 17 19 18 8 9 9 8
3 11 13 12 16 23 30 21 25 46 45 44 46
4 6 10 8 10 16 14 18 18 17 19 20 23
5 24 24 21 18 15 15 16 17 5 4 7 3
Rodada no. 5
1 25 26 25 22 10 12 12 6 21 21 26 25
2 21 19 16 19 14 19 19 15 7 6 10 6
3 6 10 8 10 15 15 19 22 9 11 10 9
4 9 8 9 10 16 11 12 16 20 19 16 16
5 16 14 19 16 29 27 22 25 39 39 34 40

TABELA 5.2 — Clusters das conformacoes da proteina 178b. Para cada método hé
5 colunas: o nimero do cluster, e as freqiiéncias de presenca dentro de cada cluster
de conformacoes com menor Energia, menor Superficie Total, menor Superficie
Hidrofobica e menor distancia RMS. As rodadas de1 a 5 referem-se a cinco
inicializagoes com sementes aleatérias diferentes. Os maiores valores entre os
clusters de cada rodada estao grifados, e quando um cluster contém
simultaneamente o maior nimero de conformacoes com baixos valores para as3
medidas, o valor RMS também ¢ grifado.

Na Tabela 5.2 estao dispostos dados sobre as conformacoes que apresentam
menores valores em uma de trés medidas: energia, superficie total ou superficie
hidrostatica, e a distribuicao destas conformacoes entre os clusters. A tabela é
constituida pela uniao de 15 tabelas menores, cada uma representando os b clusters
de uma rodada ou inicializacao especifica de um dos métodos MC, MC-RNA e
MC-DSSP. Para cada método temos 5 colunas: a primeira representa o ntimero do
cluster (de 1 a 5), as trés colunas seguintes contém a quantidade de ocorréncias
de conformacgbes com valores pequenos para as 3 medidas energia (E), superficie
total (ST) e superficie hidrofobica (SH), e a quinta e tltima coluna a ocorréncia de
conformacoes com baixas distancias RMS em relacao & conformacgao nativa.
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Para entendermos melhor a Tabela 5.2 usaremos um exemplo de sua cons-
trucao. A aplicacao do método MC-RNA para a geragao de 1000 conformagdes da
proteina 158b resultou, ap6s o processo de minimizagao, em uma amostra contendo
847 conformacoes minimizadas. Em seguida, a amostra sofreub rodadas de clus-
terizacao por k-means, cada rodada com uma semente aleatoria diferente. Findo o
processo, temos cinco conjuntos de clusters para cada um dos trés métodos MC-
DSSP, MC-RNA e MC. Feito isto, foram identificadas84 conformagées (ou aproxi-
madamente 10%) do total da amostra com os menores valores para cada medida:
energia, superficie total, superficie hidrofébica e para a distancia RMS. Por fim, a
distribuicao deste subconjunto de conformacoes com os menores valores, ou valores
minimos, foi verificada contando quantas ocorreram em cada cluster.

Agora podemos verificar, olhando para a Tabela 5.2, linha 3, coluna MC —
RN A, que na rodada nimero 1 a clusterizacao produziub clusters, e que o cluster
de niimero 3 contém concomitantemente a maior concentragao de conformacoes com
valores de energia, superficie total, superficie hidrofébica e distancia RMS proximos
aos minimos da amostra para estas medidas. Para cada conjunto deb clusters a
maior ocorréncia de conformacoes de energia e de medidas de superficie minimas
¢ assinalada em negrito. Observando os demais conjuntos deb clusters das outras
rodadas e dos outros métodos, chega-se a conclusao de que quando ocorre a con-
comitancia de concentragoes de minimos como no cluster assinalado acima, ocorre
neste mesmo cluster a maior concentragao de distancias RMS proximas ao minimo.
O inverso nos leva a concluir que quando as concentracoes de valores proximos aos
minimos para as medidas de energia e areas estao dispersos entre dois ou mais clus-
ters, nada se pode afirmar quanto a localizacdao do cluster com maior concentracao
de conformacoes de distancia RMS minima.

Por exemplo, a segunda rodada de clusterizacao da amostra do método MC-
RNA resultou em 29 conformacgoes entre as 84 de menor energia no cluster 1, e 23
no cluster 2. Mas como o cluster 2 contém 29 das 84 conformacgoes mais compactas
(menor superficie total exposta ao solvente) contra23 do cluster 1, a distribuicao de
configuracoes com distancias RMS em relacao a conformacao nativa é quase igual
entre os dois. De fato, o cluster 1 perde neste quesito para o cluster2 por 24 a 26. Em
uma situagao real de estudo de uma proteina nova, nao temos acesso a distancia RMS
com a estrutura nativa, simplesmente porque nao conhecemos a estrutura nativa da
proteina. Neste caso, para tentar identificar qual o cluster que mais se aproxima
da estrutura nativa poderiamos escolher o critério de concentracao simultanea de
minimos de energia, superficies total e hidrofobicas. Por isto identificamos com
negrito a quantidade de conformacoes de minimos RMS pertencentes a um cluster
apenas quando este mesmo cluster contiver simultaneamente concentracoes altas
em relacao aos demais clusters de valores minimos de energia, superficie total e
superficie hidrofébica. Outro fato que podemos depreender dos valores da tabela é
que quanto maior for a concentracao de conformagoes com valores minimos para as
trés medidas em um mesmo cluster, maior serd a concentracao de conformacoes com
distancias RMS minimas em relagao a conformacao nativa.

Se olharmos novamente para a Tabela 5.2, agora comparando os métodos,
podemos verificar que, a medida que avancamos da esquerda para a direita indo do
método MC para o MC-DSSP, o niimero de ocorréncias de clusters com concentracao
de minimos para as trés medidas aumenta, e também aumenta a diferenca relativa
entre as concentracoes nestes clusters em relacao aos demais.
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FIGURA 5.2 — Distribuicao da energia, superficie total, superficie hidrofébica e

distancia RMS & conformacao nativa para o cluster3 da quarta rodada de

clusterizagdo para a proteina 158b, conformacoes geradas por MC-RNA.



98

Este fato indica que o aumento de informacao que ocorre do método MC para
o MC-RNA, e deste para o MC-DSSP acarreta aumento no ntimero de conformacoes
geradas mais proximas ou semelhantes a conformacao nativa, e que isto é identificado
pelo método de clusterizacao k-means que tende a concentrar estas configuracoes em
um tunico cluster.

Os histogramas da Figura 5.2 representam as distribuicoes de probabilidade
do cluster 3 da quarta rodada de clusterizacao, da amostra obtida com o método
MC-RNA. A forma de sino das distribuicoes e a variancia pequena indicam que o
cluster realmente identifica um padrao de conformacgoes com caracteristicas comuns.
Podemos observar também a concentracao proporcionalmente maior de conforma-
coes de baixa energia em relacao a distribuicao do total das conformagoes mostrada
anteriormente na Figura 5.1. Se estivéssemos utilizando o método para de fato infe-
rir algo sobre a estrutura nativa da proteina, escolheriamos este cluster e os clusters
3 darodada 1 e 5 da rodada 5. Todos os trés sao cluster com concentracao de mini-
mos, e nao por coincidéncia se plotarmos os vetores de angulos que os representam
verificamos que sao bem semelhantes entre si. Nao apenas isto, mas sao proximos
ao vetor feito com os angulos retirados da estrutura nativa da proteina. Podemos
observar esta proximidade nos trés graficos, novamente um para cada método, da
Figura 5.3. Nestes graficos os angulos dos clusters com concentracao simultanea
dos minimos dos parametros energia e superficies sao plotados como pontos unidos
por linhas para facilitar a visualizacao. No eixo horizontal dos trés graficos estao os
indices dos angulos diedrais utilizados na clusterizacao. Neste caso sao os angulos
dos residuos de niimero 25, 29, 30, 34, 41, 44, 45, 51, 53, 54, 55, 56 e 57 na seqiiéncia
da proteina, e que foram escolhidos por nao terem estrutura prevista pelas RNAs.
Como cada residuo tém um par de angulos, os indices dos angulos representados
no grafico comecam com 50 e 51, 58 e 59, até os tltimos angulos de niimero 114 e
115. Nos gréficos temos ainda, além dos clusters do MC-DSSP, pontos unidos pela
linha tracejada mais fraca que representam os angulos da estrutura nativa. Como
podemos observar, a semelhanca entre os angulos da estrutura nativa e do método
MC-DSSP é significativa. Observa-se também que para o MC-DSSP e para o MC-
RNA, os clusters que mais se aproximam da estrutura nativa (cluster3 da rodada
r4 para ambos MC-DSSP e MC-RNA, e cluster 1 da rodada r2 para o MC) sao
os clusters com maior concentracao de minimos entre as rodadas para os métodos
MC-DSSP e MC-RNA, mas isto nao se observa com o método MC. A Tabela 5.3
mostra, para cada um dos trés métodos, para cada uma das cinco rodadas de clus-
terizacao, os angulos centrais dos clusters com maior concentragao de minimos para
os parametros energia, superficie total e superficie hidrofébica. Para facilitar a com-
paragao, os angulos da conformacao nativa estao replicados para cada método. Se
observarmos os angulos de indice 50 a 83 (correspondentes aos residuos de indice
25, 29, 30, 34 e 41) podemos verificar que o método MC tem maior dificuldade
em convergir para um cluster do que o método MC-RNA. Os valores dos angulos
dos residuos pertencentes ao outro extremo da proteina por sua vez mostram que o
MC-DSSP formou um cluster mais proximo da conformacao nativa do que o método
MC-RNA, como era de se esperar.
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MC-DSSP: Angulos da estrutura nativa e dos clusters das rodadas1, 4 e 5 (clusters 2, 3 e 5)
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FIGURA 5.3 — Os graficos mostram os angulos da estrutura nativa e dos clusters
que concomitantemente tem a maior concentracao de estruturas com menor
energia, superficie total e superficie hidrofébica exposta ao solvente, para3 rodadas
de clusterizacao para cada um dos 3 métodos, para a seqiiéncia da proteina 158b.



100

rodada cluster Angulos Diedrais centrais dos clusters: método MC-DSSP
Indices @ 50 | 58 | 60 68 | 82 [ 88 [ 90 [ 102 | 106 [ 108 [ 110 [ 112 [ 114
estr. nat 72 | -86 | -149 | 96 | -104 | 70 | -84 | -99 | -49 | -50 | -81 [ -76 [ -103
1 2 78 | -125 | -114 | -61 | -114 | -96 90 [ -113 | -62 [ -72 | -7L [ -72 71
2 4 -84 5 -114 | -59 | -105 | -94 -89 | -112 | 63 | —72 | -7l | -72 -70
3 3 77 | -125 | -114 | 62 | -114 | 95 89 | 113 | 62 | 72 | 7L | -72 —70
3 4 -84 3 “114 | 59 | -105 | -93 89 | -112 | 63 | -72 | 7L | -72 -70
4 3 77 | -126 | -114 | -61 | -104 | -97 90 | -113 | -63 | -72 | -7L | -72 71
5 5 78 | 126 | 114 | 63 | 103 | 96 | 103 | 113 | 63 | 72 | 72 | 72 71
\ Tndices ¥ [ 51 [ 59 [ 61 [ 69 | 8 [ 8 [ o1 [ 103 [ 107 [ 109 | 111 [ 113 [ 115 |
| estr. nat | 150 [ 163 [ 161 | 4 [ -171 | 29 | 127 [ 127 | -42 | -23 | -15 [ -10 [ -13 |
1 2 18 149 129 [ -33 130 100 01 124 [ 23 [ -27 | -32 [ -30 -30
2 4 17 | -156 | 133 | -32 119 08 100 127 | 21 | -27 | -33 [ -30 32
3 3 18 149 130 | -33 129 101 106 124 | 23 | -27 | -31 | -30 31
3 4 18 | -155 | 133 | -32 118 98 98 127 | 21 | -27 | -33 | -31 -32
1 3 17 149 130 | 33 117 100 01 125 | 23 | 27 | 31 | 30 31
5 5 15 150 130 | -32 114 100 119 124 | 23 | -27 | -31 | -30 31
‘ rodada cluster | Angulos Diedrais centrais dos clusters: método MC-RNA ‘
[ indices ® [ 50 ] 58 [ 60 [ 68 [ 82 [ 88 [ 90 [ 102 [ 106 | 108 [ 110 [ 112 | 114 |
[ estr. nat | -72 | 86 | 149 | 96 [ -104 | 70 | 84 [ 99 | 49 | 50 | 81 [ -76 [ -103 |
1 3 -82 96 -79 98 79 -88 -69 93 68 | 88 | -86 | -86 -85
2 1 -83 92 -78 97 -80 -90 -70 -92 68 | -89 | -86 | -87 -87
2 2 -85 99 -79 96 69 | -100 | -73 -94 70 | 91 | -87 | 91 -79
3 3 86 99 —79 96 69 -99 72 94 70 | 90 | 87 | 91 79
4 3 -86 100 -79 94 71 -100 | -73 94 70 | 91 | -86 | -91 -79
5 5 -84 99 -79 54 71 -99 -68 -89 69 | 99 | -87 | 95 78
\ Indices ¥ [ 51 [ 59 [ 61 [ 69 | 83 [ 89 [ 91 [ 103 [ 107 [ 109 | 111 [ 113 [ 115 |
\ estr. nat | 150 [ 163 | 161 [ 4 | -171 | 29 | 127 [ 127 | -42 | -23 | -16 [ -10 | -13 |
1 3 31 12 10 14 35 47 32 55 59 52 35 37 15
2 1 31 14 15 16 35 50 31 57 61 49 37 37 18
2 2 40 11 22 15 29 53 42 56 62 63 44 44 16
3 3 41 11 22 -13 29 53 42 56 62 67 43 44 18
4 3 41 14 23 13 29 54 44 57 62 65 45 46 16
5 5 33 -3 13 21 33 54 14 38 43 109 46 59 16
‘ rodada ‘ cluster | Angulos Diedrais centrais dos clusters: método MC ‘
[ Indices @ [ 50 ] 58 [ 60 [ 68 [ 82 [ 88 [ 90 [ 102 [ 106 | 108 [ 110 [ 112 | 114 |
[ estr. nat [ -72 | 86 | -149 | 96 | -104 | 70 | -84 | 99 | 49 | 50 | 8L | -76 | -103 |
1 1 —80 27 -84 88 70 -92 73 95 60 | 84 | 81 [ 94 76
2 1 -86 -99 -79 84 76 91 72 92 70 | 98 | -85 | -85 78
3 5 -87 -93 -79 101 76 -86 -70 -93 70 | 98 | -84 | -86 78
4 5 87 93 79 101 75 86 69 93 70 | 98 | 85 | 86 78
5 T 81 44 -83 88 72 -90 73 95 69 | 83 | 82 | 92 76
[ Indices ¥ [ 51 ] 59 [ 61 [ 69 [ 8 [ 8 [ o1 [ 103 [ 107 | 109 [ 111 [ 113 | 115 |
[ estr. nat [ 150 | 163 | 161 | 4 | 171 | 29 | 127 | 127 | 42 | 23 | -15 | -10 | -13 |
1 1 23 32 40 61 25 32 33 48 61 35 10 52 24
2 1 39 31 8 7 37 56 45 44 71 64 25 31 16
3 5 37 16 16 -8 42 52 40 47 64 59 26 31 17
4 5 37 16 15 -8 41 53 41 48 64 59 25 32 17
5 1 26 19 41 61 25 33 30 48 60 36 19 49 27

TABELA 5.3 — A tabela mostra os angulos dos cluster que concomitantemente tém
a maior concentracao de estruturas com menor energia, superficie total e superficie
hidrofobica exposta ao solvente, para cada uma das cinco rodadas de clusterizacgao,
para cada um dos trés métodos, para a seqiiéncia da proteinalj8b. A linha no
topo de cada método contém os angulos da estrutura nativa conhecida da proteina.

Por fim, evidenciando o aumento significativo da probabilidade de gerarmos
estruturas mais proximas a conformacao nativa proporcionado pela informacao sobre
a estrutura secundéria, colocamos lado a lado na Figura 5.4 a conformacao nativa da
proteina 158b e as estruturas de menor distancia RMS produzidas por cada um dos
algoritmos. Estas imagens foram feitas com o software de visualizagao Rasmol. Este
software tem por caracteristica atribuir a cor amarela para segmentos de folha#
apenas se estes estao proximos o suficiente para formarem pontes de hidrogénio. Na
estrutura gerada pelo método MC-DSSP, apesar dos angulos beta aparecerem nos
locais corretos, ha sutis diferencas de angulos que impedem a aproximacao maior dos
segmentos e a identificagao da folha-3. O método MC-RNA teve mais dificuldade em
tratar a regiao da folha-5 e em formar as a-hélices, mas estd a caminho da forma
tridimensional correta. O método MC por sua vez apresenta dificuldade maior,
inclusive com a formacao das a-hélices.
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FIGURA 5.4 — Da esquerda para a direita: Conformagao nativa da proteinalj8b,
e conformacgoes de menor distancia RMS com a conformagao nativa obtidas pelos
métodos MC-DSSP, MC-RNA e MC. As energias sao respectivamente de1087
1443, 1784, 1620 Kcal/mole.

5.2 Proteina 1¢7d, dominio C-terminal

A proteina 1¢7d é uma proteina globular composta por 77 residuos, em quatro
a-hélices ligadas por coils e turns. Apesar de ser composta apenas por a-hélices
(4, ligadas por pequenos segmentos coil ou turn), e ser portanto teoricamente um
problema mais facil, a 1g7d tem uma caracteristica crucial: contém um nitcleo hi-
drofébico muito bem definido. Embora esta caracteristica nao pareca tao relevante
A primeira vista, muitos métodos que ignoram a variavel entrépica da hidrofobia
falham ao tentar encontrar a conformacao nativa deste tipo de proteina. Um deste
métodos é o de mecanica molecular no vacuo. O pacote Tinker, usado durante todo
este trabalho para a minimizacao de proteinas por descida de gradiente, implementa
a mecanica molecular no vacuo. Para proteinas com forte niicleo hidrofébico, a ca-
racteristica hidrofobia acaba por ter um papel mais importante do que a propria
energia da molécula na determinacao da estrutura nativa. Por isto esta proteina é
importante para os testes do método MC-RNA.

A tabela abaixo mostra a seqiiéncia de residuos da proteina na primeira linha,
acompanhada da estrutura secundaria da conformacao nativa (lida pelo DSSP) e
pela previsao da estrutura secundaria feita pelas RNAs respectivamente na segunda
e terceira linhas.

01-60: PGCLPAYDALAGQFIEASSREARQAILKQGQDGLSGVKETDKKWASQYLKIMGKILDQGE
DSSP : CCCCTAAAAAAAAAAACCTAAAAAAAAAAAAAATTTTCTTTAAAAAAAAAAAAAAAATCT
RNA : CCCC..AAAAAAAAA. .C.AAAAAAAAAAAAAA. .. .C.. AAAAAAAAAAAAAAAA.CC

61-77: DFPASELARISKLIENK
DSSP : AAAAAAAAAAAAAAACC
RNA : CC.AAAAAAAAAAA.CC
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Para a proteina 1g7d, seguindo os critérios descritos para a proteina 1;58b,
selecionamos os angulos ® e W de 12 residuos, os residuos 16, 17, 19, 34, 35, 36, 37,
39, 40, 41, 58 e 63.

A partir das amostras de conformagoes geradas pelos métodos MC-DSSP, MC-
RNA e MC foram realizados cortes na cauda a direita das 3 distribui¢oes de energia.
As distribuicoes apés os cortes tem o formato dos histogramas da Figura 5.5. Tanto
pelos histogramas quanto pelos dados da Tabela 5.4 pode-se verificar o aumento da
variancia a medida que descemos do grafico relativo ao método MC-DSSP em direcao
ao método MC, e passando pelo MC-RNA. A variancia pode ser encarada como a
medida de especializacao de um cluster, e deve ser baixa para indicar que aquele
cluster representa realmente um grupo de caracteristicas comuns de seus membros.

‘ Método H#Ezoo‘#Ealta‘ N HEmin‘Emax‘Emédia‘Emediana‘DP‘

MC 110 163 727 || 1282 1931 1500 1490 80
MC-RNA 100 157 743 1279 2311 1471 1456 87
MC-DSSP 38 78 890 1297 2155 1433 1424 56

TABELA 5.4 — Medidas de energia das amostras de conformagoes geradas para a
seqliéncia da proteina 1¢g7d. As trés primeiras colunas contém respectivamente o
ntimero de conformacdes impossiveis de minimizar, o nimero de conformagoes
cortadas da cauda a direita da distribuicao e o nimero N de conformacoes
destinadas a clusterizacao. As cinco colunas restantes sao as menores e maiores
energias da amostra de N conformacgoes, a média, a mediana e o desvio padrao.
Todos os valores se referem as conformagoes apds a fase de minimizacgao por

descida de gradiente.
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Histograma de Energia Potencial
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FIGURA 5.5 — Distribui¢ao de energia potencial das amostras para as
conformagoes geradas pelos métodos MC-DSSP (topo), MC-RNA e MC, para a
proteina 1g7d.
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MC MC-RNA MC-DSSP
[C1]| <E <ST <SH|<RMS [ <E <ST <SH|[<RMS| <E <ST <SH]| <RMS |
Rodada no. 1
1 11 10 14 12 26 15 20 24 26 25 24 19
2 12 12 10 6 9 17 9 9 14 14 12 14
3 24 27 27 25 15 16 22 19 21 18 16 17
4 10 14 9 17 15 16 14 11 22 23 27 31
5 | 15 9 12 12 9 10 9 11 6 9 10 8
Rodada no. 2
1 18 15 12 10 15 9 19 18 21 18 17 17
2 14 9 12 12 27 25 26 27 6 10 10 8
3 18 16 16 11 9 10 7 10 14 13 9 13
4 11 20 12 16 9 17 9 9 22 22 27 29
5 11 12 20 23 14 13 13 10 26 26 26 22
Rodada no. 3
1 21 24 25 22 21 15 25 24 20 17 15 14
2 16 12 20 20 8 12 15 11 14 13 11 13
3 15 9 12 13 20 14 16 19 14 16 12 16
4 6 14 5 9 15 14 9 11 17 19 27 25
5 14 13 10 8 10 19 9 9 24 24 24 21
Rodada no. 4
1 21 21 24 21 9 17 8 8 14 14 12 14
2 19 15 13 11 21 12 19 15 21 19 17 18
3 9 20 12 17 17 17 15 13 7 8 9 7
4 8 7 11 11 13 12 18 17 21 23 27 31
5 15 9 12 12 14 16 14 21 26 25 24 19
Rodada no. 5
1 14 9 12 12 10 16 10 9 19 12 12 11
2 17 15 14 13 9 9 9 9 19 25 27 30
3 14 14 14 19 14 15 11 11 4 6 13 6
4 9 13 13 15 15 13 17 21 26 25 25 21
5 18 21 19 13 26 21 27 24 21 21 12 21

TABELA 5.5 — Clusters das conformacoes da proteina 1g7d. Para cada método ha
5 colunas: o nimero do cluster, e as freqiiéncias de presenca dentro de cada cluster
de conformacoes com menor Energia, menor Superficie Total, menor Superficie
Hidrofobica e menor distancia RMS. Para esta proteina especifica, na coluna
MC-DSSP, as concentragoes de minimos RMS sdo determinados pela concentracao
de minimos de superficie hidrofébica exposta ao solvente.

A Tabela 5.5 de clusters da proteina 1g7d mostra a distribuicao entre os cluster
da ocorréncia de valores minimos para as medidas de energia, superficie total exposta
ao solvente e superficie hidrofobica exposta ao solvente. Um aspecto que merece
destaque nesta Tabela é a importancia da dltima medida.

Para determinar os clusters de maior concentracao de minimos de distancia
RMS das configuracoes geradas pelo método MC-DSSP, ao contrario do que ocorre
com as demais proteinas estudadas neste trabalho e com os métodos MC-RNA e MC
para a propria 1¢g7d, nao é necessaria a concentracao de minimos para as trés medidas
no mesmo cluster. Ao contrario, para um cluster poder ser declarado possuidor da
maior concentracao de minimos de distancia RMS com a conformagao nativa basta
que ele contenha a maior concentracao de minimos de superficie hidrofébica exposta
ao solvente. Nem mesmo o ntimero de minimos de energia nao necessita ser superior
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ao dos demais clusters. E isto acontece para as 5 rodadas de clusterizacao das
configuracoes geradas pelo método MC-DSSP para esta proteina.

No método MC-RNA a influéncia da componente entropica inserida pela me-
dida da superficie hidrofobica ainda estd presente mas nao é mais determinante
para a determinacao do cluster de minimos de RMS. Na rodada de clusterizacao de
ntimero 4 do método MC-RNA, os cluster 2 e 3 contém relativamente mais configu-
ragoes com superficies hidrofébicas minimas (19 e 18) do que os demais, mas contém
apenas ambos contém apenas 12 minimos de superficie total das 74 configuracoes
possiveis (para a amostra de 743 configuragoes, sao consideradas minimas as 10%
que tem os menores valores). O cluster vencedor contém concentragoes respectiva-
mente de 16 e 14 minimos de superficie total e hidrofobica. A influéncia da presenca
de minimos de superficie hidrofébica em clusters diminui ainda mais para o método
MC, onde nem mesmo um cluster com concentracao concorrente de minimos das trés
medidas consegue reunir maioria de minimos de distancia RMS com a conformacao
nativa.

A partir destas constatacoes e comparagoes podemos chegar a importante con-
clusao que a quantidade de informacao influencia diretamente no aparecimento de
caracteristicas especificas detectéveis pelo método de clusterizacao. No caso de pro-
teinas globulares, aparentemente a informacao detectada pela adi¢ao de informacao
sobre estrutura secundaria promovida pelas RNAs é que a posicao dos residuos hi-
drofébicos é extremamente importante para a determinacao da estrutura nativa. Nas
Figuras 5.6 € 5.7 encontram-se os histogramas das distribuicoes do segundo cluster
da segunda rodada de clusterizagao das conformacoes geradas por MC-RNA, e do
quarto cluster, rodada 1, das configuracoes geradas por MC-DSSP. E facil ver que
a superficie hidrofobica estd com média flagrantemente menor na distribuicao de
probabilidade gerada pelo MC-DSSP.

A Figura 5.8 mostra a comparagao dos angulos dos centros de alguns clusters
com os mesmos angulos da conformacao nativa da proteina 1g7d. Os cluster esco-
lhidos sdo os de maior concentracao de minimos de superficie hidrofébica exposta
ao solvente, e a proximidade com os angulos da conformacao nativa demonstra mais
uma vez a influéncia deste fator na determinacao da estrutura tridimensional.

Por fim, a Figura 5.9 mostra uma comparacao visual entre a conformagao na-
tiva e algumas das conformacoes geradas pelos métodos. As conformagoes mostradas
oriundas do método MC-RNA nao foram porém as de menor superficie hidrofobica,
mas as de menor energia, com niveis baixos de superficie hidrofébica exposta. Ha
um compromisso entre a compactagao de estruturas, exposicao de elementos hidro-
fobicos ao solvente e energia potencial que estabelece limites abaixo dos quais o
decréscimo de uma medida acarreta na elevacao de outras. As imagens mostram
que o método MC-RNA gerou conformacoes visualmente muito similares a estrutura
nativa, s6 nao encontrando a conformacao nativa por defeitos nos angulos de alguns
residuos dos segmentos coil que interligam algumas a-hélices.
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FIGURA 5.6 — Distribuicao da energia, superficie total, superficie hidrofébica e
distancia RMS a conformagao nativa para o cluster2 da segunda rodada de
clusterizacao para a proteina 1¢7d, conformacoes geradas por MC-RNA.
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FIGURA 5.7 — Distribuicao da energia, superficie total, superficie hidrofébica e
distancia RMS a conformagao nativa para o cluster 1 da segunda rodada de
clusterizacao para a proteina 1¢7d, conformacoes geradas por MC-DSSP.
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MC-DSSP: Angulos da estrutura nativa e dos clusters das rodads1, 4 e 5 (clusters 4, 4 e 2)
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FIGURA 5.8 — Os graficos mostram os angulos do cluster que tem a maior
concentracao de estruturas com menor superficie hidrofébica exposta ao solvente
para cada um dos trés métodos, para seqiiéncia da proteinalg7d. A titulo de
comparacao, a linha de rétulo nat corresponde aos angulos da estrutura nativa. No
eixo horizontal, os indices dos angulos
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FIGURA 5.9 — Da esquerda para a direita e de cima para baixo: Conformacao
nativa da proteina 1¢7d, conformacao de menor distancia RMS com a conformagao
nativa pelo método MC-DSSP, as trés conformacoes de menor energia pelo método

MC-RNA, e em baixo & direita a conformacao de menor distancia RMS pelo
método MC. As energias e RMS de cada uma sao respectivamente (em Kcal/mole,

A): (877,0), (1425, 10.8), (1279, 12.3), (1281, 13.9), (1285, 15) e (1387, 10.4).

5.3 Proteina 1:74, dominio 2

A proteina 1i74 é composta por 108 residuos que formam uma seqiiéncia de
segmentos de segmentos folhas-3 e a-hélices intercaladas. Uma peculiaridade e
um desafio para a determinacao da estrutura nativa desta proteina é a existéncia
de folhas-3 formadas por segmentos nao contiguos na seqiiéncia. Por exemplo, o
segmento  que vai do residuo 11 ao 20 forma pontes de hidrogénio com outro
segmento que vai do residuo 56 ao 63 em uma folha-beta paralela. Entre o primeiro
e o segundo ha a maior a-hélice do dominio, e o proximo segmento forma uma folha-
[ antiparalela com o dltimo. Portanto nao é uma estrutura trivial de se determinar,
porém ha varias proteinas que se assemelham a ela, e por isto vale a pena investigar.

A tabela abaixo mostra a seqiiéncia de residuos do dominio 2 da proteina
1474 na primeira linha, acompanhada da estrutura secundéria da conformacao na-
tiva (lida pelo DSSP) e pela previsao da estrutura secundaria feita pelas RNAs
respectivamente na segunda e terceira linhas.

01-60 : IDAKTFELNGSQVRVAQVNTVDINEVLERQNEIEEATIKASQAANGYSDFVLMITDILNSN
DSSP : CCBBBBBBTTBBBBBBBBBBTCAAAAAAAAAAAAAAAAAAAAAATCTBBBBBBBBTTTTB
RNA i CCL. CC..BBB.BB...... AAAAAAAAAAAAAAAAA. .CCCC.BBBBB....CCC

61-108: SEILALGNNTDKVEAAFNFTLKNNHAFLAGAVSRKKQVVPQLTESFNG
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DSSP : BBBBBBBTTAAAAAAAATCCCBTTBBBBTTCCCAAAATAAAAAAAACC
RNA : ..BBB..CC.AAAAA...... CCC.BBB............ ..., CcC

Para a escolha dos residuos cujos angulos diedrais fizeram parte da clusteri-
zacao foram considerados os residuos sem previsao por parte das RNAs e distantes
das extremidades. Como as RNAs nao foram capazes de fazer nenhuma previsao
sobre os residuos do primeiro segmento 3 ou da dltima a-hélice, esse residuos foram
descartados da clusterizacao. Foram selecionados28 residuos: 11, 12, 16, 19, 20, 21,
22,23, 24, 42, 43, 48, 54, 55, 56, 57, 61, 62, 66, 67, 70, 76, 77, 78, 79, 80, 81 e 85.

A Tabela 5.6 mostra os valores para tamanho de amostras e medidas de ener-
gia para os trés métodos. Podemos perceber que, em comparagao com as duas
primeiras proteinas estudadas neste trabalho, o niimero de estruturas que falharam
em minimizar a energia ou pararam em minimos locais muito alto aumentou. Isto
acontece devido ao tamanho relativamente maior da seqiiéncia. Com o aumento das
seqiiéncias o nimero de combinacgoes possiveis de angulos a serem escolhidos por
um método Monte Carlo que nao causem colisoes entre moléculas decresce. Quando
moléculas proximas causam energias que tendem ao infinito a descida de gradiente
pode ficar inviabilizada. E interessante notar que o acréscimo de informacio sobre
a estrutura secundaria diminui o risco destas mal-formacdes, como mostra a dimi-
nuicao de descartes do método MC-RNA me relagao ao MC, e do MC-DSSP em
relagao ao MC-RNA.

’ Método H#E:oo‘#Ealta‘ N HEmin‘Emax‘Emédia‘Emediana‘DP‘

MC 151 171 678 1438 2869 1775 1778 143
MC-RNA 116 167 717 || 1483 2699 1769 1769 125
MC-DSSP 19 38 943 1442 1912 1702 1706 60

TABELA 5.6 — Medidas de energia das amostras de conformagoes geradas para a
seqiiéncia da proteina 1¢74. As trés primeiras colunas contém respectivamente o
nimero de conformacoes impossiveis de minimizar, o nimero de conformagoes

cortadas da cauda a direita da distribuicao e o nimero N de conformacoes

destinadas a clusterizacao. As cinco colunas restantes sao as menores e maiores

energias da amostra de N conformacoes, a média, a mediana e o desvio padrao.
Todos os valores se referem as conformacoes apds a fase de minimizacao por

descida de gradiente.

Como mostram os histogramas da Figura 5.10, que sao traduzidos em nimeros
na Tabela 5.6, as distribuicoes de energia para os trés métodos Monte Carlo sao
muito semelhantes, sendo o desvio padrao praticamente a tnica diferenca entre os
métodos. Isto indica que talvez seja necessario aumentar o tamanho da amostra para
compensar a complexidade embutida nos graus de liberdade de seqiiéncias maiores.
Mas isto também tem um limite, pois a complexidade cresce exponencialmente com
o aumento da estrutura.

A excessdo da rodada de clusterizacio 2 o resultado das clusterizacoes foi
indefinido para o método MC-RNA, como mostra a Tabela 5.7. Os gréficos das dis-
tribuicoes de medidas da Figura 5.11 também corroboram esta impressao, dado que
a distribuicao de energia para o cluster é similar a distribuicao do total da amostra.
Apesar disto, na comparacao dos angulos do cluster3 da segunda rodada da coluna
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FIGURA 5.10 — Distribuicao de energia potencial das amostras de conformacoes
geradas pelos métodos MC-DSSP (topo), MC-RNA e MC, para a proteinali74.



MC-RNA com os angulos da estrutura nativa, o método MC-RNA ainda se saiu
um pouco melhor do que o método MC (Figura 5.12). Em compensagao a proximi-
dade dos angulos dos clusters do método MC-DSSP com a conformagao nativa salta
aos olhos, evidenciando a influéncia da informagao sobre estrutura secundaria para
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auxiliar o método Monte Carlo no dobramento de proteinas.

MC MC-RNA MC-DSSP
[CI[<E <ST <SH|<RMS[<E <ST <SH|[<RMS| <E <ST <SH]| <RMS |
Rodada no. 1
1 12 12 12 9 13 11 9 9 1 4 1 3
2 14 17 13 14 19 18 19 21 17 15 14 11
3 6 7 8 10 6 10 9 9 12 10 14 11
4 20 18 20 20 18 23 19 19 25 22 31 31
5 15 13 14 14 15 9 15 13 39 43 34 38
Rodada no. 2
1 13 11 13 9 14 10 16 15 32 35 28 34
2 15 15 15 17 13 13 15 16 10 8 12 9
3 9 13 10 10 20 25 20 20 25 21 31 31
4 11 12 16 16 12 9 8 9 18 16 15 12
5 19 16 13 15 12 14 12 11 9 14 8 8
Rodada no. 3
1 11 12 12 13 13 15 11 15 30 24 24 31
2 16 15 15 18 15 16 14 13 6 15 11 7
3 13 13 11 12 18 12 18 15 5 4 4 5
4 13 12 12 9 13 18 15 15 42 37 46 43
5 14 15 17 15 12 10 13 13 11 14 9 8
Rodada no. 4
1 13 13 14 10 16 14 13 14 10 16 12 11
2 18 17 16 16 5 8 6 8 29 27 22 27
3 10 14 11 11 14 14 17 18 12 10 14 12
4 12 13 11 15 17 13 18 13 42 37 45 41
5 14 10 15 15 19 22 17 18 1 4 1 3
Rodada no. 5
1 15 15 14 12 15 16 15 14 7 6 5 5
2 18 16 16 17 11 10 11 13 26 22 32 32
3 11 14 12 15 17 11 16 10 9 14 8 8
4 10 9 14 11 13 12 15 19 34 36 34 37
5 13 13 11 12 15 22 14 15 18 16 15 12

TABELA 5.7 — Clusters das conformacoes da proteina 1:74. Para cada método ha
5 colunas: o nimero do cluster, e as freqiiéncias de presenca dentro de cada cluster

de conformacoes com menor Energia, menor Superficie Total, menor Superficie
Hidrofobica e menor distancia RMS. Para esta proteina especifica, na coluna

MC-DSSP, as concentragoes de minimos RMS sao determinados pela concentracao
de minimos de superficie hidrofobica exposta ao solvente.
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FIGURA 5.11 — Distribuicao da energia, superficie total, superficie hidrofébica e
distancia RMS a conformagao nativa para o cluster 3 da segunda rodada de
clusterizacao para a proteina 1474, conformacoes geradas por MC-RNA.
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MC-DSSP: Angulos da estrutura nativa e dos clusters das rodadas1, 3 e 4 (clusters 5, 4 e 4)
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FIGURA 5.12 — Os graficos mostram os angulos do cluster que concomitantemente
tem a maior concentracao de estruturas com menor energia, superficie total e
superficie hidrofébica exposta ao solvente, para trés rodadas de clusterizacao para
cada um dos trés métodos, para a seqiiéncia da proteina 1¢74. A titulo de
comparacao, a linha de rotulo nat corresponde aos angulos da estrutura nativa.
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Na comparagao visual com a estrutura nativa, é visivel a semelhanca entre
esta e a conformacao de menor RMS do método MC-DSSP (Figura 5.13). A confor-
magao do método MC-DSSP tem na ordem certa e muitas vezes na posicao espacial
correta praticamente todos os elementos da estrutura da conformacao nativa. Ape-
nas algumas diferencas sutis de angulos de residuos em turns ou coils que conectam
dois segmentos de folha-3 impedem que se aproximem completamente e sejam re-
conhecidos com a folha-beta da proteina. O método MC-RNA nao conseguiu bons
resultados nas estruturas secundéarias das extremidades porque as RNAs falharam
em prever que eram um folha-3, e ndo conseguiu na sua estrutura de menor RMS
acertar todos os segmentos que teriam angulos de folha3. Em defesa do método
porém podemos dizer que: (1) a estrutura nativa é de dificil determinagao dada a
formacao de estruturas intercaladas como a folha{3 paralela intercalada por uma
a-hélice de folhas-3, sendo que minimas imperfeicoes no escolha dos angulos pelo
método provocam facilmente sobreposicao de atomos, e (2) o método MC-RNA se
saiu no minimo tao bem quanto o método MC.

FIGURA 5.13 — Da esquerda para a direita e de cima para baixo: Conformagao
nativa da proteina 1:74, conformacoes de menor distancia RMS com a
conformacao nativa pelos métodos MC-DSSP, MC-RNA, e em baixo pelo método
MC. As energias sao respectivamente de 1194 1460, 1608 e 1520 K cal/mole

5.4 Proteina 1kkg

A proteina 1kkg tem a-hélices e folhas-3 intercaladas em uma estrutura tridi-
mensional em forma de espiral. E composta de 108 residuos, dispostos na listagem
abaixo na primeira linha. A estrutura secundaria da conformacao nativa (lida pelo
DSSP) e pela previsao da estrutura secundaria feita pelas RNAs estao respectiva-
mente na segunda e terceira linhas.
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01-60 : MAKEFGRPQRVAQEMQKEIALILQREIKDPRLGMMTTVSGVEMSRDLAYAKVYVTFLNDK
DSSP : CCCCTTTAAAAAAAAAAAAAAATTTTTTTAAATTCCBCTCBBBBTTTTBBBBBBBCTAAA
RNA : CCC....AAAAAAAAAAAAAAAAAAA. .CCCCC. . .BBBBBB..CC....BBBBB..CCC

61-108: DEDAVKAGIKALQEASGFIRSLLGKAMRLRIVPELTFFYDNSLVEGMR
DSSP : CAAAAAAAAAAAAATAAAAAAAAAAATTCTCCCBBBBBBCCTTTTTCC
RNA : C.AAAAAAAAAAAA. . AAAAAA. ... ... .. .... BBB....... CccC

Podemos observar que a previsao das RNAs para a proteina 1kkg foi melhor
e mais abrangente do que para a seqiiéncia de mesmo tamanho do dominio 2 da
Proteina 1¢74. Portanto, descartando residuos proximos as extremidades e esco-
lhendo residuos sem previsao por parte das RNAs, selecionamos para clusterizacao
a seguinte lista de 29 residuos: 27, 28, 34, 35, 36, 43, 44, 47, 48, 49, 50, 56, 57, 62,
75, 76, 77, 84, 85, 86, 87, 88, 89, 90, 91, 92, 93, 94 e 95.

Apesar da melhora na previsao da estrutura secundaria por parte das RNAs,
a Tabela 5.8 nos mostra que, como ocorreu com o dominio2 da proteina 1¢74, as
distribui¢oes sao muito parecidas, principalmente as geradas pelos métodos MC e
MC-RNA. A diferenca para a distribuicao MC-DSSP fica novamente por conta do
menor desvio padrao. A impressao se confirma se compararmos o grafico da distri-
buicao de energia da Figura 5.15 com a distribuicao de energia para o conjunto das
conformagoes geradas pelo método MC-RNA (Figura 5.14). O cluster em questao é
o quinto cluster da quarta rodada da coluna MC-RNA na Tabela 5.9, e é também o
tnico cluster gerado a partir das conformacoes geradas a partir do método MC-RNA
a preencher o pré-requisito de concentrar simultaneamente a maior parcela de mi-
nimos de energia, superficie total e superficie hidrofébica relativamente aos demais.
Se formos analisar os graficos de comparagao entre angulos centrais dos clusters, os
centros dos clusters do MC-RNA e do método MC praticamente se equiparam. Em
compensacao os angulos centrais dos clusters do método MC-DSSP mais uma vez
se aproximam muito bem dos angulos da conformacao nativa.

‘ Método H#E:oo‘#Ealta‘ N HEmin‘Emax‘Emédia‘Emediana‘DP‘

MC 191 238 571 || 12919 | 14386 13448 13508 209
MC-RNA 124 234 642 || 12956 | 14233 13459 13500 195
MC-DSSP 51 118 831 || 12937 | 13826 13502 13529 129

TABELA 5.8 — Medidas de energia das amostras de conformagoes geradas para a
seqiiéncia da proteina 1kkg. As trés primeiras colunas contém respectivamente o
ntimero de conformacdes impossiveis de minimizar, o nimero de conformacoes
cortadas da cauda a direita da distribuicao e o nimero N de conformacoes
destinadas a clusterizacao. As cinco colunas restantes sao as menores e maiores
energias da amostra de N conformacoes, a média, a mediana e o desvio padrao.
Todos os valores se referem as conformagoes apds a fase de minimizacao por

descida de gradiente.
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FIGURA 5.14 — Distribuicao de energia potencial das amostras de conformacoes
geradas pelos métodos MC-DSSP (topo), MC-RNA e MC, para a proteinalkkg.
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MC MC-RNA MC-DSSP
[C1]| <E <ST <SH|<RMS [ <E <ST <SH|[<RMS| <E <ST <SH]| <RMS |
Rodada no. 1
1 3 4 4 4 14 11 10 8 15 13 14 18
2 10 7 12 7 11 11 11 12 4 5 5 3
3 23 25 23 24 10 14 10 11 15 12 16 11
4 11 11 8 9 18 16 20 16 37 37 34 40
5 10 10 10 13 11 12 13 17 12 16 14 11
Rodada no. 2
1 8 12 9 11 11 11 8 8 21 26 18 20
2 16 15 13 12 16 12 14 13 8 6 7 7
3 10 9 12 9 13 16 16 17 15 13 18 11
4 16 16 17 19 14 14 15 14 13 14 13 18
5 7 5 6 6 10 11 11 12 26 24 27 27
Rodada no. 3
1 19 19 20 19 17 15 19 14 14 15 13 17
2 2 3 5 4 14 11 10 12 13 16 10 15
3 12 12 14 10 10 11 11 12 15 11 19 13
4 16 15 11 17 13 12 12 12 24 24 21 21
5 8 8 7 7 10 15 12 14 17 17 20 17
Rodada no. 4
1 16 11 12 14 16 16 15 12 7 6 7 5
2 7 11 10 10 11 12 8 12 30 30 32 32
3 18 18 18 17 11 12 12 12 16 13 17 12
4 9 8 7 8 6 8 8 10 22 18 17 26
5 7 9 10 8 20 16 21 18 8 16 10 8
Rodada no. 5
1 14 12 11 11 12 13 11 10 16 13 18 13
2 9 10 11 12 14 13 12 10 8 6 7 7
3 17 19 18 18 17 14 18 16 19 18 18 19
4 12 11 9 8 12 15 13 15 20 21 23 22
5 5 5 8 8 9 9 10 13 20 25 17 22

TABELA 5.9 — Clusters das conformacoes da proteina 1kkg. Para cada método ha
5 colunas: o nimero do cluster, e as freqiiéncias de presenca dentro de cada cluster
de conformacoes com menor Energia, menor Superficie Total, menor Superficie
Hidrofobica e menor distancia RMS. Para esta proteina especifica, na coluna
MC-DSSP, as concentragoes de minimos RMS sdo determinados pela concentracao
de minimos de superficie hidrofébica exposta ao solvente.
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clusterizacao para a proteina 1kkg, conformacoes geradas por MC-RNA.

FIGURA 5.15 — Distribuicao da energia, superficie total, superficie hidrofébica e
distancia RMS a conformagao nativa para o cluster5 da quarta rodada de
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MC-DSSP: Angulos da estrutura nativa e dos clusters das rodadas1 e 4 (clusters 4 e 2)
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FIGURA 5.16 — Os graficos mostram os angulos dos clusters que tem a maior
concentracao de estruturas com menor superficie hidrofébica exposta ao solvente
para cada um dos trés métodos, para a seqiiéncia proteinalkkg. A titulo de

comparacao, a linha de rétulo nat corresponde aos angulos da estrutura nativa.
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Apesar da estrutura dos angulos nao ser idéntica numericamente a estrutura
nativa, como observado na Figura 5.16 MC-DSSP, os angulos obtidos sao uma versao
quase em escala da estrutura nativa, indicando que a maior parte das estruturas
dentro do cluster 4 se aproxima da estrutura nativa. Observa-se que os angulos sao
similares. Comparando o método MC, MC-RNA e MC-DSSP, conclui-se que para
esta proteina, os angulos representativos dos clusters para os métodos MC e MC-
RNA sao equivalentes e os resultados sao semelhantes. Porém, MC-DSSP apresenta
resultados significativamente melhores. A diferenca assim reside na capacidade de
prever a estrutura secundaria com exatidao, tornando assim o método limitado ao
desempenho do método de previsao da estrutura secundaria. Fosse o resultado de
previsao da estrutura secundaria da RNA semelhante ao DSSP, entao a qualidade
dos resultados para o método MC-RNA também se distinguiria do MC puro. Apesar
disto, considerando o melhor caso para cada um dos métodos (veja Figura 5.17) em
termos de energia, MC-DSSP obteve o melhor resultado.

Deve-se levar em conta também o fato que esta proteina representa um caso
dificil, pois possui folhas beta no centro da estrutura, que desta forma influenciam
a estrutura global da proteina. Qualquer erro na previsao das folhas beta afeta a
estrutura de forma global.

A simples comparacao visual entre as quatro estruturas na Figura mostra que
os resultados MC-DSSP e MC-RNA encontram-se proximos da estrutura nativa.
Faltam as pontes de hidrogénio ao longo das folhas-beta para que o programa Rasmol
desenhe as estruturas coil no estilo de setas. Porém pode-se verificar que ha um
alinhamento dos residuos no local onde a estrutura beta deveria ter se formado,
indicando que uma minimizacao posterior poderia levar a formacao das pontes de
hidrogénio.

FIGURA 5.17 — Da esquerda para a direita: Conformacao nativa da proteina

1kkg, conformacoes de menor distancia RMS com a conformacao nativa pelos

métodos MC-DSSP, MC-RNA, e em baixo pelo método MC. As energias sao
respectivamente de 13259 13137, 13207 e 13205 Kcal/mole
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Capitulo 6

Consideracoes Finais

Neste trabalho foi proposto um novo método de simulagao estocéastico chamado
MC-RNA. O método MC-RNA utiliza MC para percorrer o espaco de busca de
conformacodes de proteina, e RNAs para a reducao deste espaco de busca.

A utilizacao das RNAs para a redugao do espacgo de busca se da através da
previsao da estrutura secundaria da proteina. Se utilizassemos o método MC sem
nenhuma heuristica que permita a reducao do espaco de busca de proteinas, o al-
goritmo passaria a maior parte do tempo percorrendo estados que correspondem a
conformagoes improvaveis e distantes da conformagao nativa. Com a previsao das
RNAs reduz-se o espago de busca restringindo o acesso a conformagoes consideradas
pouco provaveis. O método MC-RNA acarreta em melhora na capacidade do MC
em encontrar conformacoes mais proximas da conformagao nativa. Esta melhora,
que significa menor distancia entre as conformacoes criadas pelo MC-RNA e a es-
trutura nativa, é dependente da qualidade da informacao entregue pela RNA ao
MC Para testar esta afirmacao, foram realizados testes em paralelo para o método
MC-RNA e para dois métodos de controle: o método MC e o método MC-DSSP. O
método MC-DSSP pode ser considerado um método MC-RNA ideal, pois utiliza a
informacao da estrutura nativa de uma proteina lida pelo software DSSP como se
fosse a previsdo de um RNA com capacidade de acerto de100%.

Os métodos de controle foram implementados e aplicados nas proteinas de
teste com a motivacao de verificar a influéncia da quantidade de informacao no
desempenho do método MC para a busca da conformacgao nativa de proteinas. O
método MC-RNA e os métodos de controle foram testados com4 proteinas de domi-
nio publico, relativamente pequenas, utilizadas pelo CASP como alvo de simulacoes:
158b, 1g7d dominio C-terminal, 174 (dominio 2) e 1kkg. Inicialmente foi criado um
banco de dados contendo 377540 residuos retirados de 2327 proteinas constantes da
lista de proteinas nao homologas do grupo EVA. O banco de dados assim criado con-
tem, para cada residuo, o tipo do residuo, os angulos diedrais do residuo quando na
proteina original, e a estrutura secundaria a qual pertencia. Uma vez construido, o
banco de dados passou a ser o espaco de busca para o método MC-RNA e os demais
métodos de controle, constituindo-se por si s6 em um primeiro passo na reducao
do espaco de busca, uma vez que exclui combinacoes de angulos nao permitidas no
mapa de Ramachandran. O préximo passo foi obter as informacoes necessarias para
os métodos MC-RNA e MC-DSSP. Para o método MC-RNA foram utilizadas as
previsao de estrutura secundaria do método PROF submetendo-se a seqiiéncia de
residuos das quatro proteinas alvo para o servidor Predict Protein. Para obter a
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informacao real sobre a estrutura secundaria necessaria para o método MC-DSSP,
os arquivos em formato PDB de cada proteina obtidos do servidor Protein Data
Bank foram submetidos ao software DSSP.

A simulagao dos métodos MC-RNA e dos métodos controle consistiram em ge-
rar amostras de 1000 conformagoes para cada proteina, residuo a residuo, escolhendo
os angulos no banco de dados criado previamente. A varidvel em comum aos trés
métodos é que todos selecionam angulos entre residuos do banco com o mesmo tipo
do residuo da conformacao. Os métodos MC-RNA e MC-DSSP utilizam um critério
de selecao a mais, baseado em informacao sobre a estrutura secundaria. A diferenca
entre eles ¢ que enquanto o método controle MC-DSSP utiliza informagoes verda-
deiras sobre a estrutura nativa conhecida, o método MC-RNA utiliza a previsao de
RNAs, e leva em conta o grau de confianca da previsao para a sua utilizacao. O
produto destas simulagoes, 12 amostras de 1000 conformacoes, uma para cada pro-
teina e para cada método, sofreu minimizacao de energia por descida de gradiente e
clusterizacao por k-means. Para a clusterizacao foram selecionados apenas angulos
diedrais de residuos pertencentes a segmentos coils, devido a sua importancia na
configuracao de dobramento das estruturas secundérias e conseqiiente conformagao
tridimensional. O processo de clusterizacao foi realizado de maneira a formar cinco
clusters, e foi repetido cinco vezes para cada amostra de 1000 conformacoes com
inicializacoes aleatorias. Findo o processo de clusterizagao, para cada amostra os
clusters das cinco rodadas foram analisados quanto as proporcoes de quatro medidas
em suas proteinas: energia potencial, drea da superficie exposta ao solvente, area
da superficie exposta correspondente a residuos hidrofobicos, e distancia média qua-
drada (RMS) entre os atomos da conformacao gerada e os da conformacao nativa.
Um método de andlise que se mostrou de grande valia foi simplesmente selecionar
subgrupos de configuracoes com valores abaixo de um limite para cada medida, e
verificar como se distribuiram entre os clusters. Para os testes realizados, o limite
arbitrado para determinada variavel foi o valor desta variavel alto o suficiente apenas
para separar uma amostra contendo um décimo da populacao. Varias rodadas de
clusterizacao foram realizadas com inicializacao aleatoria, e em todas as rodadas é
notoria a correspondéncia entre as proteinas pertencentes a um cluster em termos
de baixo RMS e os atributos medidos nesta dissertacao, a saber, energia, superfi-
cie total e superficie hidrofébica. Ou seja, clusters com proteinas cujas estruturas
tendem a possuir pequena distancia RMS também sao aqueles clusters onde as pro-
teinas tendem a possuir baixa energia, pequena superficie total e pequena superficie
hidrofébica. Apesar deste resultado atestar a factibilidade e bons resultados da
abordagem, deve-se considerar que os resultados para estruturas menores sao mais
conclusivos neste sentido.

Talvez o mais importante resultado seja o fato de que, dos trés atributos con-
siderados, baixos valores de superficie hidrofébica sao melhores indicadores de que
se estd em um cluster com proteinas de baixo RMS do que baixos valores de energia.
A energia potencial continua sendo um parametro importante para a determinagao
da conformacao nativa, mas no ambiente natural a energia compete com a superficie
hidrofébica exposta ao solvente, e se cria uma balanco entre variacao de energia e
entropia. Devido a este efeito, muitos métodos de dobramento de proteinas que nao
levam em consideracao a agua acabam por minimizar a proteina além da barreira
imposta pela reducao da entropia causada, por exemplo, por torcoes estruturais que
exponham residuos hidrofébicos ao solvente. Métodos como a Dinamica Molecular
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(DM) podem ser realizados em agua e sdo capazes de simular o efeito entropico
sob o custo extra de simular uma caixa de agua ao redor da proteina. O método
MC-RNA conseguiu, através da inser¢ao da medida de superficie hidrofébica na
determinacao de clusters candidatos, simular o efeito hidrofébico sem que isto acar-
retasse em aumento do grau de complexidade do algoritmo. O efeito da agua parece
ter sido extremamente bem modelado através da superficie hidrofobica, pois em pra-
ticamente todas as rodadas o critério da superficie hidrofobica indica o cluster com
o menor RMS mesmo para as proteinas maiores.

Procurou-se na dissertacao considerar diferentes casos de proteinas de estudo.
Assim, analisou-se tanto casos compostos somente de estruturas secundarias alfa-
hélice, quanto misturas das duas: a-hélices e folhas-3. Proteinas compostas por
folhas-( apresentam maior grau de dificuldade para a determinacao da estrutura
nativa devido basicamente a duas peculiaridades: (1) as caracteristicas nao locais
da estrutura secundéria, que permitem formar pontes de hidrogénio com residuos
distantes na seqiiéncia de aminoécidos, e sao dificeis de prever para métodos que se
baseiam majoritariamente em informagoes locais como as RNAs, e (2) a alta sen-
sibilidade a variagoes nos angulos diedrais dos residuos pertencentes as alcas entre
folhas-(. Para a energia de uma folha-3 composta por dois ou mais segmentos ser
minimizada os angulo diedrais de dois ou trés residuos que participem da alca coil
que liga cada par de segmentos da folha devem ser tais que os segmentos fiquem
paralelos e proximos o suficiente para permitir a formacao de pontes de hidrogénio.
Métodos Monte Carlo possuem um elevado nivel de aleatoriedade nas estruturas
geradas. Um pequeno erro na distancia e orientacao entre as estruturas e o casa-
mento das folhas-beta nao ocorre, mesmo que a previsao da estrutura secundaria
seja perfeita. Ou seja, a sensibilidade da energia potencial em relacao aos angulos
diedrais nas algas (estruturas coil) é especialmente grande para folhas beta. Para
a formacao de folhas-beta completas através da formacao de pontes de hidrogénio,
que possuem uma energia potencial relativamente alta, a movimentacao das estru-
turas pode requerer saltos entre minimos locais separados por picos de energia. Ja
a estrutura a-hélice possui as pontes de hidrogénio locais, internas a estrutura, e a
interacao com as demais estruturas da proteina se da principalmente por interacoes
de Van der Waal cujas contribuicoes energética sao sensivelmente menores e mais
suaves. Os fenomenos descritos acima explicam a dificuldade dos algoritmo MC-
RNA e mesmo do MC-DSSP em formar folhas3 apesar de terem obtido resultados
bons em termos de RMS e mesmo visuais, como para com a proteina lkkg que
obteve a estrutura global tridimensional em forma de espiral com os dois métodos
MC-RNA e MC-DSSP, e como para a proteina1i74 que atingiu a estrutura espacial
e a seqiiencia de residuos correta para o método MC-DSSP, e principalmente para a
proteina 158b one o MC-RNA aproximou a estrutura tridimensional global e o mé-
todo MC-DSSP nao formou a folha-3 interna por pequenas imprecisoes nos angulos
dos residuos das alcas. As estruturas resultantes de ambos os métodos MC-RNA
e MC-DSSP aplicados a proteina globular 1g7d sao conformagoes que aliam baixa
energia potencial & pequena superficie hidrofébica, e como para a proteinalj8b nao
se atingiu a conformacao nativa por defeitos nos angulos dos residuos nos segmentos
coil As conformacoes obtidas estao proximas o suficiente da conformacao nativa de
cada proteina para permitir que a aplicacao de um algoritmo de busca como a DM
possam partir destes pontos sub-6timos e levar adiante o processo de dobramento
da proteina em tempo reduzido Com o método de identificacao de clusters com
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concentracao de baixos valores para a energia, superficie total e superficie hidrofo-
bica, o método MC-RNA pode prover, a titulo de trabalhos futuros, um conjunto de
conformacoes inicias carregados de informacao indicando o caminho provavel para o
dobramento de proteinas. Métodos caros computacionalmente como a DM em vacuo
ou em solvente podem entao utilizar o cluster selecionado conforme os critérios de
energia e superficie hidrofébica exposta ao solvente do método MC-RNA e utilizar
as conformacoes do cluster como um grupo de condicoes iniciais pré otimizado

Por fim, a comparacao entre as conformacoes de menor RMS obtidas por cada
método mostrou indubitavelmente a importancia da informacao sobre a estrutura
secundéria e o seu grande efeito na aproximacao da estrutura terciaria nativa por
métodos de busca como o Monte Carlo. O método MC-RNA obteve em todos
os testes a estrutura mais proxima da conformacao nativa em relacao ao método
MC, e também foi suplantado pelo método MC-DSSP em todos as simulagoes . Se
esta regra for aplicivel aos demais métodos de determinacao de estrutura terciaria,
sempre que surgir um método de treinamento de RNAs para prever a estrutura
secundéria que logre avancos na taxa de acerto, este método poderd estar apto a
melhorar a performance de técnicas de dobramento de proteinas.
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